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Métodos robustos basados en transformaciones con
aplicaciones al modelo lineal generalizado

Resumen

Esta tesis consta de 2 partes que corresponden a los Caṕıtulos 1 y 2. En el
Caṕıtulo 1 proponemos una familia de estimadores robustos para modelos lineales
generalizados. En el Caṕıtulo 2 se introduce una familia de estimadores robustos
para distribuciones dependientes de un parámetro.

Los estimadores definidos en el Caṕıtulo 1 son M-estimadores redescendientes
basados en transformaciones (MT-estimadores) y, más generalmente, M-estimadores
pesados basados en transformaciones (WMT-estimadores). La idea principal es
usar un M-estimador después de aplicar una función estabilizadora de la vari-
anza a las respuestas. Mostramos la consistencia y la normalidad asintótica de
estos estimadores. También calculamos una cota inferior para su punto de ruptura
asintótico. Un estudio de Monte Carlo muestra que estos estimadores se comparan
favorablemente con otros estimadores robustos para modelos lineales generaliza-
dos con respuesta Poisson y log link. Por último, consideramos un ejemplo de
datos reales y comparamos el ajuste dado por el MT-estimador con los ajustes
correspondientes a otros estimadores existentes.

Los estimadores definidos en el Caṕıtulo 2 son estimadores para datos uni-
variados basados en la transformación integral de probabilidad (MI-estimadores).
Estos estimadores tienen una definición simple y son muy simples de calcular.
Mostramos la consistencia y normalidad asintótica de los mismos y hallamos cotas
para su punto de ruptura asintótico. Estudiamos en especial el caso de la distribu-
ción de Poisson, en el que probamos que el punto de ruptura es óptimo. Para
el caso de la distribución de Poisson realizamos un estudio de Monte Carlo para
comparar el desempeño de estos estimadores con el de otros estimadores robustos
para datos univariados.
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Robust Methods Based on Tranformations with
Applications to General Linear Models

Abstract

This thesis consists of two parts corresponding to Chapters 1 and 2. In Chapter
1 we propose a family of robust estimators for generalized linear models. In Chapter
2 we introduce a family of robust estimators for distributions that depend on a
single parameter.

The estimators defined in Chapter 1 are redescending M-estimators based
on transformations (MT-estimators) and, more generally, weighted M-estimators
based on transformations (WMT-estimators). The main idea is to use an M-
estimator after applying a variance stabilizing function to the responses.We show
the consistency and asymptotic normality of these estimators. We also compute a
lower bound for their asymptotic breakdown point. A Monte Carlo study shows
that these estimators compare favourably to other robust estimators for gener-
alized linear models with Poisson response and log link. Finally, we consider an
example of real data and compare the fit obtained using the MT-estimator to the
fits corresponding to other existing estimators.

The estimators defined in Chapter 2 are estimators for univariate data based
on the probability integral transformation (MI-estimators). These estimators have
a simple definition and are very easy to compute. We show their consistency and
asymptotic normality and find bounds for their asymptotic breakdown point. We
study in particular the case of the Poisson distribution, in which we prove that the
breakdown point is optimum. For the case of the Poisson distribution we perform
a Monte Carlo study to compare the performance of MI-estimators to that of other
robust estimators for univariate data.

Key words: M-estimators, transformations, breakdown point, generalized linear
models.
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A Javier por ser mi compañero de vida, por la contención, la confianza y el apoyo
incansable sin los cuales nada de esto hubiese sido posible.
A mis hijos Fede y Agus por sus risas y su amor incondicional y por recordarme
cada d́ıa las cosas verdaderamente importantes de la vida.
A mis hermanos Gaby y Germán por haber sido y seguir siendo tan buenos com-
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2.6.1. Varianza asintótica . . . . . . . . . . . . . . . . . . . . . . . 45
2.6.2. Función de influencia . . . . . . . . . . . . . . . . . . . . . . 48
2.6.3. Punto de ruptura . . . . . . . . . . . . . . . . . . . . . . . . 49
2.6.4. Estudio de Monte Carlo . . . . . . . . . . . . . . . . . . . . 52

A. Demostraciones de los Teoremas del caṕıtulo 1 61
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Caṕıtulo 1

M-estimadores basados en
transformaciones para modelos
lineales generalizados

1.1. Introducción

1.1.1. Modelos lineales generalizados

Los modelos lineales generalizados (MLG) son ampliamente utilizados en el
análisis de datos. Estos modelos suponen que la variable respuesta y sigue una
distribución Fλ donde λ se relaciona con las variables explicativas x1, . . . , xp a
través de una función g llamada función de enlace de manera que

g(λ) = xTβ0,

donde x = (x1, . . . , xp) es el vector de covariables o variables explicativas y β0 ∈ Rp

es un parámetro desconocido. Asumimos que Fλ pertenece a una familia exponen-
cial de manera que tiene una densidad de la forma

f(y, λ) = exp (l(λ)y −H(l(λ))− C(y)) , (1.1)

donde l, H y C son funciones dadas. Si l = g la función de enlace se llama canónica.
Sea λ̂(y) el estimador de máxima verosimilitud de λ en un modelo con una sola

observación y. La función deviance se define como

d(y, λ) = 2
(
log f(y, λ̂(y))− log f(y, λ)

)

Dada una muestra aleatoria (y1,x1) . . . (yn,xn) de un MLG con función de
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enlace canónica, la log-verosimilitud tiene la forma

L (β) =
n∑

i=1

log f(yi, g
−1(xTi β)) =

n∑

i=1

(xTi βyi −H(xTi β)− C(yi)).

El estimador de máxima verosimilitud maximiza la log-verosimilitud o, equiv-
alentemente, minimiza

n∑

i=1

d
(
yi, g

−1(xTi β)
)
.

Derivando, se obtienen las ecuaciones para el EMV:

n∑

i=1

(
yi − h(xTi β)

)
xi = 0, (1.2)

donde h es la derivada de H.
En el caso de regresión de Poisson se tiene que λ̂(y) = y y entonces

d(y, λ) = 2
(
y log

(y
λ

)
− (y − λ)

)
. (1.3)

Las ecuaciones de estimación para el EMV son en este caso

n∑

i=1

(
yi − ex

T
i β
)
xi = 0.

Es conocido que el estimador de máxima verosimilitud es el más eficiente cuan-
do todas las observaciones siguen el modelo pero es muy sensible a la presencia de
datos at́ıpicos o outliers. Para solucionar este problema se han propuesto varios
estimadores robustos.

1.1.2. Algunas propuestas para la estimación robusta de
MLG

Estimadores condicionalmente insesgados de influencia acotada

Estos estimadores fueron propuestos por Künsch, Stefanski y Carroll (1989).
Ellos consideraron M-estimadores de la forma

n∑

i=1

Ψ(yi,xi,β) = 0,
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donde Ψ : R2p+1 −→ Rp es tal que

E(Ψ(yi,xi,β)|xi) = 0.

Lo estimadores que satisfacen esta última ecuación se denominan condicionalmente
Fisher-consistentes.

Ellos hallaron el estimador de esta clase que es solución de un problema de
optimización similar al considerado por Hampel (1974). Este estimador maximiza
una medida de la eficiencia sujeto a una cota en una medida de la sensibilidad
infinitesimal similar a la GES (sensibilidad a errores groseros).

La función de score Ψ óptima tiene la forma

Ψcond(y,x,β, b, B) = D(y,x,β, b, B)Wb

(
|D(y,x,β, b, B)|

(
xTB−1x

)1/2)
x, (1.4)

donde b es la cota en la medida de sensibilidad infinitesimal, la función D viene
dada por

D(y,x,β, b, B) = y − h(xTβ)− c

(
xTβ,

b

(xTB−1x)1/2

)

y Wb(u) = ψHb (u)/u donde ψHb es la función de Huber, definida por

ψHb (u) = sign(u)mı́n(|u|, b), (1.5)

Por otro lado, B es una matriz de dispersión que satisface

E(Ψcond(y,x,β, b, B)Ψcond(y,x,β, b, B)T ) = B.

Comparando (1.4) con (1.2) se observa que ambas funciones de score son muy
parecidas. La función Wb penaliza las observaciones at́ıpicas y hace que Ψcond sea
acotada y el término c

(
xTβ, b/(xB−1x)1/2

)
se agrega para asegurar la condición

de Fisher consistencia condicional. Estos estimadores son altamente robustos para
pequeños porcentajes de contaminación. Sin embargo, Maronna, Bustos y Yohai
(1979) probaron que, en el caso del modelo lineal, el punto de ruptura de estos
estimadores tiende a cero cuando p tiende a infinito.

Estimadores de quasi-verosimilitud robustos

Supongamos ahora que la función de distribución de y, Fλ, es desconocida pero
que se conocen funciones m y V tales que varλ(y) = V (λ) y Eλ(y) = m(λ).

La función de quasi-verosimilitud, introducida por Wedderburn (1974), para
una única observación con distribución Fλ se define como

Q(λ, y) =

∫ λ

0

y −m(t)

V (t)
m′(t)dt.
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La ventaja de la función de quasi-verosimilitud es que no requiere conocer la
familia de distribuciones Fλ, sino solamente la media y la varianza. Los esti-
madores de quasi-verosimilitud se definen de manera similar a los estimadores de
máxima verosimilitud, reemplazando la función de verosimilitud por la de quasi-
verosimilitud. Es decir, se definen por

argmáx
n∑

i=1

Q(g(xTi β), yi).

Derivando con respecto a β se obtiene
n∑

i=1

yi −m(g(xTi β))

V (g(xTi β))
m′(g(xTi β))g

′(xTi β)xi = 0. (1.6)

Podemos observar que estos estimadores son M-estimadores con función de
score

yi −m(g(xTi β))

V (xTi β)
m′(g(xTi β))g

′(xTi β)xi.

Estos estimadores no son robustos porque Q no es acotada. Para solucionar
esta falta de robustez Cantoni y Ronchetti (2001) propusieron una robustificación
de estos estimadores definiendo los estimadores de quasi-verosimilitud robustos
mediante la ecuación.

n∑

i=1

w(xi, µ̂n,Σ̂n)(v
(
yi,m(g(xTi β))

)
−a(g(xTi β)))m′(g(xTi β))g

′(xTi β)xi = 0, (1.7)

donde

v(y, λ) = ψ

(
y −m(λ)

V 1/2(λ)

)
1

V 1/2(λ)
,

a(λ) = Eλ (v(y, λ)) ,

ψ es una función monótona y acotada, por ejemplo en la familia de Huber dada
por (1.5), µ̂n y Σ̂n son estimadores robustos de posición y matriz de covarianza
de x respectivamente basados en x1, ...,xn y w es una función de la distancia de
Mahalanobis de la forma

w(x,µ,Σ) = ω
(√

(x− µ)TΣ−1(x− µ)
)
. (1.8)

El propósito de la función ψ es acotar la influencia de las observaciones con residuos
grandes mientras que el de la función w es acotar la influencia de las observaciones
de alta palanca (leverage). El propósito del término a

(
xTi β

)
es asegurar la condi-

ción (1.6) de consistencia de Fisher.
Como veremos en el estudio de Monte Carlo en la Sección 1.8 el uso de una

función de score monótona hace que la robustez de estos estimadores sea muy
limitada.
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Otras propuestas robustas

Bergesio y Yohai (2011) introdujeron estimadores de proyección para modelos
lineales generalizados que son una generalización de los estimadores de proyec-
ción para modelos lineales introducidos por Maronna y Yohai (1993). Estos es-
timadores son altamente robustos pero no son asintóticamente normales. Por lo
tanto, proponen usar M- estimadores a un paso usando como estimadores iniciales
los P-estimadores. Los estimadores a un paso son asintóticamente normales y con-
servan las propiedades de robustez de los P-estimadores. Una desventaja de estos
estimadores es que su cálculo requiere algoritmos de alta complejidad.

Otra clase de estimadores robustos es la de los M-estimadores propuestos por
Bianco y Yohai (1996) y luego estudiados por Croux y Haesbroeck (2003). Los
estimadores propuestos por Bianco y Yohai (1996) fueron generalizados por Bianco,
Boente y Rodrigues (2012) y aplicados al caso de regresión de Poisson. Estos
estimadores se definen como

β̂n = argmı́n
β

n∑

i=1

ρ(yi,x
T
i β, t)ω1(xi),

donde
ρ(y, u) = φ

(
d(y, g−1(u))

)
+G(g−1(u)),

donde d es la función deviance definida en (1.3) y g es la función de enlace. T́ıpi-
camente φ es una función que se asemeja a la identidad en un entorno de cero. El
término G(g−1(u)) es necesario para asegurar la Fisher consistencia y verifica

G′(t) = E

(
φ′ (− log (y, t) +D(y))

∂
∂t
f (y, t)

f(y, t)

)
.

Morgenthaler (1992) propuso una robustificación de los estimadores de quasi
verosimilitud usando una medida de bondad de ajuste basada en la norma L1. Por
lo tanto, la función de score correspondiente, la función signo, es monótona como
en el caso de los estimadores descriptos en la Sección 1.1.2 con la consiguiente
falta de robustez. Para MLG en los que Fλ pertenece a la familia de distribu-
ciones de Bernoulli podemos citar también los trabajos de Christmann (1994) y
de Rousseeuw y Christmann (2003).

1.1.3. Organización del caṕıtulo

En la Sección 1.2, definimos los M-estimadores basados en transformaciones
(MT) y los M-estimadores pesados basados en transformaciones (WMT). En la Sec-
ción 1.3, damos ejemplos de transformaciones estabilizadoras de la varianza para
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algunas familias de distribuciones. En las secciones 1.4 y 1.5, estudiamos la consis-
tencia y la distribución asintótica, respectivamente, de los WMT-estimadores. Por
otra parte, en la Sección 1.6 obtenemos una cota inferior para el punto de ruptura
de los MT-estimadores y la calculamos para los casos particulares de regresión de
Poisson y regresión exponencial. En la Sección 1.7, describimos el método com-
putacional que utilizamos para calcular los estimadores propuestos mientras que en
la Sección 1.8, mostramos los resultados de un estudio de Monte Carlo en los que
se observa que los estimadores propuestos se comparan favorablemente con otros
estimadores existentes para el modelo de regresión de Poisson. Por último, en la
Sección 1.9, mostramos una aplicación a un conjunto de datos reales. Los resultados
enunciados en este caṕıtulo se demuestran en el Apéndice A, donde damos teore-
mas generales de consistencia, normalidad asintótica y punto de ruptura para una
clase de M-estimadores muy general que incluye a los WMT-estimadores. Luego,
mostramos cómo estos resultados se aplican a los WMT-estimadores. Todos los
lemas y proposiciones del Apéndice A aparecen numerados como A.1.1, A.2.1, etc
para facilitar su cita.

1.2. Definición de M-estimadores basados en trans-

formaciones

En esta sección, introducimos una familia de estimadores para el MLG. Estos
estimadores tienen la ventaja de tener una definición simple y al mismo tiempo ser
altamente robustos. Los estimadores que proponemos son M-estimadores redescen-
dientes aplicados a las respuestas transformadas (MT-estimadores). El propósito
de transformar las respuestas es estabilizar sus varianzas a un valor aproximada-
mente constante y aśı lograr un correcto escalamiento de la función de pérdida
usada para definir el M-estimador.

Un ejemplo importante de MLG es el caso en que y sólo toma los valores 0 y
1, es decir, cuando Fλ es la familia de distribuciones de Bernoulli. Los estimadores
propuestos no son aplicables en este caso. Es fácil ver que, si y1, . . . , yn siguen
la distribución de Bernoulli entonces el estimador propuesto coincide con un M-
estimador ordinario con las variables no transformadas.

Una dificultad que se encuentra al definir los M-estimadores es que, en gener-
al, la dispersión de Fλ depende de λ, y, por lo tanto, las variables de respuesta
correspondientes a diferentes observaciones de la muestra pueden tener disper-
siones diferentes. Por lo tanto, el escalamiento de la función ρ puede ser diferente
para cada observación, pero este escalamiento depende de β, que es desconoci-
do. Proponemos solucionar este problema transformando las respuestas. Para ello
utilizamos una función t(y) tal que la varianza de t(y) no dependa o dependa
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muy poco de λ. En la Sección 1.3 daremos algunos ejemplos de cómo obtener una
función t con esta propiedad.

Consideremos un modelo lineal generalizado (GLM) donde y ∈ R es la respues-
ta y x= (x1, . . . , xp)

T es un vector de variables explicativas. Asumimos que

y|x ∼Fλ, (1.9)

donde Fλ es una familia exponencial de distribuciones discreta o continua en R

con el mismo soporte D, λ ∈ Λ ⊂ R y

g(λ) = βT0 x, (1.10)

donde β0∈Rp es desconocido y g : R → R es una función de enlace conocida.
Supondremos que λ toma valores en un intervalo (λ(1), λ(2)) donde λ(1) puede ser
−∞ y λ(2) puede ser +∞. Asumiremos también que g−1 : R → (λ(1), λ(2)) es
continua y estrictamente creciente y que

ĺım
u→−∞

g−1(u) = λ(1), ĺım
u→∞

g−1(u) = λ(2). (1.11)

Supongamos que t : R → R es tal que la varianza t(y) es aproximadamente
constante cuando y tiene distribución Fλ. Sea ρ : R → R una función continua y
acotada con un único mı́nimo en 0 y definamos m(λ) por

m(λ) = argmı́n
u
Eλ(ρ(t(y)− u)). (1.12)

Vamos a suponer que m(λ) es continua y esta uńıvocamente definida para
todo λ. Dada una muestra aleatoria (y1,x1), ..., (yn,xn) definimos el M-estimador
pesado basado en transformaciones (WMT-estimador) de β0 por

β̂n = argmı́n
β
Ln(β), (1.13)

donde

Ln(β) =
1

n

n∑

i=1

ρ
(
t (yi)−m

(
g−1

(
βTxi

)))
w(xi,µ̂n,Σ̂n), (1.14)

µ̂n y Σ̂n son estimadores robustos de posición y matriz de covarianza de x respec-
tivamente basados en x1, ...,xn y w es una función de la distancia de Mahalanobis
de la forma

w(x,µ,Σ) =ω(
√
(x− µ)TΣ−1(x− µ)), (1.15)

con ω una función no negativa y no creciente. Usamos estimadores consistentes µ̂n

y Σ̂n de manera que µ̂n → µ0 c.s. y Σ̂n → Σ0 c.s., donde Σ0 es definida positiva.
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El propósito de la función de peso w(x,µ̂n,Σ̂n) es penalizar las observaciones de
alto leverage.

Tenemos que

Eβ0

(
ρ
(
t (yi)−m

(
g−1

(
βTxi

)))
w (xi,µ0,Σ0)

)

= E
[
Eβ0

{
ρ
(
t (yi)−m

(
g−1

(
βTxi

)))
|xi
}
w (xi,µ0,Σ0)

]

y Eβ0

(
ρ
(
t (yi)−m

(
g−1

(
βTxi

)))
|xi
)
se minimiza cuando β=β0 para todo i.

Entonces Eβ0
(ρ(t(yi) −m(g−1(βTxi))w(xi,µ0,Σ0)) también se minimiza cuando

β=β0 y, por lo tanto, como hemos asumido que la función m está uńıvocamente
definida, los WMT-estimadores son Fisher consistentes. Esta, y otras condiciones
necesarias para la consistencia, se listan en la Sección 1.4.

Como la varianza de t(y) dado x es aproximadamente constante, no es necesario
usar una escala en la definición del M-estimador. Como ρ es acotada, el estimador
definido por (1.13) es robusto aún cuando ω ≡ 1. Sin embargo, en los casos en que
se esperan outliers de alto leverage la robustez del estimador puede aumentarse
usando una función de peso. En algunos casos el uso de pesos puede disminuir,
no sólo la eficiencia, sino también la robustez del estimador. Esto ocurre cuando
hay observaciones buenas de alto leverage, es decir cuando hay observaciones (x, y)

tales que (x−µ̂n)Σ̂
−1
n (x− µ̂n) es grande pero la respuesta y es generada de acuerdo

al GLM. En estos casos la función de peso penalizará observaciones buenas y, por
lo tanto, puede aumentar la influencia de outliers con bajo leverage que tienen
pesos más grandes. Por esta razón, no debe descartarse la posibilidad de usar una
función de peso constante, w(u) = 1. A los WMT-estimadores con función de peso
constante los llamaremos, para abreviar, MT-estimadores. Claramente todos los
resultados que probaremos para los WMT-estimadores se aplican también a los
MT-estimadores.

1.3. Algunos ejemplos de transformaciones para

estabilizar la varianza

Si notamos µ(λ) y ν(λ) a la media y la varianza de Fλ respectivamente, una
expansión de Taylor de orden uno muestra que, tomando

t(y) =

∫ y

0

1

[ν(µ−1(u))]1/2
du, (1.16)

se obtiene que var(t(y)) es aproximadamente constante. Para ver esto, sea y ∼ Fλ0
y sea µ0 = µ(λ0). Entonces bajo condiciones de regularidad apropiadas se tiene

t(y) ≈ t(µ0) +
1

[ν(µ−1(µ0))]
1/2

(y − µ0).
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Por lo tanto,

V (t(y)) ≈ 1

ν(µ−1(µ0))
V (y) = 1,

como queŕıamos demostrar.
En muchos casos, la relación entre la esperanza y la varianza viene dada por

ν(λ) = µ(λ)q. (1.17)

En estos casos, (1.16) da como resultado

t(y) =

{
y−(q/2)+1 if q 6= 2
log(y) if q = 2

. (1.18)

1.3.1. Regresión de Poisson.

En este caso, pλ tiene como soporte al conjunto N0 de los enteros no negativos
y la función de probabilidad puntual es

p(y, λ) = exp(−λ)λy/y!.

Se tiene µ(λ) = λ y ν(λ) = λ y, por lo tanto, t(y) = y1/2. La Figura 1.1, que
muestra un gráfico de var(y1/2) como función de λ, confirma que esta función
es casi constante. De ahora en más, para el modelo de regresión de Poisson, la
transformación que usaremos es t(y) =

√
y.

1.3.2. Regresión exponencial.

Consideremos ahora el caso en que Fλ tiene soporte en el conjunto R+ de los
números reales positivos con densidad

p(y, λ) =
1

λ
exp

(
−y
λ

)
I(y > 0).

En este caso, µ(λ) = λ y ν(λ) = λ2, y entonces, de acuerdo a (1.17) y (1.18), q = 2
y t(y) = log(y). Luego log(y) = w+ log(λ) donde exp(w) es una variable aleatoria
con distribución F1. Por lo tanto, varλ(log (y)) es constante.

1.3.3. Regresión binomial.

Supongamos ahora que Fλ es una distribución Bi(λ, n), es decir, su función de
probabilidad puntual es

p(y, λ) =

(
n

k

)
λy(1− λ)n−y, y = 0, 1, ..., n, 0 ≤ λ ≤ 1.
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Figura 1.1: Varianza de t(y) =
√
y para y ∼ P(λ)

Entonces µ(λ) = nλ, ν(λ) = nλ(1 − λ), y (1.16) da como resultado t(y) =

arcsin
(√

y/n
)
. La Figura 1.2 muestra un gráfico de varλ

(
arcsin

√
y/n

)
para

n = 5, que es casi constante.

1.4. Consistencia

En esta sección, estudiamos la consistencia de los WMT-estimadores. Necesi-
tamos suponer que se cumplen las siguientes condiciones.

A1 supλvarλ(t(y)) = A <∞.

A2 m(λ) esta uńıvocamente definida para todo λ y λ1 < λ2 implica m(λ1) <
m(λ2).

A3 Fλ es continua en λ.

A4 Si λ1 > λ2, z1 ∼ Fλ1 y z2 ∼ Fλ2 entonces z1 es estocásticamente mayor que z2.

A5 La función t es creciente y continua.

B1 ρ(u) ≥ 0, ρ(0) = 0 y ρ(u) = ρ(−u).
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Figura 1.2: Varianza de t(y) = arcsin
(√

y/5
)
para y ∼ Bi(5, λ)

B2 ĺımu→∞ ρ(u) = a <∞. Sin pérdida de generalidad asumiremos que a = 1.

B3 0 ≤ u < v implica ρ(u) ≤ ρ(v).

B4 0 ≤ u < v y ρ(u) < 1 implica ρ(u) < ρ(v).

B5 ρ es continua.

B6 Existe η tal que ρ(A1/2 + η) < 1.

B7 Existe µ0 ∈ Rp y una matriz definida positiva Σ0 tal que µ̂n → µ0 c.s. y

Σ̂n → Σ0 c.s con P (w(x,µ0,Σ0) > 0) > 0.

B8 La función de peso ω : R → R es continua, acotada, no creciente y no negativa
y supv∈R ω(v) = 1.

Sea S = {t ∈ Rp : ||t|| = 1}. Entonces

ı́nf
t∈S

P
(
{tTx 6= 0} ∩ {w (x,µ0,Σ0) > 0}

)
> 0.

Notar que las condicionesB7-B9 no son necesarias en el caso de los MT-estimadores.
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Sean
m1 = ı́nf

λ
m(λ) = ĺım

λ→λ(1)
m(λ), (1.19)

m2 = sup
λ
m(λ) = ĺım

λ→λ(2)
m(λ), (1.20)

con λ(1) y λ(2) definidas por (1.11) y m3 = m(g−1(0)).
Sea

Φ0(y,x,β,µ,Σ) = w(x,µ,Σ)ρ(t(y)−m(g−1(βTx)), (1.21)

entonces, para todo t ∈ Rp,

ĺım
γ→+∞

Φ0(y,x,γt,µ0,Σ0) = Φ∗
0(y,x,sign(t

Tx)),

donde

Φ∗
0(y,x,j) =





w(x,µ0,Σ0)ρ(t(y)−m1) if j = −1
w(x,µ0,Σ0)ρ(t(y)−m3) if j = 0
w(x,µ0,Σ0)ρ(t(y)−m2) if j = 1

. (1.22)

Teorema 1.4.1 Sea (yi,xi) , i ∈ N una sucesión de variables aleatorias i.i.d. que

satisfacen (1.9) y (1.10). Supongamos que se cumplen A1-A5 y B1-B9 y sea β̂n
el estimador definido por (1.13). Sea

τ = ı́nf
t∈S

E β0
(Φ∗

0(y,x,sign(t
Tx)))− E β0

(Φ0(y,x,β0,µ0,Σ0)) (1.23)

con Φ0 y Φ∗
0 definidas por (1.21) y (1.22) respectivamente. Entonces (i) τ > 0 y

(ii) si P (tTx = 0) < τ para todo t ∈ Rp entonces β̂n → β0 c.s..

Observemos que, por B2 y B8, τ < 1.
La demostración de este teorema se obtendrá como consecuencia de un resultado
más general y se da en el Apéndice A.

1.5. Normalidad Asintótica

En esta sección, estudiamos la normalidad asintótica de los WMT-estimadores.
Necesitamos asumir que se cumplen las siguientes condiciones, además de las condi-
ciones A1-A5 y B1-B9, necesarias para la consistencia.

C1 Fλ tiene tres derivadas continuas y acotadas como función de λ y la función
de enlace g es dos veces continuamente diferenciable.

C2 ρ tiene tres derivadas continuas y acotadas. Notamos ψ = ρ′.
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C3 Se cumple que
√
n(µ̂n − µ0) = Op(1) y

√
n(Σ̂n − Σ0) = Op(1), donde µ0 y

Σ0 están dados por B7.

C4 Existe ε > 0 tal que |Eλ (ψ′(t(y)−m(λ)))| > ε para todo λ.

Sea Ψ = (Ψ1, ...Ψp) : R× Rp × Rp × Rp × Rp×p → Rp definida por

Ψj(y,x,β,µ,Σ) = w(x,µ,Σ)
∂

∂βj
ρ(t(y)−m(g−1(βTx))

= w(x,µ,Σ) ψ
(
t(y)−m(g−1(βTx)

)
)m′(g−1(βTx))g−1′(βTx)xj.

Notamos JΨ(y,x,β,µ,Σ) = (J j,k
Ψ

(y,x,β,µ,Σ)1≤j,k≤p a la matriz Jacobiana de
Ψ respecto de β es decir,

J j,k
Ψ

(y,x,β,µ,Σ) =
∂

∂βk
Ψj(y,x,β,µ,Σ), 1 ≤ j, k ≤ p.

Observemos que las condiciones C1, C2 y el Lema A.2.3 implican que Ψ y JΨ

están bien definidas.

C5 (i) Existe ε > 0 tal que

E

(
sup

|| β− β0||≤ε

∣∣∣J j,kΨ
(y,x,β,µ0,Σ0))

∣∣∣
)
<∞,

para todo 1 ≤ j, k ≤ p, donde ||.|| denota la norma l2.
(ii) E (JΨ(y,x,β0,µ0,Σ0)) es no singular.

Una familia de funciones que verifica las condiciones B1-B6 y C2 es

ρk(u) =

{
1− (1− (u

k
)2)4 if |u| ≤ k

1 if |u| ≥ k
(1.24)

con k > A1/2. Debe notarse que las funciones en la familia bicuadrada tienen una
expresión similar. La única diferencia es que el exponente 3 se reemplaza aqúı por
un 4. La ventaja de la familia definida por (1.24) es que, mientras que las funciones
pertenecientes a la familia bicuadrada tienen sólo dos derivadas en u = ±k, éstas
tienen tres, como pide la condición C2. La Figura 1.3 muestra un gráfico de ρk
con k = 2.9.

Observemos que C5 se satisface claramente cuando la función ω tiene soporte
compacto o cuando x toma valores en un conjunto compacto.

Consideremos el caso de regresión de Poisson con ω = 1 y ψ con soporte
compacto. Probaremos en la Proposición A.2.1, que se encuentra en el Apéndice
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Figura 1.3: Gráfico de ρk con k = 2,9

A, que una condición suficiente para que se cumpla C5 (i) es que E(y|xkxj|) <∞
para 1 ≤ k, j ≤ p. En la misma proposición, se muestra que, para todo a 6= 0,

aTE (JΨ (y,x,β0,µ0,Σ0)) a > 0,

lo que implica que se cumple C5 (ii).
El siguiente teorema da la distribución asintótica de los WMT-estimadores.

Teorema 1.5.1 Supongamos que se cumplen A1-A5, B1-B9, C1-C5 y que P (tTx =
0) < τ para todo t ∈ S, donde τ está dado por (1.23). Sea (yi,xi), i ∈ N, una suce-

sión de vectores aleatorios i.i.d. que satisfacen (1.9) y (1.10) y sea β̂n definido por
(1.13). Entonces,

√
n(β̂n − β0)

D→ Np

(
0,B−1ABT−1

)
,

donde Np(µ,Σ) denota la distribución normal multivariada p−dimensional con
media µ y matriz de covarianza Σ y

A = E β0
(Ψ(y,x,β0,µ0,Σ0)Ψ(y,x,β0,µ0,Σ0)

T ), B = E β0
(JΨ(y,x,β0,µ0,Σ0)).

Para usar este resultado para hacer inferencia asintótica necesitamos estimar
las matrices A y B. Para ello, sea

Ân = EHn
(Ψ(y,x, β̂n, µ̂n, Σ̂n)Ψ(y,x, β̂n, µ̂n, Σ̂n)

T )
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y
B̂n = EHn

(Jψ(y,x, β̂n, µ̂n, Σ̂n)),

donde Hn es la distribución emṕırica de (y,x). Bajo las hipótesis del Teorema

A.2.1, por el Lema A.2.1, Ân → A c.s. y B̂n → B c.s.. Entonces, la matriz
de covarianza asintótica B−1AB

T−1 puede ser estimada en forma consistente por
B̂−1
n ÂnB̂

T−1
n .

1.6. Punto de ruptura asintótico

En esta sección, estudiamos el punto de ruptura asintótico de los MT-estimadores,
es decir de los estimadores definidos por (1.13) con ω = 1. Dada una muestra

(y1,x1), ...(yn,xn), el MT- estimador β̂n también puede escribirse como T(Hn)
donde

T(H) = argmı́n β∈RpEH
(
ρ
(
t(y)−m

(
g−1

(
βTx

))))
(1.25)

y Hn es la distribución emṕırica de la muestra.
Hablando informalmente, el punto de ruptura es la máxima proporción de datos

at́ıpicos que puede contener la muestra de manera tal que el estimador siga dando
alguna información sobre β0. Para ello el porcentaje de outliers no debe ser capaz
de hacer que el estimador tienda a infinito.

Definition 1.6.1 Sea D el conjunto de todas las distribuciones en R × Rp. El
punto de ruptura asintótico del funcional T se define como

ε∗(T, H0) = sup
ε
{ε ∈ (0, 1) : sup

H∗∈D
{‖T ((1− ε)H0 + εH∗)‖ <∞}.

El siguiente teorema da una cota inferior para el punto de ruptura los MT-
estimadores. Su demostración se da en la Sección A.3.

Teorema 1.6.1 Sea (y,x) un vector aleatorio con distribución H0 tal que PH0(α
Tx =0) =

0 para todo α ∈ Rp. Supongamos y|x ∼ Fg−1(βT
0 x). Sea

ε0 =
EH0 (mı́n (ρ (t(y)−m1) , ρ (t(y)−m2)))− EH0

(
ρ
(
t(y)−m

(
g−1

(
βT0 x

))))

1 + EH0 (mı́n (ρ (t(y)−m1) , ρ (t(y)−m2)))− EH0

(
ρ
(
t(y)−m

(
g−1

(
βT0 x

)))) ,

con m1 y m2 dadas por (1.19) y (1.20) respectivamente. Entonces el punto de
ruptura asintótico del funcional T definido por (1.25) en H0 satisface

ε∗(T, H0) ≥ ε0.

A continuación calculamos ε0 en algunos casos particulares.
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1.6.1. Regresión de Poisson

En esta sección, calculamos ε0, la cota inferior del punto de ruptura asintótico
de los MT-estimadores dada por el Teorema 1.6.1, para el caso de regresión de
Poisson. Como esta cota depende de m1 y m2 usaremos el Lema A.3.2 que se
encuentra en el Apéndice A. Este lema establece que, en el caso de regresión de
Poisson, m1 = 0 y m2 = +∞.

Se tiene entonces que

mı́n (ρ (t(y)−m1) , ρ (t(y)−m2)) = ρ (t(y))

y luego

ε0 =
EH0

(
ρ (t(y))− ρ

(
t(y)−m

(
g−1

(
βT0 x

))))

1 + EH0

(
ρ (t(y))− ρ

(
t(y)−m

(
g−1

(
βT0 x

)))) .

En este caso, si m(g−1
(
βT0 x)

)
está cerca de cero también ε0 estará cerca de

cero. Para el modelo Poisson, esto ocurre si βT0 x es negativo y tiene valor absoluto
grande, es decir cuando P (y = 0) es grande. Observemos que, en estos casos, una
pequeña proporción de inliers iguales a cero puede hacer que la proporción de
ceros sea igual a 0.5 y las observaciones buenas no nulas pueden ser erróneamente
tomadas por outliers.

1.6.2. Regresión exponencial

Para hallar ε0 en el caso de regresión exponencial usaremos el Lema A.3.3. Este
lema se encuentra en el Apéndice A y dice que, en el caso de regresión exponencial
m1 = −∞ y m2 = +∞.

La cota inferior para el punto de ruptura resulta ser entonces

ε0 =
EH0

(
1− ρ

(
t(y)−m

(
g−1

(
βT0 x

))))

1 + EH0

(
1− ρ

(
t(y)−m

(
g−1

(
βT0 x

)))) .

En este caso, si tomamos como función de enlace a g(u) = log(u), se tiene que
m(λ)− log(λ) = m(1). Para ver esto escribimos

Eλ (ρ (log(y)−m(λ))) = Eλ (ρ (log(y)− log(λ)− (m(λ)− log(λ))))

= E1 (ρ (log(z)− (m(λ)− log(λ)))) .

Por lo tanto, para todo x

E1 (ρ (log(z)− (m(λ)− log(λ)))) ≤ E1 (ρ (log(z)− (x− log(λ)))) ,
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y entonces m(λ)− log(λ) = m(1). Por lo tanto,

ε0 =
E (1− ρ (t(y)−m(1)))

1 + E (1− ρ (t(y)−m(1)))
,

donde y es una variable aleatoria con distribución E(1), y luego es independiente
de β0. Por ejemplo si usamos un MT-estimador con ρ en la familia dada en (1.24)
con k = 6, valor con el que se obtiene una eficiencia de 0.85, se tiene ε0 =0.463.

1.6.3. Ejemplo

Para ejemplificar, estudiaremos ahora el punto de ruptura en un modelo de
regresión de Poisson donde x = (1,x∗) y x∗ tiene distribución Np−1(µ,Σ). Si
escribimos β0 = (β0,β

∗
0) entonces la distribución de βT0 x es N(µ, σ2) donde µ =

β∗T
0 µ + β0 y σ2 = β∗T

0 Σβ∗
0 y, por lo tanto, ε0 depende sólo de µ y σ2. La cota

inferior ε0 depende de µ y σ2 y en gran parte de P (y = 0). Sean εmı́n(p) y εmáx(p)
definidos por

εmı́n(p) = ı́nf
µ,σ2

{ε0(µ, σ2) : Pµ,σ2(y = 0) = p}

y
εmáx(p) = sup

µ,σ2

{ε0(µ, σ2) : Pµ,σ2(y = 0) = p}.

La Figura 1.4 muestra las curvas εmı́n(p) y εmáx(p). Estas curvas son cotas
superiores e inferiores para ε0 como función de P (y = 0) cuando x∗ tiene una
distribución normal multivariada.

1.7. Método computacional

1.7.1. Cálculo de m(λ)

Para obtener la funciónm(λ) que interviene en la definición de los MT-estimadores
observemos que si y tiene distribución P (λ) entonces

y1/2 − λ1/2 →d N(0, 1/4)

cuando λ → ∞. Esto se demuestra en el Apéndice A, en la proposición A.4.1.
Luego, para valores grandes de λ, E(

√
y) está cerca de

√
λ y podremos aproximar

m(λ) por
√
λ. Entonces procedemos como sigue: para 0 < λ ≤ 3 ajustamos un

spline cúbico usando una grilla con paso 0.1. El valor de m(λ) en cada punto de
la grilla se calcula usando la función optimize en R. Para λ > 3, comprobamos
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Figura 1.4: εmin y εmax como funciones de p = P (y = 0)

numéricamente que m(λ) está muy cerca de
√
λ y, por lo tanto, una buena aprox-

imación para m(λ) se obtiene a usando un método de Newton-Raphson a un paso
empezando en λ1/2. Es decir se aproxima m(λ) por

√
λ+

Eλ(ψ(
√
y −

√
λ))

Eλ(ψ′(
√
y −

√
λ))

.

1.7.2. Cálculo de los WMT-estimadores

Para el cómputo de los WMT-estimadores, es necesario optimizar una función
que puede tener múltiples puntos cŕıticos. Esto presenta la dificultad de que, de-
pendiendo del punto desde donde se comienza la iteración, se puede converger a
diferentes mı́nimos locales. Es por eso que la elección de los valores iniciales de los
parámetros es una parte crucial del cálculo del estimador. Si estos valores iniciales
se encuentran muy lejos del mı́nimo absoluto, el método iterativo puede converger
a un punto cŕıtico distinto del mı́nimo absoluto que buscamos. Para evitar esto
nos aseguramos de elegir como valor inicial de β un valor que esté lo más cerca
posible del valor verdadero β0.

El valor inicial fue calculado por el método de submuestreo seguido de un paso
de concentración similar al propuesto por Rousseeuw y Van Zomeren (1990). Este
método consiste en calcular un conjunto finito de candidatos a mı́nimo de la función
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objetivo y luego reemplazar la minimización sobre todo Rp por una minimización
sobre este conjunto. Más precisamente, dada una muestra (x1, y1) . . . (xn, yn), con
yi ∈ R y xi ∈ Rp, se quiere minimizar en β la función Ln(β) definida en (1.14).
Para ello se eligen al azar N submuestras de tamaño p. Para cada submuestra se
calcula un primer candidato a mı́nimo absoluto calculando el estimador de máxima
verosimilitud basado en esa submuestra. Si N es grande, es de esperar que haya
varias submuestras que no contengan outliers y entonces este candidato a mı́nimo
no se verá afectado por la contaminación. Para mejorar este candidato realizamos
un paso de concentración. Para ello calculamos las n deviances correspondientes al
estimador de máxima verosimilitud calculado en el paso anterior y luego calculamos
el estimador de máxima verosimilitud basado en las [n/2] observaciones con menor
deviance. Finalmente evaluamos la función Ln en los N candidatos mejorados y
elegimos como estimador inicial aquel en el que Ln alcanza el valor mı́nimo.

El número N de submuestras puede determinarse como en el caso de regre-
sión lineal; ver, por ejemplo, el Caṕıtulo 5 de Maronna, Martin y Yohai (2006).
Este valor depende del número de covariables p, de la fracción esperada de out-
liers ε y de la probabilidad deseada de obtener al menos una submuestra libre de
outliers. Supongamos que la muestra contiene una proporción ε de outliers. En-
tonces la probabilidad de que una submuestra no contenga ouliers es (1− ε)p y la
probabilidad de que al menos una de las N submuestras no contenga outliers es
1− (1− (1− ε)p)N . Si queremos que esta probabilidad sea mayor a 1−α tenemos
que elegir

N >
log(α)

log(1− (1− ε)p)
.

Por ejemplo para α = 0,01, si p = 6 y queremos protegernos de hasta un 50% de
outliers habŕıa que tomar al menos 293 submuestras. Este número asciende a 4714
si p = 10.

Para el cálculo del mı́nimo definido en (1.13) usamos el método de optimización
L-BFGS-B que se encuentra en R dentro de las opciones de la función optim. El
valor inicial es el estimador basado en submuestras descripto en esta sección.

1.7.3. Tiempos de cómputo

La Tabla 1.1 da los tiempos de cómputo expresados en minutos y segundos
para MT-estimadores en una PC con un procesador AMD Athlon II X3 450 con
una velocidad de 3.20 GHz y 8 GB de memoria RAM para N igual a 500, 1000 y
1500 y diferentes valores de p. En esa misma Tabla mostramos los correspondientes
valores de ε cuando 1− α = 0.99. Usamos un programa escrito completamente en
R. Se observa que para p = 50, si la fracción esperada de outliers es menor que
0.1, el estimador puede computarse en un tiempo razonable, aún utilizando una
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p N =500 N =1000 N =1500
t ε t ε t ε

10 0:51 0.37 1:29 0.42 2:06 0.44
20 1:21 0.21 2:02 0.24 2:35 0.25
30 1:42 0.15 2:29 0.16 3:10 0.17
40 2:14 0.11 2:59 0.13 3:55 0.14
50 2:42 0.09 3:46 0.10 4:32 0.11

Tabla 1.1: Tiempos de cómputo (t) y máximo porcentaje de outiers tolerado (ǫ)
para diferentes valores de N y p

computadora no muy rápida. Estos tiempos pueden mejorarse si se usa una PC
más poderosa y un código escrito parcialmente en C. Sin embargo, el valor de N
aumenta exponencialmente con p y ε y, por lo tanto, este algoritmo puede volverse
inaplicable cuando estos valores son grandes.

1.8. Estudio de Monte Carlo

Se realizó un estudio de Monte Carlo para comparar el comportamiento de los
estimadores propuestos con el de los otros estimadores robustos existentes para
regresión de Poisson y función de enlace g(λ) = log(λ).

Dado un estimador β̂, notamos ECM al error cuadrático medio definido por
E(||β̂ − β0||2), donde ||.|| denota la norma l2. Estimamos el ECM por

ÊCM =
1

N

N∑

i=1

||β̂i − β0||2,

donde β̂i es el valor del estimador en la replicación i-ésima y N es el número de
replicaciones que se tomó igual a 1000.

El vector de covariables es x = (1,x∗) con x∗ ∼ N5(0, I) e yi|xi ∼ P(eβ
T
0 xi).

Consideramos tres modelos diferentes, con los siguientes valores de β0:
β0,1 = (0, 1, 0, 0, 0, 0), β0,2 = (2, 1, 0, 0, 0, 0) y β0,3 = (2, 1.5, 0, 0, 0, 0). Para cada
uno de estos modelos simulamos el caso en que las muestras no contienen outliers
y los casos en que las muestras contienen un 10% de outliers idénticos de la forma
(x0, y0). Consideramos el caso de outliers de bajo leverage con x0,1 = (1, 3, 0, 0, 0, 0)
y de alto leverage con x0,2 = (1, 3, 4, 0, 0, 0). Los valores de y0 se toman en una

grilla de números enteros entre 0 y µ0 +K donde µ0 = eβ
T
0
x0 = E(y|x = x0). El

valor se K es distinto para los distintos modelos considerados y se elije de manera
tal que llegue a observarse que el comportamiento de los estimadores se estabiliza.
Cuando la contaminación se ubica en valores de y0 pequeños, se observa que el
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comportamiento de los estimadores es más variable; es por eso que la grilla es más
fina cerca de cero y más gruesa lejos de cero. Para los valores de y0 cercanos a µ0 el
ECM es pequeño para todos los estimadores considerados. Por razones de espacio
estos valores no fueron inclúıdos en las tablas. En la Tabla 1.2, correspondiente al
caso en que β0 = β0,1 y x0 = x0,1 y en el que µ0 =20.06, omitimos los valores
de y0 tales que 15 ≤ y0 ≤ 26. Para estos valores, el ECM resulta menor o igual
a 0.09 para los siete estimadores considerados. En la Tabla 1.3, correspondiente
al caso en que β0 = β0,2, x0 = x0,1 y µ0 =148.41, los valores de y0 omitidos
son 80 ≤ y0 ≤ 240. El ECM también resulta menor o igual a 0.09 para todos los
estimadores considerados y estos valores de y0. En la Tabla 1.4, correspondiente
al caso en que β0 = β0,3, x0 = x0,1 y µ0 =665.13, omitimos los valores de y0 con
400 ≤ y0 ≤ 1000. El ECM resulta, en estos casos, menor o igual a 0.13 para los si-
ete estimadores calculados. Por último, en la Tabla 1.5, correspondiente al caso en
que β0 = β0,1, x0 = x0,2 y µ0 =20.06, los valores de y0 omitidos son 10 ≤ y0 ≤ 40,
para los cuales los ECM de los siete estimadores resultan menores o iguales a 0.11.
Simulamos los siguientes estimadores: el estimador de máxima verosimilitud (ML),
los estimadores de quasi verosimilitud robustos propuestos por Cantoni y Roncheti
(2001) sin pesos (QL) y con pesos (WQL), los estimadores condicionalmente inses-
gados de influencia acotada (CUBIF) propuestos por Künsch, Stefanski y Carroll
(1989), los M-estimadores a un paso empezando en el estimador de proyección
(PM) propuestos por Bergesio y Yohai (2011) y los MT- y WMT-estimadores. Los
MT- y WMT-estimadores fueron calculados usando la ρ-función dada en (1.24).
En el caso de los WMT-estimadores la función de peso usada es

ω(t) =





1 si t2 ≤ χ2
0.965,5

χ2
0.975,5

−t2

χ2
0.975,5

−χ2
0.965,5

si χ2
0.965,5

< t2 ≤ χ2
0.975,5

0 si t2 > χ2
0.975,5

, (1.26)

donde χ2
α,p

es tal que P (x ≤ χ2
α,p) = α si x tiene una distribución chi cuadrado

con p grados de libertad.
Es conocido que si x ∼ Np(µ,Σ) entonces (x− µ)T Σ−1 (x− µ) ∼ χ2

p. Por

lo tanto, como xi ∼ Np(µ,Σ) para todo i y µ̂n y Σ̂n son estimadores de µ y
Σ respectivamente entonces el efecto de esta función de peso es eliminar aprox-
imadamente un 2,5% de las observaciones. Si hay outliers en el conjunto de las
variables predictoras, es decir, puntos de alto leverage, y los estimadores µ̂n y Σ̂n

son robustos, esta función de peso les dará peso cero a estos outliers ya que la dis-
tancia de Mahalanobis (xi − µ̂n)

T Σ̂n(xi − µ̂n) será muy grande para esos valores

de i. Los estimadores de posición µ̂n y de dispersión Σ̂n usados para calcular los
pesos son S-estimadores con punto de ruptura asintótico igual a 0.5 basados en
la ρ-función bicuadrada. Estos S-estimadores fueron calculados usando la función
SestCov, method=”bisquare”que se encuentra en el paquete rrcov de R.
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Las constantes de calibración de los estimadores fueron elegidas para obtener
una eficiencia entre 0.8 y 0.9. Esto no siempre fue posible para los PM-estimadores
ya que para algunos modelos la eficiencia permanećıa baja aún para valores altos
de la constante de calibración. Los valores de las constantes de calibración que
usamos son 0.9 para los QL-estimadores, 2.8 para los WQL-estimadores, 2 para
los PM-estimadores, 1.6 para los estimadores CUBIF, 2.3 para los MT-estimadores
y 2.9 para los WMT-estimadores.

La Tabla 1.2 muestra las eficiencias con respecto al estimador ML cuando no
hay outliers para los tres modelos. Las Tablas 1.3 a 1.6 y las Figuras 1.5 a 1.8

dan los valores de ÊCM en las muestras contaminadas para los tres modelos. En

las Figuras 1.5 a 1.7 no mostramos el ÊCM de WQL ni de WTM ya que tienen
comportamientos similares o peores a los de QL y MT respectivamente. En la

Figura 1.8, en cambio, mostramos el ÊCM de WQL ni de WTM y no de sus
análogos sin pesos ya que, en este caso, son las alternativas pesadas las que se
comportan mejor.

Para resumir los resultados de este estudio podemos decir que todos los es-
timadores considerados excepto el PM tienen una eficiencia similar para los tres
modelos considerados. El PM estimador tiene una eficiencia más baja, especial-
mente para β0 = β0,3. La Tabla 1.3 y la Figura 1.5 muestran que, cuando β0 = β0,1

y la contaminación se ubica en x0,1, el más robusto de los estimadores es el PM
seguido del MT. Sin embargo, cuando β0 = β0,2 y x0 = x0,1, de acuerdo a la Tabla
1.4 y a la Figura 1.6 los estimadores más robustos son el PM y el MT, que tienen
un comportamiento similar. En la Tabla 1.5 y la Figura 1.7 vemos que el PM, el
MT y el CUBIF son los estimadores más robustos cuando β0 = β0,3 y x0 = x0,1.
Por último, en la Tabla 1.6 y la Figura 1.8 vemos que, para β0 = β0,1 y x0 = x0,2

los estimadores más robustos son el WMT y el PM. Para los tres valores de β0

considerados el MT-estimador tiene un buen comportamiento con y sin outliers,
especialmente cuando los outliers son de bajo leverage. En el caso de outliers de
alto leverage, el WMT es más robusto que el MT-estimador. El PM-estimador para
β0 = β0,1 se comporta un poco mejor bajo contaminación con outliers pero su efi-
ciencia para conjuntos de datos no contaminados puede ser mucho menor. Cuando
los outliers se ubican x0 = x0,1, el QL y el MT-estimador se comportan mejor
que el WQL y el WMT-estimador respectivamente, es decir que el agregado de los
pesos empeora el comportamiento de los estimadores. Cuando la contaminación
se ubica en x0 = x0,2 y β0 = β0,1, en cambio, el WQL y el WMT-estimador se
comportan mejor que sus respectivas versiones sin pesos debido a que los outliers
son de alto leverage.
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QL WQL CUB PM MT WMT
β0,1 0.88 0.77 0.86 0.75 0.74 0.74
β0,2 0.88 0.78 0.88 0.77 0.86 0.80
β0,3 0.89 0.78 0.82 0.47 0.89 0.82

Tabla 1.2: Eficiencias sin outliers con respecto al estimador ML

y0 0 1 2 3 4 5 10 30 35 40 45
ML 0.58 0.47 0.39 0.32 0.27 0.23 0.10 0.08 0.12 0.17 0.22
QL 0.71 0.63 0.50 0.40 0.33 0.27 0.12 0.10 0.14 0.20 0.25
WQL 0.93 0.69 0.54 0.44 0.36 0.30 0.14 0.10 0.15 0.20 0.25
CUBIF 0.73 0.54 0.42 0.34 0.28 0.23 0.10 0.08 0.13 0.15 0.19
PM 0.31 0.31 0.28 0.27 0.23 0.20 0.11 0.09 0.12 0.15 0.17
MT 0.11 0.51 0.41 0.33 0.27 0.23 0.11 0.10 0.14 0.19 0.25
WMT 0.13 0.57 0.44 0.35 0.29 0.24 0.12 0.11 0.15 0.20 0.25

Tabla 1.3: ECM bajo contaminación para β0 = β0,1 y x0 = (1, 3, 0, 0, 0, 0). Para

15 ≤ y0 ≤ 26, ECM≤ 0.09, µ0 = eβ
T
0 x0 = E(y|x = x0) =20.06

y0 0 10 20 30 40 50 60 70 280 320 360 400
ML 0.54 0.41 0.31 0.24 0.19 0.14 0.11 0.08 0.10 0.15 0.20 0.26
QL 0.36 0.36 0.33 0.26 0.20 0.15 0.11 0.08 0.10 0.14 0.18 0.23
WQL 1.01 0.60 0.41 0.30 0.22 0.17 0.13 0.09 0.11 0.15 0.20 0.26
CUBIF 0.24 0.37 0.34 0.25 0.18 0.14 0.10 0.08 0.06 0.07 0.07 0.07
PM 0.04 0.04 0.05 0.05 0.05 0.04 0.04 0.04 0.02 0.02 0.02 0.02
MT 0.01 0.01 0.01 0.02 0.05 0.08 0.10 0.08 0.09 0.12 0.14 0.13
WMT 0.01 0.01 0.01 0.03 0.06 0.10 0.10 0.09 0.09 0.13 0.15 0.14

Tabla 1.4: ECM bajo contaminación para β0 = β0,2 y x0 = (1, 3, 0, 0, 0, 0). Para

80 ≤ y0 ≤ 240, ECM≤ 0.09, µ0 = eβ
T
0 x0 = E(y|x = x0) =148.41

y0 0 50 100 150 200 1200 1400 1600 1800
ML 1.35 0.90 0.64 0.47 0.34 0.17 0.28 0.41 0.55
QL 1.01 0.80 0.51 0.36 0.26 0.13 0.21 0.28 0.36
WQL 2.13 0.91 0.59 0.42 0.31 0.15 0.23 0.32 0.41
CUBIF 0.07 0.07 0.07 0.07 0.07 0.06 0.07 0.07 0.07
PM 0.11 0.11 0.11 0.11 0.11 0.08 0.08 0.08 0.08
MT 0.01 0.01 0.01 0.01 0.04 0.11 0.15 0.16 0.14
WMT 0.01 0.01 0.01 0.02 0.06 0.11 0.15 0.17 0.17

Tabla 1.5: ECM bajo contaminación para β0 = β0,3 y x0 = (1, 3, 0, 0, 0, 0). Para

400 ≤ y0 ≤ 1000, ECM≤ 0.13, µ0 = eβ
T
0 x0 = E(y|x = x0) =665.13

31



y0 0 1 2 3 4 5 60 80 100
ML 0.39 0.29 0.22 0.19 0.15 0.13 0.12 0.17 0.22
QL 0.54 0.34 0.25 0.20 0.16 0.14 0.14 0.20 0.25
WQL 0.39 0.29 0.23 0.18 0.16 0.14 0.15 0.20 0.25
CUBIF 0.50 0.32 0.24 0.19 0.16 0.13 0.13 0.17 0.21
PM 0.28 0.21 0.17 0.14 0.12 0.11 0.11 0.11 0.11
MT 0.62 0.39 0.27 0.21 0.18 0.15 0.16 0.22 0.27
WMT 0.27 0.17 0.14 0.12 0.11 0.10 0.10 0.12 0.15

Tabla 1.6: ECM bajo contaminación para β0 = β0,1 y x0 = (1, 3, 4, 0, 0, 0). Para

10≤ y0 ≤40, MSE≤ 0.11, µ0 = eβ
T
0 x0 = E(y|x = x0) =20.06
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Figura 1.5: ECM bajo contaminación para β0 = β0,1, x0 = x0,1 µ0 =20.06
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Figura 1.6: ECM bajo contaminación para β0 = β0,2,x0 = x0,1, µ0 =148.41
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Figura 1.7: ECM bajo contaminación para β0 = β0,3,x0 = x0,1, µ0 =665.134.
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Figura 1.8: ECM bajo contaminación para β0 = β0,1, x0 = x0,2,µ0 =20.06
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1.9. Una aplicación a un conjunto de datos reales:

datos de epilepsia

Breslow (1996) usó un modelo lineal generalizado con respuesta Poisson y log
link para estudiar el efecto de drogas en pacientes epilépticos. Consideró datos de
un ensayo cĺınico de 59 pacientes con epilepsia, 31 de los cuales fueron elegidos al
azar para recibir la droga antiepiléptica Prograbide. Los restantes 28 recibieron un
placebo. La variable de respuesta es SumY: el número de ataques durante cuatro
semanas en un intervalo de tiempo dado. Las variables explicativas son Age 10:
la edad del paciente dividida por diez, Base4: el número de ataques en las cuatro
semanas previas al estudio, Trt: una variable dummy que toma los valores 1 o 0 si
el paciente recibió la droga o un placebo respectivamente y Base4*Trt: para tomar
en cuenta la interacción entre ambas variables.

Ajustamos un modelo lineal generalizado con respuesta Poisson y log link us-
ando los mismos estimadores que se consideraron en el estudio de simulación. Para
cada ajuste calculamos los residuos deviance, es decir

ri =

(
2yi log

(
yi

eβ̂
T
xi

)
− yi + eβ̂

T
xi

)1/2

signo
(
yi − eβ̂

T
xi

)
.

La Figura 1.9 muestra boxplots de los valores absolutos de los residuos deviance
para los estimadores considerados. Los correspondientes a los estimadores WMT y
WQL no fueron inclúıdos, ya que dan un ajuste un poco peor que sus análogos sin
pesos. En el gráfico de la izquierda consideramos todos los residuos mientras que,
para que las cajas y los bigotes se vean más claramente, en el gráfico de la derecha,
eliminamos los outliers detectados por los boxplots en cada ajuste. Es claro que el
MT-estimador da el mejor ajuste para la mayoŕıa de los datos.
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Figura 1.9: Boxplots de los valores absolutos de los residuos deviance para (a)
todas las observaciones y (b) las observaciones sin los outliers.
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Caṕıtulo 2

Estimadores robustos para un
parámetro unidimensional

2.1. Introducción

En este caṕıtulo, introducimos una familia de estimadores robustos para fa-
milias de distribuciones de una variable aleatoria unidimensional dependientes de
un solo parámetro basados en la transformación integral de probabilidad (MI-
estimadores). En la Sección 2.2, damos la definición de los MI-estimadores. En
la Sección 2.3, estudiamos su consistencia y en la Sección 2.4, su distribución
asintótica. En la Sección 2.5, estudiamos dos medidas de robustez para los MI-
estimadores, la función de influencia y el punto de ruptura asintótico. En la Sec-
ción 2.6, estudiamos el caso particular de la distribución de Poisson; calculamos la
varianza asintótica, la función de influencia y el punto de ruptura asintótico de los
MI-estimadores para este caso particular y comparamos la función de influencia
de los MI-estimadores con la de los estimadores óptimos de Hampel. Por último,
realizamos un estudio de Monte Carlo que compara el desempeño de estos esti-
madores con el de los estimadores óptimos de Hampel (1974) y el de los estimadores
de cuasi-verosimilitud robustos propuestos por Cantoni y Ronchetti (2001). Las
demostraciones de los resultados enunciados en este caṕıtulo se encuentran en el
Apéndice B y se citarán como B.1.1, B.1.2, etc.

2.2. Definición de M-estimadores basados en la

transformación integral de probabilidad

En esta sección, definimos una familia de M-estimadores para un parámetro
unidimensional basados en una transformación de los datos.
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Consideramos una familia de distribuciones Fθ(x), θ ∈ Θ, sobre R discreta
o continua con probabilidad puntual o densidad pθ(x). Los estimadores que se
estudiarán son M-estimadores de la forma siguiente. Dada una muestra x1, ..., xn,
un M-estimador θ̂n está dado por la ecuación

n∑

i=1

ψ(xi, θ̂n) = 0, (2.1)

donde ψ : R2 → R. Sea F un conjunto de funciones de distribución sobre R y sea
Fn la función de distribución emṕırica de la muestra. Luego también se tiene que

θ̂n = Tψ(Fn),

donde Tψ : F → R es el funcional definido por

EF (ψ, Tψ(F )) = 0.

Asumimos que el funcional Tψ está uńıvocamente definido, es decir, que existe
una única ráız de la función θ 7→ EF (ψ(x, θ)). El funcional Tψ se dice que tiene la
propiedad de consistencia de Fisher si satisface

Tψ(Fθ) = θ,

para todo θ ∈ Θ o, lo que es equivalente en el caso de M-funcionales,

Eθ(ψ(x, θ)) = 0 y Eθ(ψ(x, θ1)) 6= 0 para todo θ1 6= θ. (2.2)

donde, por Eθ(ψ(x, θ)), denotamos la esperanza de ψ(x, θ) cuando x tiene distribu-
ción Fθ.

Los estimadores que se propondrán en este caṕıtulo son M-estimadores basados
en la transformación integral de probabilidad. Si x es una variable aleatoria contin-
ua con distribución F entonces u = F (x) es una variable aleatoria con distribución
uniforme en el intervalo [0, 1]. Esta transformación se conoce como transformación
integral de probabilidad. Si, en cambio, x es una variable aleatoria discreta que
toma valores en los enteros no negativos, la aplicación que la transforma en una
variable aleatoria uniforme en [0, 1] se obtiene por u = F (x)−vp(x) donde v es una
variable uniforme en [0, 1], independiente de x, y p es la función de probabilidad
puntual de x. La demostración de este hecho se puede encontrar, por ejemplo, en
el Lema 1 de la Sección 5.3 de Ferguson (1967). De aqúı resulta que, si x es una
variable aleatoria continua, entonces

Eθ

(
Fθ(x)−

1

2

)
= 0, (2.3)
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y, si x es una variable aleatoria discreta,

Eθ

(
Fθ(x)−

1

2
pθ(x)−

1

2

)
= 0. (2.4)

Estas ecuaciones motivan la idea de estudiar los siguientes M-estimadores. Da-
da x1, . . . , xn una muestra aleatoria definimos el M-estimador basado en la trans-
formación integral de probabilidad (MI-estimador) para distribuciones discretas

como el valor θ̂n, solución de la ecuación de estimación

n∑

i=1

Fθ̂n(xi)−
1

2
pθ̂n(xi)−

1

2
= 0. (2.5)

Si, en cambio, x1, . . . , xn es una muestra aleatoria proveniente de una distribu-
ción continua Fθ, θ ∈ Θ, se define el MI-estimador para distribuciones continuas
como la solución, θ̂n, de

n∑

i=1

Fθ̂n(xi)−
1

2
= 0. (2.6)

Por (2.4) y (2.3) estos estimadores resulta que tienen la propiedad de consisten-
cia de Fisher. Además, como son M-estimadores con función de score acotada,
resultarán robustos.

En lo que sigue notaremos ψI(x, θ) a la función de score de los MI-estimadores.
Es decir que

ψI(x, θ) = Fθ(x)−
1

2
pθ(x)−

1

2
si Fθ es una distribución discreta y

ψI(x, θ) = Fθ(x)−
1

2

si Fθ es continua.

2.3. Consistencia

Sea x1, ...xn una sucesión de variables aleatorias con función de distribución Fθ0
y sea un M-estimador dado por (2.1). Supongamos que se verifican las siguientes
condiciones.

A1 Eθ(ψ(x, θ)) = 0 para todo θ ∈ Θ.

A2 ψ(x, θ) es continua y monótona en θ. Además existe un intervalo [a, b] tal que
Pθ[a, b] > 0 y tal que para, x ∈ [a, b], la función ψ(x, θ) es estrictamente
monótona en θ.
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La condición A2 asegura que la solución de la ecuación (2.1) es única y, por lo
tanto, que el funcional Tψ está uńıvocamente definido.
El siguiente teorema muestra que los M-estimadores que cumplen A1 y A2 son
fuertemente consistentes.

Teorema 2.3.1 Sea x1,...,xn una sucesión de variables aleatorias i.i.d. con fun-
ción de distribución Fθ0(x) y sea θ̂n definido por

n∑

i=1

ψ(yi, θ̂n) = 0. (2.7)

Entonces, si se cumplen A1 y A2 , θ̂n es fuertemente consistente.

Para demostrar este teorema, es necesario observar que, por A2, la función
θ 7→ Eθ0(ψ(x, θ)) es estrictamente creciente y, por lo tanto, existe un único θ ∈ Θ
que es solución de la ecuación Eθ0(ψ(x, θ)) = 0. El teorema se deduce entonces de
los resultados en la Sección 3.2 de Huber (1981).
El siguiente teorema muestra que, bajo condiciones muy generales, ψI cumple
las condiciones A1 y A2 y, por lo tanto, los MI-estimadores son fuertemente
consistentes. Su demostración se encuentra en el apéndice B.

Teorema 2.3.2 (a) ψI satisface siempre la condición A1 (b) Una condición su-
ficiente para que se satisfaga A2 es que, si θ1 < θ2, entonces Fθ1(x) ≥ Fθ2(x) para
todo x y, para algún x, se cumple que Fθ1(x) > Fθ2(x).

Nota. La familias exponenciales a un parámetro dadas en (1.1) con l(λ) es-
trictamente creciente cumplen la condición (b). La demostración es la misma que
la del Lema 3 de Bianco, Garćıa Ben y Yohai (2005) cambiando el parámetro λ
por α = −l(λ).

2.4. Normalidad asintótica

Sea x1, ..., xn una sucesión de variables aleatorias i.i.d. con función de dis-
tribución Fθ0(x) y función de densidad o función de probabilidad puntual pθ0(x).
Consideremos primero la normalidad asintótica de M-estimadores generales. Nece-
sitamos asumir que, además de A1 y A2, se cumplen las siguientes condiciones.

A3 Eθ0
(
(ψ (x, θ))2

)
<∞
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A4 ψ(x, θ) es dos veces derivable respecto de θ y se cumple que
(a) Existe una función K(x) con Eθ0 (K(x)) <∞ tal que, para todo x ∈ R,

∣∣∣∣
∂

∂θ
ψ(x, θ)

∣∣∣∣ ≤ K(x).

(b)Existe δ > 0 tal que

Eθ0

(
sup

|θ−θ0|<δ

∣∣∣∣
∂2

∂θ2
ψ(x, θ)

∣∣∣∣

)
<∞.

El siguiente teorema da la distribución asintótica de los M-estimadores. Su
demostración se encuentra, por ejemplo, en la Sección 10.3 de Maronna, Martin y
Yohai (2006).

Teorema 2.4.1 Sea xi, i ∈ N una sucesión de variables aleatorias i.i.d. Sea θ̂n
definido por (2.7) con ψ tal que se cumplen las condiciones A1-A4. Entonces

√
n(θ̂n − θ0)

D→ N (0, v(θ0)) ,

donde

v(θ) =
Eθ ((ψ(x, θ))

2)
(
Eθ
(
∂
∂θ
ψ(x, θ)

))2 .

Observemos que la expresión que define a v(θ) tiene sentido ya que, por A2 se
tiene

Eθ

(
∂

∂θ
ψ(x, θ)

)
6= 0.

2.5. Medidas de robustez

2.5.1. Función de influencia

Una de las medidas de robustez más usadas es la curva de influencia. Propuesta
por Hampel (1974), da una medida de cuánto vaŕıa un estimador al reemplazar una
pequeña proporción ε de elementos de la muestra por outliers idénticos. Se define
de la siguiente manera. Sea (x1, . . . , xn) una muestra aleatoria de una distribución

Fθ, sea Fn la distribución emṕırica de la muestra y consideremos un estimador θ̂n
de θ. Supongamos que el estimador puede representarse como un funcional de la
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distribución emṕırica, es decir que θ̂n = T (Fn). Entonces la función de influencia

del funcional T , o del estimador θ̂n, es

IF (x0, θ, T ) = ĺım
ε→0

T ((1− ε)Fθ + εδx0)− T (Fθ)

ε
.

Hampel también definió la sensibilidad a errores groseros (GES) como el supre-
mo en x0 de la función de influencia, es decir, viene dada por

γ∗(T, θ) = sup
x

|IC(x, θ, T )| .

En el caso de M-estimadores dados por (2.1) con ψ derivable, bajo condiciones
generales, se tiene que

IF (x0, θ, Tψ) =
ψ(x0, θ)

Eθ(
∂
∂θ
ψ(x, θ))

(2.8)

(ver Maronna, Martin y Yohai, 2006, Sección 3.1). Además, si ψ es acotada se
tiene

γ∗(Tψ, θ) =
máxx0 |ψ(x0, θ)|
Eθ(

∂
∂θ
ψ(x, θ))

.

Estimadores óptimos de Hampel

Hampel definió M- estimadores óptimos de manera que existiese un balance en-
tre robustez y eficiencia. Esto se obtiene buscando la función ψ tal que el funcional
Tψ tenga la propiedad de consistencia de Fisher, es decir,

Eθ(ψ(x, θ)) = 0 (2.9)

y minimice la varianza asintótica vψ(θ) sujeto a que

γ∗ (Tψ, θ) ≤ G(θ), (2.10)

donde G(θ) es una función determinada.
Hampel (1974) demuestra que la función ψ que es solución de este problema

viene dada por
ψ∗(x, θ) = ψHk(θ) (ψ0(y, θ)− r(θ)) ,

donde ψHk es la función de score de Huber dada por (1.5), ψ0 es la derivada de la
log verosimilitud, es decir,

ψ0(x, θ) =
∂

∂θ
log(pθ(x))

y k y r son funciones que resultan de las condiciones (2.9) y (2.10).
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2.5.2. Punto de ruptura asintótico.

En el caso en que el espacio de parámetros es un intervalo de la forma (θ1, θ2),
donde θ1 puede ser −∞ y θ2 puede ser +∞, el punto de ruptura se define de manera
similar a la Definición 1.6.1. La diferencia es que ahora, para que el estimador de
alguna información sobre el parámetro θ, la proporción de outliers no debe ser
capaz de hacer que el estimador tienda a ninguno de los bordes del intervalo.

Definition 2.5.1 Sea D el conjunto de todas las distribuciones en R que tienen el
mismo rango que Fθ y sea T un funcional asociado a un estimador de un parámetro
unidimensional θ ∈ (θ1, θ2). El punto de ruptura asintótico del funcional T se define
como

ε∗(T, θ) = sup
ε

{
ε ∈ (0, 1) : θ1 < ı́nf

H∈D
{T ((1− ε)Fθ + εH)} ≤ sup

H∈D

{T ((1− ε)Fθ + εH)} < θ2

}
.

Llamamos punto de ruptura asintótico a θ1 de T a

sup
ε

{
ε ∈ (0, 1) : ı́nf

H∈D
{T ((1− ε)Fθ + εH)} > θ1

}

y punto de ruptura asintótico a θ2 de T a

sup
ε

{
ε ∈ (0, 1) : sup

H∈D
{T ((1− ε)Fθ + εH)} < θ2

}
.

El siguiente teorema da el punto de ruptura asintótico de un M-estimador
definido por medio de una ψ continua, estrictamente monótona y acotada. Su
demostración se encuentra en el Apéndice B.

Teorema 2.5.1 Consideremos una familia de distribuciones sobre R y T el fun-
cional definido por

Eθ (ψ(x, T (Fθ))) = 0. (2.11)

Supongamos que se cumplen A1 y A2. Supongamos que k1 = supx,θ ψ(x, θ) y
−k2 = ı́nfx,θ ψ(x, θ) son finitos. Sean

ĺım
θ→θ1

ψ(x, θ) = K1(x), − ĺım
θ→θ2

ψ(x, θ) = K2(x).

Entonces el punto de ruptura asintótico del estimador definido por el funcional T
es mayor o igual a

mı́n

{
EθK1(x)

EθK1(x) + k2
,

EθK2(x)

EθK2(x) + k1

}
.
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En el caso de los MI-estimadores se tiene que

1

2
pθ(x)−

1

2
≤ ψI(x, θ) ≤ Fθ(x)−

1

2
,

y, por lo tanto,

−1

2
≤ ψI(x, θ) ≤

1

2
.

Se tiene entonces que K1(x), K2(x), k1 y k2 son menores o iguales que 1/2.
También podemos asegurar que son mayores que cero ya que si no ψ(x, θ) no
cambiaŕıa de signo y no podŕıa cumplirse la propiedad de Fisher-consistencia. Es
fácil ver que en el caso de la distribución exponencial y en el caso de la distribución
normal con varianza conocida se cumple que

ĺım
θ→∞

Fθ(x) = 1 y ĺım
θ→0

Fθ(x) = 0,

y, por lo tanto,

K1(x) = K2(x) = k1 = k2 =
1

2
.

Esto implica que para estas distribuciones se alcanza el máximo punto de ruptura
de ε = 1/2. En el caso de la distribución de Poisson, en cambio, Eθ (K1(x)) depende
de θ y, por lo tanto, la cota dada por el Teorema 2.5.1 depende de θ. El caso
particular de esta distribución será estudiado en detalle en la próxima sección.

2.6. Aplicación a la distribución de Poisson

2.6.1. Varianza asintótica

En el caso de la distribución de Poisson, por la ecuación (A.40) del Apéndice
A, se tiene que

∂

∂θ
Fθ(x) =

{
Fθ(x− 1)− Fθ(x) si x > 0
−Fθ(0) si x = 0

.

De esto se deduce que

∂

∂θ
ψI(x, θ) =

{
ψI(θ, x− 1)− ψI(x, θ) si x > 0

−ψI(θ, 0)−
1

2
si x = 0

.

Observemos que esta función es acotada. Un calculo directo muestra que la deriva-
da segunda de ψI(x, θ) respecto de θ también es acotada. Por lo tanto se cumple
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la condición A3.
Se tiene

Eθ
(
∂
∂θ
ψI(x, θ)

)
= Eθ

(
(ψI(x− 1, θ)− ψI(x, θ)) I (x > 0) +

(
−ψI(θ, 0)−

1

2

)
I (x = 0)

)

= Eθ (ψI(x− 1, θ)I (x > 0))− Eθ (ψI(x, θ))−
1

2
pθ(0)

= Eθ (ψI(x− 1, θ)I (x > 0))− 1

2
pθ(0).

.

Veamos que esta esperanza también puede escribirse de la forma

Eθ
(
∂
∂θ
ψI(x, θ)

)
= −1

2
Eθ (pθ(x))− 1

2
Eθ (pθ(x− 1)I(x > 0)) . (2.12)

Se tiene

Eθ
(
∂
∂θ
ψI(x, θ)

)
= Eθ (ψI(x− 1, θ)I (x > 0))− 1

2
pθ(0)

= Eθ (Fθ(x− 1)I (x > 0))− 1
2
Eθ (pθ(x− 1)I (x > 0))

−1
2
Eθ (I (x > 0))− 1

2
pθ(0)

= Eθ (Fθ(x)− pθ(x))− 1
2
Eθ (pθ(x− 1)I (x > 0))− 1

2

= Eθ
(
1
2
pθ(x) +

1
2
− pθ(x)

)
− 1

2
Eθ (pθ(x− 1)I (x > 0))− 1

2

= −1
2
Eθ (pθ(x))− 1

2
Eθ (pθ(x− 1)I (x > 0)) ,

como queŕıamos demostrar.
Esto, junto con el Teorema 2.4.1, implica que la varianza asintótica de los

MI-estimadores para el caso de la distribución de Poisson es

v(θ) =
4E
((
Fθ(x)− 1

2
pθ(x)− 1

2

)2)

(Eθ (pθ(x) + pθ(x− 1)I(x > 0)))2
.

La eficiencia asintótica del MI-estimador es, por definición

effMI (θ) =
v0 (θ)

v (θ)
=
θ (Eθ (pθ(x) + pθ(x− 1)I(x > 0)))2

4Eθ

((
Fθ(x)− 1

2
pθ(x)− 1

2

)2) ,

donde v0 (θ) es la varianza asintótica del estimador de máxima verosimilitud, que
en este caso es igual a θ. Calculamos effMI (θ) para varios valores de θ. Los
resultados se muestran en el la figura 2.1.
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Figura 2.1: Eficiencia asintótica del MI-estimador para muestras provenientes de
una distribición P (θ) como función de θ

Se puede observar que la eficiencia asintótica del MI-estimador en el caso Pois-
son es muy alta para todos los valores de θ. Calculando v (θ) para una grilla de
valores de θ pudimos comprobar que esta eficiencia es mayor que 0,90 para todo
θ. Veamos además que tiende a 1 cuando θ → 0, como puede sospecharse a partir
de la figura.

Por un lado, se tiene que

ĺım
θ→0

(Eθ (pθ(x) + pθ(x− 1)I(x > 0)))2 = ĺım
θ→0

pθ(0)
2 + Eθ ((pθ(x) + pθ(x− 1)) I(x > 0))2

= 1. (2.13)

Además,

Eθ

((
Fθ(x)− 1

2
pθ(x)− 1

2

)2)

θ
=

(
1
2
pθ(0)− 1

2

)2
e−θ

θ

+

(
pθ(0) +

1

2
pθ(1)−

1

2

)2

e−θ

+
∞∑

k=2

(
Fθ(k)−

1

2
pθ(k)−

1

2

)2
e−θθk−1

k!
. (2.14)

El tercer término del segundo miembro tiende a cero cuando θ tiende a cero mien-
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tras que

ĺım
θ→0

(
1

2
pθ(0)−

1

2

)2
e−θ

θ
+

(
pθ(0) +

1

2
pθ(1)−

1

2

)2

e−θ = ĺım
θ→0

(
e−θ − 1

)2
e−θ

4θ

+

(
2e−θ + e−θθ − 1

)2

4

=
1

4
. (2.15)

De (2.13), (2.14) y (2.15) se obtiene

ĺım
θ→0

effMI (θ) = 1.

2.6.2. Función de influencia

Usando (2.8) y (2.12), se obtiene que la función de influencia tiene la forma

IFθ̂H (x0, θ0) =

ψk(θ0)

(
x0
θ0

− 1− r(θ0)

)

Eθ0

(
ψk(θ0)

(
x+ 1

θ0
− 1− r(θ0)

))

para los estimadores de Hampel y

IFθ̂MI
(x0, θ0) = − Fθ0(x0)− 1

2
pθ0(x0)− 1

2
1
2
Eθ0 (pθ0(x) + pθ0(x− 1)I(x > 0))

para los MI-estimadores.
Ambas funciones de influencia son acotadas y se tiene

γ∗(θ̂H , θ0) =
k(θ0)

Eθ0

(
ψk(θ0)

(
x+ 1

θ0
− 1− r(θ0)

)) ,

mientras que

γ∗(θ̂MI , θ0) =
1

Eθ0 (pθ0(x) + pθ0(x− 1)I(x > 0))
.

Para comparar el MI-estimador con el estimador óptimo de Hampel calculamos,
para cada θ, la varianza asintótica del MI-estimador, luego elegimos k(θ) y r(θ)
para que el estimador de Hampel tenga esa misma varianza asintótica y se cumpla
la condición de Fisher-consistencia. Luego comparamos curvas de influencia de
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θ 0.1 0.5 1 2 3 4 5
MI 1.100 1.484 1.909 2.592 3.138 3.602 4.014
H 1.095 1.378 1.758 2.375 2.920 3.345 3.750

Tabla 2.1: Sensibilidad a errores groseros del MI-estimador y el estimador de Ham-
pel para diferentes valores de θ

ambos estimadores para distintos valores de θ (ver Figura 2.2). En realidad la
función de influencia puede en este caso considerarse con dominio en los números
enteros no negativos. Si un conjunto de datos se supone que proviene de una
distribución de Poisson, cualquier valor no entero o negativo seŕıa inmediatamente
detectado como erróneo y eliminado o corregido. Sin embargo, graficamos ambas
funciones como curvas continuas para poder visualizarlas mejor. Por la definición
del estimador de Hampel se obtendrá que el máximo de la función de influencia es
menor para dicho estimador que para el MI-estimador. Sin embargo, observamos
que ambas curvas de influencia son muy similares. A continuación calculamos la
GES para diferentes valores de θ. Los resultados se muestran en la Tabla 2.1 y la
Figura 2.3.

2.6.3. Punto de ruptura

En el caso de la distribución de Poisson, se tiene que θ1 = 0 y θ2 = +∞. Para
todo x ∈ N0, se tiene que ĺımθ→+∞ pθ(x) = 0 y, por lo tanto,

K2(x) = ĺım
θ→+∞

Fθ(x)−
1

2
pθ(x)−

1

2
= −1

2
.

Por otro lado,

ĺım
θ→0

pθ(x) =

{
0 si x > 0
1 si x = 0

,

de donde

K1(x) = − ĺım
θ→0

Fθ(x)−
1

2
pθ(x)−

1

2
=

{
1
2
si x > 0

0 si x = 0
.

Se tiene entonces que Eθ (K2(x)) = 1/2 y Eθ (K1(x)) = 1/2(1 − Pθ(x = 0)) =
1/2(1− e−θ). Por lo tanto, se deduce del Teorema 2.5.1 que el punto de ruptura es
mayor o igual que

εθ =
1− e−θ

2− e−θ
.

En realidad lo que se ve es que el punto de ruptura a ∞ es 1/2 mientras que
el punto de ruptura a 0 es mayor o igual a εθ. Observemos que εθ → 1

2
cuando
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Figura 2.2: Funciones de influencia del estimador de Hampel y del MI-estimador
para diferentes valores de θ
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Figura 2.3: Sensibilidad a errores groseros para diferentes valores de θ.
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θ → ∞ pero, lamentablemente, ε0 → 0 cuando θ → 0. Esto significa que, para
valores pequeños de θ, esta cota no es informativa. Sin embargo, veremos que, en
el caso de la distribución de Poisson esta cota inferior está lejos de ser óptima, ya
que el verdadero punto de ruptura a cero de los MI-estimadores es 1. Esto también
sucede con el estimador de máxima verosimilitud, aunque este último tiene punto
de ruptura igual a cero en +∞. En particular, se tiene que los MI-estimadores sólo
pueden dar cero si todas las observaciones son iguales a cero. El siguiente teorema
afirma que, en el caso de la distribución de Poisson, el punto de ruptura a cero del
MI estimador es uno. Su demostración se encuentra en el apéndice B.

Teorema 2.6.1 Sea T el funcional correspondiente al MI-estimador y
Fn = (1− ε)Fθ + εHn donde Hn es tal que PHn

(N0) = 1. Si T (Fn) → 0 entonces
ε = 1.

2.6.4. Estudio de Monte Carlo

Realizamos un estudio de Monte Carlo para comparar los estimadores prop-
uestos con otros estimadores existentes. Consideramos muestras provenientes de la
distribución de Poisson con media θ para cinco valores diferentes de θ: 0.1,0.5,1,2,3.
Para cada valor de θ considerado, calculamos la varianza asintótica del MI-estimador.
Luego calculamos θ̂0, el MT-estimador introducido en el Caṕıtulo 1. El valor de
este estimador se toma como estimador inicial para calcular el k y r, de manera
que se eligen k y r tales que el estimador de Hampel tenga la misma varianza
asintótica que el MI-estimador cuando el verdadero valor del parámetro es θ̂0 y
tales que que el estimador de Hampel sea Fisher consistente. Consideramos mues-
tras de tamaño 100 sin contaminar y muestras contaminadas con un 5%, un 10%
y un 20% de outliers idénticos. Los valores considerados para estos outliers son
números enteros x0 entre 0 y 10. Calculamos los siguientes estimadores: el esti-
mador de máxima verosimilitud (MV), el QL-estimador propuesto en Cantoni y
Ronchetti (2001), el MT-estimador (MT), el estimador óptimo de Hampel (H) y

el MI-estimador aqúı propuesto (MI). Dado un estimador θ̂n de θ notamos ECM

al error cuadrático medio definido por E
(
(θ̂n − θ)2

)
. Lo estimamos como

ÊCM =
1

n

n∑

i=1

(θ̂n − θ)2.

En la Tabla 2.2 se muestran las eficiencias de los estimadores considerados con
respecto al estimador de máxima verosimilitud. Como era de esperar por la forma
en que elegimos k(θ), estas eficiencias son casi idénticas. Las Tablas 2.3 a 2.7 dan

el ÊCM en muestras contaminadas con un 5% de outliers, las Tablas 2.8 a 2.12
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0.1 0.5 1 2 3
MI 0.96 0.90 0.93 0.94 0.95
MT 0.90 0.73 0.81 0.86 0.83
H 0.96 0.91 0.93 0.94 0.95
QL 0.94 0.91 0.93 0.94 0.95

Tabla 2.2: Eficiencias con respecto al estimador de máxima verosimilitud

dan el ÊCM en muestras contaminadas con un 10% de outliers y las Tablas 2.13 a

2.17 dan el ÊCM en muestras contaminadas con un 20% de outliers. Las Figuras
2.4, 2.5 y 2.6 muestran el máximo error cuadrático medio como función de θ para
los estimadores MI, QL y H en muestras contaminadas con un 5%, un 10% y un
20% de outliers respectivamente. El ECM del estimador de máxima verosimilitud
no fue inclúıdo en estos gráficos por razones de escala.

De los resultados de este estudio podemos concluir que, para los modelos con-
siderados, los MI-estimadores tienen una eficiencia muy alta cuando todas las
observaciones siguen el modelo y son también muy robustos, resultando poco in-
fluenciados por un porcentaje de observaciones at́ıpicas de hasta 20%. En las tablas
se puede observar que, para los estimadores MI, H y QL, definidos a partir de una
función de score monótona, el ECM aumenta al aumentar el valor de x0 convergien-
do, cuando x0 → +∞, a un valor finito. En cambio, para el MT-estimador, definido
a partir de una función de score redescendiente, el ECM disminuye a partir de un
cierto valor de x0 y toma valores muy pequeños para valores grandes de x0. Por
lo tanto, si bien el máximo valor del ECM correspondiente al MT-estimador, no
es muy diferente del del resto de los estimadores robustos, tiene la ventaja de que
éste máximo ocurre en unos pocos valores de x0. De esta manera, resulta que los
outliers grandes tienen una influencia mucho menor en el MT-estimador que en el
resto de los estimadores.
Podemos decir que el QL-estimador es el que obtiene un mejor balance entre
robustez y eficiencia en los modelos considerados. Sin embargo, la ventaja del
MI-estimador es que no requiere calcular ninguna corrección para que sea Fisher
consistente y, por lo tanto, es más simple de computar.
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x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.10 0.29 0.98 2.22 3.87 6.06 8.75 11.9 15.6 19.8 24.5
MI 0.10 0.36 0.46 0.47 0.47 0.47 0.47 0.47 0.47 0.47 0.47
MT 0.11 0.40 0.27 0.16 0.13 0.12 0.12 0.12 0.12 0.12 0.12
H 0.10 0.38 0.38 0.38 0.38 0.38 0.38 0.38 0.38 0.38 0.38
QL 0.10 0.37 0.38 0.38 0.38 0.38 0.38 0.38 0.38 0.38 0.38

Tabla 2.3: Error cuadrático medio multiplicado por 102 bajo un 5% de contami-
nación para θ = 0.1.

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.058 0.057 0.10 0.20 0.35 0.55 0.80 1.09 1.44 1.84 2.29
MI 0.064 0.072 0.11 0.13 0.13 0.13 0.13 0.13 0.13 0.13 0.13
MT 0.077 0.099 0.11 0.11 0.093 0.085 0.080 0.080 0.078 0.078 0.078
H 0.063 0.071 0.12 0.12 0.12 0.12 0.13 0.13 0.13 0.13 0.13
QL 0.065 0.067 0.12 0.12 0.12 0.12 0.12 0.12 0.12 0.12 0.12

Tabla 2.4: Error cuadrático medio multiplicado por 10 bajo un 5% de contami-
nación para θ = 0.5

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.12 0.098 0.12 0.20 0.32 0.50 0.72 0.99 1.32 1.69 2.12
MI 0.14 0.10 0.15 0.20 0.22 0.23 0.23 0.23 0.23 0.23 0.23
MT 0.17 0.12 0.17 0.21 0.21 0.19 0.17 0.15 0.14 0.14 0.13
H 0.13 0.11 0.15 0.21 0.21 0.22 0.22 0.22 0.22 0.22 0.22
QL 0.14 0.10 0.15 0.22 0.22 0.22 0.22 0.22 0.22 0.22 0.22

Tabla 2.5: Error cuadrático medio multiplicado por 10 bajo un 5% de contami-
nación para θ = 1

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.31 0.23 0.20 0.22 0.29 0.41 0.58 0.80 1.07 1.40 1.76
MI 0.35 0.24 0.21 0.26 0.33 0.40 0.42 0.43 0.43 0.43 0.43
MT 0.35 0.27 0.22 0.29 0.39 0.46 0.46 0.43 0.37 0.33 0.30
H 0.35 0.24 0.21 0.25 0.36 0.40 0.40 0.40 0.40 0.40 0.40
QL 0.35 0.24 0.21 0.24 0.36 0.41 0.41 0.41 0.41 0.41 0.41

Tabla 2.6: Error cuadrático medio multiplicado por 10 bajo un 5% de contami-
nación para θ = 2
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x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.53 0.41 0.33 0.30 0.32 0.39 0.51 0.69 0.91 1.18 1.50
MI 0.57 0.46 0.34 0.31 0.36 0.46 0.54 0.60 0.62 0.64 0.64
MT 0.46 0.58 0.40 0.35 0.42 0.54 0.65 0.69 0.67 0.62 0.55
H 0.56 0.45 0.34 0.31 0.35 0.46 0.59 0.60 0.60 0.60 0.60
QL 0.55 0.45 0.34 0.31 0.35 0.46 0.60 0.61 0.61 0.61 0.61

Tabla 2.7: Error cuadrático medio multiplicado por 10 bajo un 5% de contami-
nación para θ = 3

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.010 0.089 0.37 0.85 1.52 2.40 3.48 4.76 6.24 7.91 9.79
MI 0.011 0.11 0.17 0.18 0.18 0.18 0.18 0.18 0.18 0.18 0.18
MT 0.011 0.13 0.082 0.030 0.015 0.013 0.013 0.013 0.013 0.013 0.013
H 0.011 0.12 0.12 0.12 0.12 0.12 0.12 0.12 0.12 0.12 0.12
QL 0.011 0.12 0.13 0.13 0.13 0.13 0.13 0.13 0.13 0.13 0.13

Tabla 2.8: Error cuadrático medio multiplicado por 10 bajo un 10% de contami-
nación para θ = 0.1

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.075 0.071 0.27 0.66 1.26 2.06 3.05 4.25 5.64 7.24 9.04
MI 0.084 0.11 0.27 0.35 0.37 0.38 0.38 0.38 0.38 0.38 0.38
MT 0.10 0.17 0.23 0.19 0.13 0.10 0.087 0.082 0.081 0.081 0.081
H 0.083 0.11 0.32 0.34 0.35 0.37 0.38 0.38 0.38 0.38 0.38
QL 0.087 0.098 0.32 0.33 0.33 0.33 0.33 0.33 0.33 0.33 0.33

Tabla 2.9: Error cuadrático medio multiplicado por 10 bajo un 10% de contami-
nación para θ = 0.5

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.20 0.093 0.19 0.49 0.99 1.68 2.58 3.68 4.98 6.48 8.17
MI 0.24 0.098 0.27 0.48 0.59 0.63 0.64 0.64 0.64 0.64 0.64
MT 0.31 0.12 0.30 0.45 0.46 0.37 0.26 0.20 0.16 0.15 0.14
H 0.22 0.10 0.28 0.54 0.55 0.56 0.58 0.59 0.60 0.61 0.61
QL 0.23 0.098 0.26 0.57 0.57 0.57 0.57 0.57 0.57 0.57 0.57

Tabla 2.10: Error cuadrático medio multiplicado por 10 bajo un 10% de contami-
nación para θ = 1
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x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.61 0.30 0.19 0.28 0.57 1.06 1.75 2.64 3.73 5.02 6.51
MI 0.75 0.33 0.19 0.38 0.69 0.93 1.06 1.12 1.14 1.15 1.15
MT 0.69 0.39 0.19 0.44 0.84 1.14 1.19 1.02 0.76 0.53 0.39
H 0.73 0.31 0.19 0.34 0.76 1.03 1.03 1.04 1.05 1.07 1.09
QL 0.74 0.31 0.19 0.34 0.77 1.04 1.04 1.04 1.04 1.04 1.04

Tabla 2.11: Error cuadrático medio mutiplicado por 10 bajo un 10% de contami-
nación para θ = 2

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.12 0.069 0.039 0.028 0.038 0.067 0.12 0.19 0.27 0.38 0.51
MI 0.13 0.087 0.041 0.028 0.049 0.087 0.12 0.15 0.16 0.16 0.17
MT 0.064 0.12 0.051 0.031 0.058 0.10 0.15 0.17 0.16 0.14 0.10
H 0.13 0.082 0.041 0.029 0.045 0.088 0.14 0.15 0.15 0.15 0.15
QL 0.12 0.084 0.041 0.029 0.044 0.087 0.15 0.15 0.15 0.15 0.15

Tabla 2.12: Error cuadrático medio bajo un 10% de contaminación para θ = 3

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.012 0.33 1.45 3.37 6.08 9.602 13.9 19.03 25.0 31.7 39.2
MI 0.012 0.45 0.87 0.10 1.02 1.02 1.02 1.02 1.02 1.02 1.02
MT 0.013 0.55 0.40 0.112 0.023 0.014 0.014 0.014 0.014 0.014 0.014
H 0.013 0.51 0.51 0.51 0.51 0.51 0.51 0.51 0.51 0.51 0.51
QL 0.013 0.47 0.98 0.98 0.98 0.98 0.98 0.98 0.98 0.98 0.98

Tabla 2.13: Error cuadrático medio multiplicado por 10 bajo un 20% de contami-
nación para θ = 0.1

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.014 0.014 0.093 0.25 0.49 0.81 1.21 1.69 2.25 2.89 3.61
MI 0.017 0.027 0.10 0.16 0.18 0.19 0.19 0.19 0.19 0.19 0.19
MT 0.020 0.046 0.083 0.073 0.038 0.017 0.011 0.009 0.009 0.009 0.009
H 0.017 0.025 0.13 0.18 0.23 0.32 0.39 0.40 0.40 0.40 0.40
QL 0.018 0.022 0.13 0.16 0.16 0.16 0.16 0.16 0.16 0.16 0.16

Tabla 2.14: Error cuadrático medio bajo un 20% de contaminación para θ = 0.5
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x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.048 0.008 0.048 0.17 0.37 0.65 1.01 1.45 1.97 2.57 3.25
MI 0.065 0.009 0.076 0.18 0.25 0.29 0.30 0.30 0.30 0.31 0.31
MT 0.089 0.014 0.084 0.18 0.23 0.19 0.100 0.043 0.023 0.017 0.016
H 0.060 0.009 0.075 0.22 0.23 0.24 0.28 0.33 0.36 0.37 0.37
QL 0.061 0.009 0.069 0.22 0.26 0.26 0.26 0.26 0.26 0.26 0.26

Tabla 2.15: Error cuadrático medio bajo un 20% de contaminación para θ = 1

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.18 0.057 0.016 0.055 0.17 0.37 0.65 1.01 1.45 1.97 2.57
MI 0.25 0.067 0.017 0.090 0.22 0.36 0.45 0.50 0.52 0.53 0.53
MT 0.27 0.086 0.016 0.11 0.28 0.46 0.57 0.53 0.38 0.20 0.092
H 0.23 0.063 0.016 0.079 0.25 0.43 0.44 0.44 0.45 0.48 0.52
QL 0.24 0.063 0.016 0.076 0.24 0.46 0.48 0.48 0.48 0.48 0.48

Tabla 2.16: Error cuadrático medio bajo un 20% de contaminación para θ = 2

x0 0 1 2 3 4 5 6 7 8 9 10
MV 0.39 0.19 0.065 0.024 0.064 0.18 0.38 0.66 1.02 1.46 1.98
MI 0.48 0.25 0.072 0.0242 0.10 0.26 0.43 0.57 0.67 0.73 0.75
MT 0.16 0.37 0.097 0.026 0.12 0.31 0.52 0.68 0.72 0.63 0.45
H 0.48 0.23 0.071 0.025 0.087 0.25 0.51 0.65 0.65 0.66 0.68
QL 0.46 0.24 0.073 0.024 0.085 0.25 0.51 0.68 0.69 0.69 0.69

Tabla 2.17: Error cuadrático medio bajo un 20% de contaminación para θ = 3
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Figura 2.4: Máximo ECM en muestras con un 5% de contaminación.
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Figura 2.5: Máximo ECM en muestras con un 10% de contaminación.
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Figura 2.6: Máximo ECM en muestras con un 20% de contaminación.
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Apéndice A

Demostraciones de los Teoremas
del caṕıtulo 1

En este apéndice consideramos una clase de M-estimadores que incluye como
caso particular a los WMT-estimadores. Sean (y1,x1), . . . , (yn,xn) vectores aleato-
rios i.i.d con yi ∈ R,xi ∈ Rp y sea Φ : R × Rp × Rp × Rq → R. Consideremos el
estimador β̂n definido por

β̂n = arg mı́n
β∈Rp

n∑

i=1

Φ(yi,xi,β, θ̂n), (A.1)

con θ̂n una sucesión de estimadores de θ0 donde θ0 es un parámetro de ruido con
valores en Rq.

A.1. Consistencia

En esta sección estudiamos la consistencia de los estimadores definidos por
(A.1) que nos permitirá deducir la consistencia de los WMT-estimadores.

Supondremos que se cumplen las siguientes condiciones

P0 Existe θ0 tal que la sucesión de estimadores θ̂n converge casi seguramente a
θ0.

P1 La función Φ es continua y acotada y existe una función ϑ(x, θ) : Rp×Rq → R

y una constante C tal que

|Φ(yi,xi,β, θ2)− Φ(yi,xi,β, θ1)| ≤ C |ϑ(x, θ2)− ϑ(x, θ1)|

para todo y,x,β, θ1 y θ2. Más aún, si θ0 es como en P0, θn → θ0 implica
supx |ϑ(x, θn)− ϑ(x, θ0)| → 0, es decir, ϑ(x, θ) es equicontinua en θ0.
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P2 Sea θ0 como en P0. Existe β0 tal que

Eβ0
(Φ(y,x,β0, θ0)) < Eβ0

(Φ(y,x,β, θ0)) (A.2)

para todo β 6= β0.

P3 Sea S = {t ∈Rp, ||t|| = 1}, θ0 como en P0 y β̂0 como en P2. Entonces existe
una función Φ∗(y,x,j), j = −1, 0, 1 tal que, para todo t ∈ S,

ĺım
γ→+∞

Φ(y,x,γt, θ0) = Φ∗(y,x,sign(tTx)),

y, si tTx 6= 0, entonces existe un entorno de t donde esta convergencia es
uniforme en t, y y x. Más aún,

τ = ı́nf
||t||=1

[
E β0

(Φ∗(y,x,sign(tTx))−E β0
(Φ(y,x,β0, θ0)

]
> 0. (A.3)

A.1.1. Un resultado general de consistencia

Dado t ∈ Rp y ε > 0, notaremos B(t,ε) a la bola de centro t y radio ε, es decir
B(t,ε) = {s ∈ Rp : ||s− t|| ≤ ε}.

Para demostrar la consistencia de los estimadores definidos en A.1 necesitamos
el siguiente lema.

Lema A.1.1 Supongamos que t y δ son tales que P (xT t = 0) < δ. Entonces
existen ε > 0 y un conjunto compacto Ct ⊂ Rp tales que (i) P (x ∈ Ct) > 1− δ y
(ii) para todo s ∈ B(t, ε) y x ∈ Ct se tiene que sign(xT t) = sign(xT s) y |xT s| > ε.

Demostración
Como ĺımn→∞ P

(
|xT t| ≥ 1/n

)
= P

(
|xT t| > 0

)
> 1− δ entonces existen ξ > 0

y n0 ∈ N tal que P
(
|xT t| ≥ 1/n

)
> 1 − δ + ξ para todo n ≥ n0. Sea ς = 1/n0 y

K ≥ 1 tal que P (||x|| ≤ K) > 1− ξ. Como

P
(
|xT t| ≥ ς y ||x|| ≤ K

)
≥ P

(
|xT t| ≥ ς

)
−P (||x|| > K) > 1− δ+ ξ− ξ = 1− δ,

entonces tomando Ct =
{
x ∈ Rp : |xT t| ≥ ς, ||x|| ≤ K

}
se obtiene (i). Para de-

mostrar (ii) tomemos ε = ς/(2K), x ∈ Ct y s ∈ B(t, ε). Luego,

|xT t− xT s| ≤ ||x|| ||t− s|| < K
ς

2K
=
ς

2
.

Si xT t > 0, como xT t ≥ ς resulta

xT s > xT t− ς

2
> 0. (A.4)
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Similarmente si xT t < 0, como xT t ≤ −ς resulta

xT s < xT t+
ς

2
< 0. (A.5)

Es decir, sign(xT t) = sign(xT s). Por otra parte,

|xT s| ≥ |xT t| − |xT s− xT t| > ς − ς

2
=
ς

2
> ε. (A.6)

Luego, de (A.4), (A.5) y (A.6) se obtiene (ii)�

Lema A.1.2 Sea (yi,xi), i ∈ N una sucesión de vectores aleatorios i.i.d y sea β̂n
el estimador definido por (A.1). Supongamos que se cumplen las condiciones P0,
P1 y P3 y que P (tTx = 0) < τ/M para todo t ∈ S, donde τ está definido en
(A.3) yM = supy,x,β,θ Φ(y,x, β, θ). Entonces, existe un conjunto compacto C ⊂ Rp

y n0 ∈ N tales que, si n ≥ n0, β̂n ∈ C casi seguramente.

Demostración
Alcanza con probar que existe K0 ∈ N tal que con probabilidad uno, existe

n0 ∈ N que satisface

n∑

i=1

Φn(yi,xi,β0, θ̂n) < ı́nf
‖β‖>K0

n∑

i=1

Φn(yi,xi,β, θ̂n) ∀n ≥ n0.

Esto es equivalente a

ĺım
n→∞

1

n

n∑

i=1

Φn(yi,xi,β0, θ̂n) < ĺımn→∞
1

n
ı́nf

‖β‖>K0

n∑

i=1

Φn(yi,xi,β, θ̂n) c.s.. (A.7)

Por P0 y P1
∣∣∣∣∣
1

n

n∑

i=1

Φ(yi,xi,β, θ̂n)−
1

n

n∑

i=1

Φ(yi,xi,β, θ0)

∣∣∣∣∣ ≤ C sup
x

∣∣∣ϑ(x,θ̂n)− ϑ(x,θ̂0)
∣∣∣→ 0 c.s..

(A.8)
para todo β ∈ Rp. Entonces basta probar que existe K0 tal que

ĺım
n→∞

1

n

n∑

i=1

Φ(yi,xi,β0, θ0) < ĺımn→∞
1

n
ı́nf

‖β‖>K0

n∑

i=1

Φ(yi,xi,β, θ0) c.s., (A.9)

y esto es equivalente a

ĺım
n→∞

1

n

n∑

i=1

Φ(yi,xi,β0, θ0) < ĺımn→∞ ı́nf
γ>K0

ı́nf
s∈S

1

n

n∑

i=1

Φ(yi,xi, γs, θ0) c.s. (A.10)

63



Empezamos probando que, para todo t ∈ S, existe ε tal que

Eβ0
(Φ(y,x,β0, θ0)) < Eβ0

(
ĺımγ→∞ ı́nf

s∈B(t,ε)
Φ(y,x, γs, θ0)

)
. (A.11)

Por el Lema A.1.1, dado t ∈ S existe un conjunto compacto Ct ⊂ Rp y ε > 0
tales que P (x ∈ Ct) > 1 − τ/M y, para todo s ∈ B(t, ε) y x ∈ Ct, |sTx| > ε y
sign(sTx) =sign(tTx). Dados x ∈ Rp, y ∈ R se tiene

ĺımγ→∞ ı́nf
s∈B(t,ε)

Φ(y,x, γs, θ0) ≤ ĺım
γ→∞

Φ(y,x, γt, θ0) = Φ∗(y,x, sign(tTx)).

Supongamos que se cumple la desigualdad estricta en algún y ∈ R, x ∈ Ct, es
decir

ĺımγ→∞ ı́nf
s∈B(t,ε)

Φ(y,x, γs, θ0) < Φ∗(y,x, sign(tTx)).

Entonces existen ζ > 0 y sucesiones de números positivos γn → ∞ y sn ∈ B(t, ε)
tales que

Φ(y,x, γnsn, θ0) < Φ∗(y,x, sign(tTx))− ζ. (A.12)

Podemos asumir que sn → s0, donde s0 ∈ B(t, ε) y sT0 x 6= 0. Más aún, como para
n suficientemente grande, el signo de sTnx es igual al signo de sT0 x y de tTx, por
P3 se tiene

ĺım
n→∞

Φ(y,x, γnsn, θ0) = Φ∗(y,x, sign(sT0 x)) = Φ∗(y,x, sign(tTx)),

lo que contradice (A.12). Entonces

ĺımγ→∞ ı́nf
s∈B(t,ε)

Φ(y,x, γs, θ0) = Φ∗(y,x, sign(tTx))

para todo y ∈ R≥0, x ∈ Ct.
Dado un conjunto A, notamos Ac a su complemento. Entonces, usando que

P (x ∈ Cc
t
) < τ/M , supy,x,j Φ

∗(y,x, j) ≤M y (A.3) se obtiene

E β0

(
ĺımγ→∞ ı́nf

s∈B(t,ε)
Φ(y,x, γs, θ0)

)
≥ E β0

(
ĺımγ→∞ ı́nf

s∈B(t,ε)
Φ(y,x, γs, θ0)ICt

(x)

)

= E β0

(
Φ∗(y,x,sign(tTx))ICt

(x)
)

≥ E β0

(
Φ∗(y,x,sign(tTx)))

)

− E β0

(
Φ∗(y,x, sign(tTx)))ICc

t
(x)
)

> E β0
(Φ(y,x,β0, θ0)) ,

lo que prueba (A.11).
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Finalmente mostraremos como obtener (A.10) de (A.11) usando la ley de los
grandes números y la compacidad de S. Por (A.11) y el Teorema de convergencia
mayorada, para todo t ∈ S existen ζt, εt y Kt tales que

E β0
( ı́nf
γ>Kt

ı́nf
s∈B(t,εt)

Φ(y,x, γs, θ0)) > E β0
Φ(y,x,β0, θ0) + ζt. (A.13)

Como S es compacto, existe un conjunto finito t1, t2, ..., tj de elementos de S tal
que S ⊂ ⋃j

h=1B(th, εth). Sea K0 = máx{Kt1 , ..., Ktj
}, y ζ0 = mı́n{ζt1 , ..., ζtj}.

Entonces

ı́nf
γ>K0

ı́nf
s∈S

1

n

n∑

i=1

Φ(yi,xi, s, θ0) ≥ ı́nf
1≤h≤j

ı́nf
γ>Kh

ı́nf
s∈B(th,εth )

1

n

n∑

i=1

Φ(yi,xi, γs, θ0),

y, por la ley de los grandes números, y (A.13) obtenemos

ĺımn→∞ ı́nf
γ>K0

ı́nf
s∈S

1

n

n∑

i=1

Φ(yi,xi, γs, θ0) ≥ ı́nf
1≤h≤j

ĺım
n→∞

1

n

n∑

i=1

ı́nf
γ>Kh

ı́nf
s∈B

(
th,εth

)Φ(yi,xi, γs, θ0)

= ı́nf
1≤h≤j

E


 ı́nf
γ>Kh

ı́nf
s∈B

(
th,εth

)Φ(yi,xi, γs, θ0)




≥ E β0
(Φ(y,x,β0, θ0)) + ζ0 c.s..

Como

ĺım
n→∞

1

n

n∑

i=1

Φ(yi,xi,β0, θ0) = E β0
(Φ(y,x,β0, θ0)),

(A.10) se deduce de (A.11).�

Teorema A.1.1 Sea (yi,xi), i ∈ N una sucesión de vectores aleatorios i.i.d con

yi ∈ R, xi ∈ Rp y sea β̂n el estimador definido por (A.1). Supongamos que se
cumplen las propiedades P0-P3 y que P (xT t = 0) < τ/M para todo t ∈ S,

con τ definido por (A.3) y M = supy,x, β Φ(y,x,β, θ0). Entonces, la sucesión β̂n
converge a β0 casi seguramente.

Demostración
Vamos a probar que, para todo U , entorno abierto de β0, existe n0 ∈ N tal que,

si n ≥ n0 entonces β̂n ∈ U . Sea C el compacto dado por el Lema A.1.2. Entonces,
de acuerdo a este lema, es suficiente probar que para todo U , entorno abierto de
β0 existe n0 ∈ N tal que si n ≥ n0 se tiene

ı́nf
β∈C−U

1

n

n∑

i=1

Φn(yi,xi,β, θ̂n) >
1

n

n∑

i=1

Φn(yi,xi,β0, θ̂n) c.s.,
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o equivalentemente

ĺımn→∞ ı́nf
β∈C−U

1

n

n∑

i=1

Φ(yi,xi,β, θ̂n) > ĺım
n→∞

1

n

n∑

i=1

Φ(yi,xi,β0, θ̂n) c.s.. (A.14)

Por (A.8), para probar esto basta mostrar que

ĺımn→∞ ı́nf
β∈C−U

1

n

n∑

i=1

Φ(yi,xi,β, θ0) > ĺım
n→∞

1

n

n∑

i=1

Φ(yi,xi,β0, θ0) c.s.. (A.15)

Usando el Teorema de convergencia mayorada y la compacidad de C−U se puede
encontrar tj ∈ Rp, εj > 0, ηj > 0, 1 ≤ j ≤ h tales que

∪hj=1B(tj, εj) ⊃ C − U

y

E (Φ(y,x,β0, θ0)) ≤ E

(
ı́nf

β∈B(tj ,εj)
Φ(y,x,β, θ0)

)
− ηj, 1 ≤ j ≤ h. (A.16)

También se tiene

ı́nf
β∈C−U

1

n

n∑

i=1

Φ(yi,xi,β, θ0) ≥ ı́nf
1≤j≤h

ı́nf
β∈S(tj ,εj)

1

n

n∑

i=1

Φ(yi,xi,β, θ0).

Entonces, si η0 = mı́n1≤j≤h ηj, por la ley de los grandes números y (A.16) podemos
escribir

ĺımn→∞ ı́nf
β∈C−U

1

n

n∑

i=1

Φ(yi,xi,β, θ0) ≥ ı́nf
1≤j≤h

ĺım
n→∞

1

n

n∑

i=1

ı́nf
β∈S(tj ,εj)

Φ(yi,xi,β, θ0)

≥ ı́nf
1≤j≤h

E

(
ı́nf

β∈S(tj ,εj)
Φ(yi,xi,β, θ0)

)

≥ E(Φ(y,x,β0, θ0)) + η0,

y, como se tiene

ĺım
n→∞

1

n

n∑

i=1

Φ(yi,xi,β0, θ0) = E (Φ(yi,xi,β0, θ0)) ,

se obtiene(A.15).�
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A.1.2. Consistencia de los WMT-estimadores

En esta sección se demuestra la consistencia de los WMT-estimadores. La de-
mostración consiste en verificar que se cumplen las hipótesis del Teorema A.1.1.
Necesitamos algunos lemas previos.

Lema A.1.3 Supongamos que se cumplen A1-A2 y B1-B6. Entonces existe κ0
> 0 tal que

Eλ (ρ(t(y)−m(λ)) < 1− κ0 (A.17)

para todo λ.

Demostración
Por la desigualdad de Chebyshev se tiene que, para todo δ > 0

Eλ(ρ(t(y)−m(λ)) ≤ Eλ(ρ(t(y)− Eλ(t(y)))

≤ ρ(δ)P (|t(y)− Eλ(t(y))| < δ) + P (|t(y)− Eλ(t(y))| ≥ δ)

= 1− (1− ρ(δ))P (|t(y)− Eλ(t(y))| < δ)

≤ 1− (1− ρ(δ))(1− A

δ2
).

Entonces, tomando δ = A1/2 + η y usando por B6 se obtiene

Eλ(ρ(t(y)−m(λ)) ≤ 1− κ0

con

κ0 = (1− ρ(A1/2 + η))

(
1− A

(A1/2 + η)
2

)
> 0,

con lo que el lema queda demostrado.�

Lema A.1.4 Supongamos que se cumplen B1- B6. Entonces A1-A5 implican
que m(λ) es continua.

Demostración
Sea λ(0) ∈ R>0 y λi una sucesión que converge a λ(0). Queremos probar que

m(λi) → m(λ(0)). Supongamos que no es aśı. Entonces, pasando a una subsucesión
si es necesario, podemos suponer que m(λi) converge a un valor m0, posiblemente
igual a ∓∞. Supongamos que m0 = ∓∞ y sea λ(1) < λ(0). Entonces, por el
Teorema de convergencia mayorada, se tiene Eλ(1)(ρ(t(y) − m(λi)) → 1. Luego,
usando A5 y A4 se obtiene que Eλi(ρ(t(y)−m(λi)) → 1 contradiciendo el hecho
de que, por el Lema A.1.3, Eλ(ρ(t(y)−m(λ)) < 1− κ0 para todo λ. Esto prueba
que m0 no puede ser +∞ ni −∞. Por la definición de m(λ) se tiene

Eλn(ρ(t(y)−m(λn)) ≤ Eλn(ρ(t(y)−m(λ(0)))
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para todo n ∈ N. Tomando ĺımites resulta

Eλ(0)(ρ(t(y)−m0)) ≤ Eλ(0)(ρ(t(y)−m(λ(0)))).

Entonces, por la unicidad de m(λ(0)), se obtiene que m(λ(0)) = m0. Esto prueba
la continuidad m(λ). �

Lema A.1.5 Sea µ0 ∈ Rp y Σ0 ∈ Rp×p una matriz definida positiva. Supongamos
que se cumple B8. Entonces µn → µ0 y Σn → Σ0 implican

sup
x

|w(x,µn,Σn)− w(x,µ0,Σ0)| → 0. (A.18)

Demostración
Supongamos que supx |w(x,µn,Σn)−w(x,µ0,Σ0)| no tiende a cero. Entonces

existe una sucesión xn y ε > 0 tal que para todo n

|w(xn,µn,Σn)− w(xn,µ0,Σ0)| > ε. (A.19)

Podemos asumir sin pérdida de generalidad que xn → x0 o ||xn|| → ∞. En el
primer caso

ĺım
n→∞

(xn−µn)
T Σ−1

n (xn−µn) = (x0− µ0)
T Σ−1

0 (x0− µ0) = ĺım
n→∞

(xn−µ0)
TΣ−1

0 (xn−µ0).

Por lo tanto, como por B8, ω es continua se obtiene

ĺım
n→∞

w(xn,µn,Σn) = ĺım
n→∞

w(xn,µ0,Σ0) = w(x0,µ0,Σ0),

lo que contradice (A.19). En el segundo caso se tiene que

ĺım
n→∞

(xn − µn)
T Σ−1

n (xn − µn) = ĺım
n→∞

(xn − µ0)
T Σ−1

0 (xn − µ0) = ∞,

y B8 implica que existe a tal que ĺımd→∞ ω(d) = a. Por lo tanto, resulta

ĺım
n→∞

w(xn,µn,Σn) = ĺım
n→∞

w(xn,µ0,Σ0) = a

contradiciendo (A.19) también en este caso.�
Demostración del Teorema 1.4.1
Sea

Φ0(y,x,β,µ,Σ) = w(x,µ,Σ)ρ(t(y)−m(g−1(βTx))). (A.20)

Por el Teorema A.1.1, alcanza con probar que se cumplen las condiciones P0-P3
con θ = (µ,Σ), θ̂n= (µ̂n,Σ̂n),Φ = Φ0 y ϑ(x, θ) = w(x,µ,Σ).
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P1 se deduce del Lema A.1.5. Sea

D(λ, u) = Eλ(ρ(t(y)− u)),

entonces, por A2, se tiene que para cada β 6= β0 resulta

D(g−1(βT0 x),m(g−1(βTx)))−D(g−1(βT0 x),m(g−1(βT0 x))) ≥ 0 (A.21)

y

D(g−1(βT0 x),m(g−1(βTx)))−D(g−1(βT0 x),m(g−1(βT0 x))) > 0 if βT0 x 6= βTx.
(A.22)

Además se tiene que

E β0
(Φ0(y,x,β,µ0,Σ0)|x) =D(g−1(βT

0
x),m(g−1(βTx))w(x,µ0,Σ0). (A.23)

Sea V = {x :(β − β0)
Tx 6= 0} ∩ {x :w(x,µ0,Σ0) > 0}, entonces, por B9 resulta

P (V ) > 0. De (A.21) y (A.23) se deduce que

E β0
(Φ0(y,x,β,µ0,Σ0))− E β0

(Φ0(y,x,β0,µ0,Σ0))

≥ E{[D(g−1(βT0 x),m(g−1(βTx)))−D(g−1(βT0 x),m(g−1 βT0 x)))]w(x,µ0,Σ0)I(V )}.

Como, para x ∈ V , se tiene

[D(g−1(βT0 x),m(g−1 βTx)))−D(g−1(βT0 x),m(g−1(βT0 x)))]w(x,µ0,Σ0) > 0,

resulta que Eβ0
(Φ0(y,x,β,µ0,Σ0))−Eβ0

(Φ0(y,x,β0,µ0,Σ0)) > 0 y, por lo tanto,
se verifica P2.

Para probar P3 basta mostrar que τ > 0, donde τ viene dada por (1.23). Por
B9

δ = ı́nf
t∈S

P ({tTx 6= 0} ∩ {w(x,µ0,Σ0) > 0}) > 0. (A.24)

Vamos a mostrar que existe ζ > 0 tal que

ı́nf
t∈S

P ({tTx 6= 0} ∩ {w(x,µ0,Σ0) > ζ}) ≥ δ/2. (A.25)

Supongamos que no es aśı. Entonces existen sucesiones tn ∈ S y ζn → 0 tales que

P ({tTnx 6= 0} ∩ {w(x,µ0,Σ0) > ζn}) < δ/2.

Sin pérdida de generalidad podemos asumir que tn → t0 ∈ S. Entonces se tiene
que

P ({tT0 x 6= 0} ∩ {w(x,µ0,Σ0) > 0}) ≤ δ/2,
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lo que contradice (A.24). También podemos encontrar K1 y K2 tales que

P ({βT0 x ∈ [K1, K2]}) > 1− δ/4. (A.26)

Por lo tanto, si escribimos

Vt = {tTx 6= 0} ∩ {w(x,µ0,Σ0) > ζ} ∩ {βT0 x ∈ [K1, K2]}, (A.27)

por (A.25) y (A.26) se obtiene

P (Vt) > δ/4. (A.28)

para todo t ∈ S. Por A2

D
(
g−1

(
βT0 x

)
,m
(
g−1

(
βT0 x

)))
< D

(
g−1

(
βT0 x

)
,mi

)
, i = −1, 1 (A.29)

y
D
(
g−1

(
βT0 x

)
,m
(
g−1

(
βT0 x

)))
≤ D

(
g−1

(
βT0 x

)
,m3

)
. (A.30)

Las ecuaciones (A.29) y (A.30) implican que, para todo x ∈ Rp y t ∈ S

Eβ0

((
Φ∗

0

(
y,x, sign

(
tTx

))
− Φ0

(
y,x,βT0 x,µ0,Σ0

))
|x
)
≥ 0. (A.31)

Definamos Ci(λ) = D(λ,mi) − D(λ,m(λ)), i = −1, 1. Entonces para todo λ ∈
[g−1(K1), g

−1(K2)] e i = −1, 1, tenemos que Ci(λ) > 0 y Ci es continua. Luego
resulta

ci = mı́n
λ∈[g−1(K1),g−1(K2)]

Ci(λ) > 0, i = −1, 1.

Sea c0 = mı́n(c−1, c1); entonces, por (A.31), (A.27) y (A.28) se tiene que

Eβ0

(
Φ∗

0

(
y,x, sign

(
tTx

))
− Φ0

(
y,x,βT0 ,µ0,Σ0

))

≥ E
(
Eβ0

((
Φ∗

0

(
y,x, sign(tTx

))
− Φ0

(
y,x,βT0 x,µ0,Σ0

))
|x)I (x ∈ Vt)

)

≥ E

(
mı́n

λ∈[g−1(K1),g−1(K2)]
mı́n

i∈{−1,1}
Ci (λ)w (x,µ0,Σ0) I (x ∈ Vt)

)

≥ c0E (w (x,µ0,Σ0) I (x ∈ Vt))

≥ c0ζ
δ

4
.

Esto implica que τ ≥ c0ζδ/4 y, por lo tanto, se cumple P3.
Finalmente P0 se deduce de B7.�
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A.2. Distribución Asintótica

En esta sección estudiamos la distribución asintótica de los estimadores definidos
en (A.1). Necesitamos asumir que se cumplen las siguientes condiciones.

F1 Existen funciones S : R× Rp × Rp → R y w : Rp × Rq tales que

Φ(y,x,β, θ) = S(y,x,β)w(x, θ).

y

Eβ0

(
∂

∂β

∣∣
β0
S(y,x,β)

∣∣x
)

= 0

F2 Para cada y ∈ R, x ∈ Rp fijos, S(y,x, .) ∈ C2(U), con U un entorno de β0.

F3
√
n
(
θ̂n − θ0

)
= Op(1), con θ0 como en P1

F4 Definamos

Ψj(y,x,β, θ) =
∂

∂βj
S(y,x,β)w(x, θ).

Sea JΨ(y,x,β, θ) la matriz Jacobiana de Ψ respecto de β. Luego, existe
ε > 0 tal que

Eβ0

(
sup

||β−β0||≤ε

∣∣∣Jj,kΨ (y,x,β, θ0)
∣∣∣
)
<∞

para todo 1 ≤ j, k ≤ q y Eβ0
(JΨ(y,x,β0, θ0)) es no singular.

F5 La función w es continua, acotada, no creciente y no negativa.

Necesitaremos los dos lemas siguientes cuyas demostraciones pueden encon-
trarse en Yohai (1985) y en el suplemento de Bergesio y Yohai (2011), disponible
online, respectivamente.

Lema A.2.1 Sean z1, ..., zn vectores aleatorios i.i.d. con distribución F y sea
φ : Rp × Rh −→ R una función continua que satisface que, para algún ε > 0,

sup
||θ−θ0||≤ε

|φ(z, θ)|

bajo F tiene esperanza finita. Supongamos además que ξ̂n → θ0 c.s.. Entonces

ĺım
n→∞

1

n

n∑

i=1

φ(zi, ξ̂n) = E(φ(z, θ0)) c.s..
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Lema A.2.2 Sea c(z,β) : Rp×Rk → Rk una función continuamente diferenciable
en β y sean z1, ..., zn vectores aleatorios i.i.d. de dimensión p. Consideremos una
sucesión de estimadores β̂n tal que n1/2(β̂n−β0) = Op(1). Supongamos que existe
ζ > 0 tal que

sup
||β−β0||≤ζ

|c(z,β)|

tiene esperanza finita y que

E

[
∂c(z,β)

∂β

∣∣∣∣
β=β0

]
= 0.

Entonces
1

n1/2

n∑

i=1

c(zi, β̂n)−
1

n1/2

n∑

i=1

c(zi,β0) = op(1).

Teorema A.2.1 Sea (yi,xi), i ∈ N una sucesión de vectores aleatorios i.i.d con

yi ∈ R, xi ∈ Rp y sea β̂n el estimador definido por (A.1). Supongamos que se
cumplen las propiedades P0-P3 y F1-F5 y que P (tTx = 0) < τ/M para todo
t ∈ S, con τ definido por (A.3) y M = supy,x,β Φ(y,x,β, θ0). Entonces

√
n(β̂n − β0)

D→ N (0, B−1ABT−1),

donde

A = Eβ0

(
Ψ(y,x,β0, θ0)Ψ(y,x,β0, θ0)

T
)
y B = Eβ0

(JΨ(y,x,β0, θ0)) .

Demostración
El estimador β̂n satisface

n∑

i=1

Ψ(xi, yi, β̂n, θ̂n) = 0.

Mediante una expansión de Taylor obtenemos

1

n

n∑

i=1

JΨ(xi, yi, ξn, θ̂n)(β̂n − β0) = − 1

n

n∑

i=1

Ψ(xi, yi,β0, θ̂n), (A.32)

donde ξn es un punto intermedio entre β̂n y β0. Como, por el Teorema 1.4.1, β̂n
es fuertemente consistente a β0, entonces ξn también es fuertemente consistente a
β0. Entonces, por F4 y el Lema A.2.1, obtenemos

ĺım
n→∞

1

n

n∑

i=1

JΨ(xi, yi, ξn, θ̂n) = B c.s.. (A.33)
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Como, por F4, la matriz B es no singular, para n suficientemente grande,

1

n

n∑

i=1

JΨ(xi, yi, ξn, θ̂n)

es también no singular. Luego, de (A.32), obtenemos

√
n(β̂n − β

0
) = −

(
1

n

n∑

i=1

JΨ(xi, yi, ξn, θ̂n)

)−1

1√
n

n∑

i=1

Ψ(xi, yi,β0
, θ̂n)

= −
(
1

n

n∑

i=1

JΨ(xi, yi, ξn, θ̂n)

)−1

1√
n

n∑

i=1

[
Ψ(xi, yi,β0

, θ̂n)−Ψ(xi, yi,β0
, θ0) + Ψ(xi, yi,β0

, θ0)
]
.

(A.34)

Por el Teorema central del ĺımite se tiene

1√
n

n∑

i=1

Ψ(xi, yi,β0, θ0)
D→ N (0, A). (A.35)

Sea ci(y, x, θ) = w(x, θ) ∂S
∂βi

(y, x,β0). Por F1, se tiene

E

(
∂ci
∂θ

(y,x, θ)

)
= E

(
∂w

∂θ
(x, θ)E

(
∂S

∂βi
(y,x,β0)|x

))
= 0.

Entonces, por el Lema A.2.2, obtenemos

1√
n

n∑

i=1

(
w(xi, θ0)− w(xi, θ̂n)

)
S(yi,xi,β0) = op(1)

y, por lo tanto,

1√
n

n∑

i=1

Ψ(yi,xi,β0, θ̂n)−Ψ(yi,xi,β0, θ0) = op(1). (A.36)

En consecuencia (A.34) es igual a

−
(
1

n

n∑

i=1

JΨ(xi, yi, ξn, θ̂n)

)−1(
1√
n

n∑

i=1

Ψ(xi, yi,β0, θ0) + op(1)

)
. (A.37)

Luego, el teorema se deduce de (A.33),(A.35), (A.37) y el Lema de Slutsky.�

73



A.2.1. Normalidad asintótica de los WMT-estimadores

Para obtener la normalidad asintótica de los WMT estimadores necesitamos
verificar que se cumplen las condiciones F1 a F5. F1 es inmediata. F2 se deduce
del siguiente lema.

Lema A.2.3 Si A2, C1, C2 y C4 se cumplen entonces m es dos veces diferen-
ciable.

Demostración
Para cada λ ∈ (λ(1), λ(2))m(λ) se define como el mı́nimo enm de Eλ(ρ(t(y)−m)).

Entonces, para todo λ, se tiene

Eλ(ψ(t(y)−m(λ))) = 0. , (A.38)

donde ψ = ρ′.
Sea ψ0(y, λ) = ∂

∂λ
fλ(y). Por C4 y el Teorema de la función impĺıcita m es

diferenciable y

m′(λ) =

∫
ψ (t(y)−m(λ))ψ0(y, λ)dy

Eλ [ψ′(t(y)−m(λ))]

en el caso continuo y

m′(λ) =

∑
ψ (t(y)−m(λ))ψ0(y, λ)

Eλ [ψ′(t(y)−m(λ))]
(A.39)

en el caso discreto. luego usando C1, C2 y C4 resulta que m′ también es conti-
nuamente diferenciable.�

La normalidad asintótica de los WMT-estimadores enunciada en el Teorema
1.5.1 es ahora consecuencia directa del Teorema A.2.1.

A continuación se establecen condiciones suficientes para que se cumplan F4 y
F5 en el caso de regresión de Poisson. Necesitamos el siguiente lema.

Lema A.2.4 Supongamos que se cumplen A1-A2 y B1-B6. Sea m definida por
(1.12), sea κ0 como en el Lema A.1.3 y k la constante de calibración de la función
ρ utilizada en la definición de m. Entonces

√
λ− k − 1√

κ0
< m(λ) <

√
λ+ k +

1√
κ0
.

Demostración
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Observemos primero que, por la desigualdad de Chebyshev, se tiene

P
(∣∣∣√y −

√
λ
∣∣∣ < δ

)
= P

(
|y − λ|

√
y +

√
λ
< δ

)

≥ P

( |y − λ|√
λ

< δ

)

≥ 1− V ar(y − λ)

δ2λ

= 1− 1

δ2
.

Supongamos que m(λ) ≤
√
λ− k − 1/

√
κ0. Entonces

∣∣√y −m(λ)
∣∣ < k implica

m(λ)−
√
λ− k <

√
y −

√
λ < m(λ)−

√
λ+ k < 0,

y, por lo tanto, que |√y −
√
λ| > −m(λ) +

√
λ− k. Entonces,

Eλ(ρ(
√
y −m(λ))) ≥

∑

{y/|√y−m(λ)|≥k}
ρ(
√
y −m(λ))pλ(y)

= 1− P (|√y −m(λ)| < k)

≥ 1− P
(∣∣∣√y −

√
λ
∣∣∣ ≥ −m(λ) +

√
λ− k

)

> 1− 1
(
−m(λ) +

√
λ− k

)2

≥ 1− κ0.

Esto es un absurdo por el Lema A.1.3. Para probar la otra desigualdad hacemos
algo similar. Supongamos que m(λ) ≥

√
λ+k+1/

√
κ0. Entonces

∣∣√y −m(λ)
∣∣ < k

implica que

0 < m(λ)−
√
λ− k <

√
y −

√
λ < m(λ)−

√
λ+ k,

y, por lo tanto, que |√y −
√
λ| > m(λ) −

√
λ + k contradiciendo nuevamente el

Lema A.1.3, lo que concluye la demostración del lema.�

Proposición A.2.1 Supongamos que se cumple el modelo dado por (1.9) y (1.10)
con Fλ la distribución de Poisson. Supongamos que ω = 1 y que la función ψ = ρ′

tiene soporte compacto en [−k, k]. Entonces (a) una condición suficiente para que
se cumpla C5 (i) es que E(y|xkxj|) <∞, 1 ≤ j, k ≤ p, (b) una condición suficiente
para que se cumpla C5 (ii) es que la matriz Eβ0 (JΨ(y,x,β0,µ0,Σ0)) sea definida
positiva.
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Demostración
Observemos primero que, si y ∼ P(λ) y llamamos pλ a la función de probabil-

idad puntual de y, entonces

d

dλ
pλ(y) =

{
pλ(y − 1)− pλ(y) si y 6= 0
−pλ(0) si y = 0

. (A.40)

De (A.38), (A.40) y (A.39) se deduce que si y ∼ P(λ) entonces

m′(λ) =
Eλ (ψ(t(y + 1)−m(λ)))

Eλ (ψ(t(y)−m(λ)))
.

Notemos, para abreviar Ei
k = Eλ(ψ

(i)(t(y + k) −m(λ))) donde el supráındice (i)
denota la derivada i-ésima. Entonces mediante un cálculo directo se obtiene

m′′(λ) =
−E ′

1E1E
′
0 + E2E

′2
0 + E1E

′2
0 + E2

1E
′′
0 − E1E

′
1E

′
0 + E1E

′2
0

E ′3
0

,

y con esta notación resulta

m′(λ) =
E1

E ′
0

.

Por C2 y C4 m y m′ son acotadas como funciones de λ. Entonces se tiene que

J j,k
Ψ

(y,x,β,µ,Σ) = w (x, µ,Σ)
(
−ψ′

(
t(y)−m

(
eβ

T
x

)))(
m′
(
eβ

T
x

))2 (
eβ

T
x

)2
xkxj

+ψ
(
t(y)−m

(
eβ

T
x

))
m′′
(
eβ

T
x

)(
eβ

T
x

)2
xkxj

+ψ
(
t(y)−m

(
eβ

T
x

))
m′
(
eβ

T
x

)
eβ

T
xxkxj.

Por lo tanto, una condición suficiente para que se cumpla C5 (i) es que

E

(
sup

|| β− β0||≤ε

∣∣∣∣
(
eβ

T
x

)2
xkxj

∣∣∣∣+
∣∣∣eβT

xxkxj

∣∣∣
)
<∞

para todo 1 ≤ j, k ≤ p. Del Lema A.2.4 se deduce que

λ2 <

(
m(λ) + k +

1√
κ0

)4

y, por lo tanto,

e2β
T
x <

(
m(eβ

T
x) + k +

1√
κ0

)4
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Ahora J j,k
Ψ

(y,x,β,µ,Σ) = 0 si
∣∣∣t(y)−m

(
eβ

T
x

)∣∣∣ > k. Por lo tanto, al aco-

tar
∣∣∣J j,kΨ

(y,x,β,µ,Σ)
∣∣∣ podemos asumir que

∣∣∣t(y)−m
(
eβ

T
x

)∣∣∣ ≤ k, es decir, que

√
y − k ≤ m

(
eβ

T
x

)
≤ √

y + k. Entonces,

∣∣∣∣
(
eβ

T
x

)2
xkxj

∣∣∣∣+
∣∣∣eβT

xxkxj

∣∣∣

≤
((

m(eβ
T
x) + k + 1√

κ0

)4
+
(
m(eβ

T
x) + k + 1√

κ0

)2)
|xkxj|

≤
((√

y + 2k + 1√
κ0

)4
+
(√

y + 2k + 1√
κ0

)2)
|xkxj|.

Luego es fácil ver que existen constantes M1 y M2 tales que
∣∣∣∣
(
eβ

T
x

)2
xkxj

∣∣∣∣+
∣∣∣eβT

xxkxj

∣∣∣ ≤M1y
2|xjxk|+M2.

Para que se cumpla C5 (i) es suficiente entonces que

Eβ0
(y2xkxj) <∞ para 1 ≤ j, k ≤ p.

Veamos ahora que la matriz Jacobiana de Ψ respecto de β es definida positiva.
Claramente, esto implica que es no singular. Observemos que, por A.38,

E
β0

(JΨ (y,x,β0,µ0,Σ0))

= E
β0

(
w (x,µ0,Σ0)

(
−ψ′

(
t(y)−m

(
eβ

T
0 x

)))(
m′
(
eβ

T
0 x

))2 (
eβ

T
0 x
)2

xxT
)

= E

(
Eβ0

(
−ψ′

(
t(y)−m(eβ

T
0 x)
)∣∣∣x

)
w(x,µ0,Σ0)

(
m′
(
eβ

T
0 x

))2
(eβ

T
0 x)2xxT

)
.

Por lo tanto, usando A2, B7 y C4 se tiene que

aTE (JΨ(y,x,β0,µ0,Σ0)) a

= E

(
Eβ0

((
−ψ′

(
t(y)−m

(
eβ

T
0 x

)))∣∣∣x
)
w (x,µ0,Σ0)

(
m′
(
eβ

T
0 x

))2
e2β

T
0 xaTxxTa

)

> 0.

y, por lo tanto, C5 se cumple.�

A.3. Punto de ruptura asintótico

En esta sección estudiamos el punto de ruptura asintótico de los estimadores
propuestos en (A.1). Consideraremos solamente el caso en que Φ sólo depende de
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y, x y β. Es decir

β̂n = arg mı́n
β∈Rp

n∑

i=1

Φ(yi,xi,β). (A.41)

Como la mayoŕıa de los estimadores conocidos, estos estimadores pueden verse
como funcionales. Sea (y,x) un vector aleatorio en R×Rp, D el conjunto de todas
las distribuciones en R× Rp y T : D −→ Rp el funcional definido por

T(H) = argmı́n β∈RqEH (Φ(y,x,β)) . (A.42)

Dada una muestra (y1,x1), ..., (yn,xn), correspondiente al modelo (1.9)-(1.10),

sea Hn su distribución emṕırica. Luego β̂n = T(Hn). Recordemos que el punto de
ruptura asintótico del funcional T en H0 ∈ D se define como

ε∗(T, H0) = sup{ε ∈ (0, 1) : sup
H∗∈D

{T(1− ε)H0 + εH∗)} <∞}. (A.43)

El siguiente teorema da una cota inferior para el punto de ruptura asintótico
de este funcional.

Teorema A.3.1 Sea (x, y) un vector aleatorio con distribución H0 tal que
PH0(α

Tx = 0) = 0 para todo α ∈ Rp. Supongamos y|x ∼ Fg−1(βT
0 x). Sea T el

funcional definido por (1.25) donde Φ verifica las condiciones P0-P3. Sea

ε0 =
EH0 (min(Φ

∗ (y,x, 1),Φ∗(y,x,−1)))− EH0(Φ(y,x,β0)))

EH0(min(Φ
∗(y,x, 1),Φ∗(y,x,−1)))− EH0(Φ(y,x,β0))) +M

con M = supy,x,β Φ(y,x,β). Entonces

ε∗(T, H0) ≥ ε0.

Demostración
Supongamos que ε es un número real positivo para el cual existe una sucesión

de funciones de distribución Hk tales que ||T((1 − ε)H0 + εHk)|| → ∞ cuando
k → ∞. Mostraremos que ε ≥ ε0. Escribimos βk = T((1 − ε)H0 + εHk) para
abreviar. Entonces se tiene

(1− ε)EH0(Φ(y,x,βk) ≤ (1− ε)EH0(Φ(y,x,βk) + εEHk
(Φ(y,x,βk)

≤ (1− ε)EH0(Φ(y,x,β0) + εEHk
(Φ(y,x,β0) (A.44)

≤ (1− ε)EH0(Φ(y,x,β0) + εM.
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Sea αk = βk/||βk||, entonces podemos asumir sin pérdida de generalidad que
αk → α. Luego tenemos

ĺım
k→∞

(1− ε)EH0(Φ(y,x,βk)) (A.45)

= ĺım
k→∞

(1− ε)EH0

[
Φ(y,x,βk)I(α

Tx < 0) + Φ(y,x,βk)I(α
Tx > 0)

]

≥ (1− ε)EH0(mı́n(Φ∗(y,x, 1),Φ∗(y,x,−1))).

Combinando las desigualdades (A.44) y (A.45) se obtiene

(1− ε)EH0(mı́n(Φ∗(y,x, 1),Φ∗(y,x,−1))) ≤ (1− ε)EH0(Φ(y,x,β0) + εM,

y entonces

ε ≥ EH0(mı́n(Φ∗(y,x, 1),Φ∗(y,x,−1)))− EH0(Φ(y,x,β0)))

EH0(mı́n(Φ∗(y,x, 1),Φ∗(y,x,−1)))− EH0(Φ(y,x,β0))) +M
.

Esto prueba el teorema.�
El Teorema 1.6.1 es un caso particular de este último teorema y su demostración

es inmediata.
A continuación demostramos los resultados necesarios para calcular ε0 en los

casos de regresión exponencial y de Poisson.

Lema A.3.1 Si y ∼ P (λ) y t(λ) =
√
λ entonces supλ V (t(y)) ≤ 1

Demostración
Tenemos que

V (t(y)) = Eλ

(
(
√
y − Eλ(

√
y))2

)

≤ E

((√
y −

√
λ
)2)

= E



(

y − λ
√
y +

√
λ

)2



≤ E

((
y − λ√

λ

)2
)

= 1.

�

Lema A.3.2 Si y ∼ P (λ) entonces m1 = 0 y m2 = +∞.

Demostración
El Lema A.2.4 implica inmediatamente que m2 = +∞. Veamos ahora que

m1 = 0. Sea λn una sucesión de números reales positivos tales que ĺımn→∞ λn = 0.
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Por el Lema A.2.4 podemos asumir que m(λn) converge a un punto m1 ∈ R≥0. Por
definición de m tenemos

Eλn(ρ(
√
y)−m(λn)) ≤ Eλn(ρ(

√
y)). (A.46)

Usando que ρ ≤ 1 y la función de probabilidad puntual de las variables Poisson
obtenemos

e−λρ(−m(λ)) ≤ Eλ(ρ(
√
y −m(λ))) ≤ e−λρ(−m(λ)) + 1− e−λ, (A.47)

y
Eλ(ρ(

√
y)) ≤ 1− e−λ. (A.48)

Las ecuaciones (A.47) y (A.48) implican que

ĺım
λ→0

Eλ(ρ(
√
y −m(λ))) = ρ(−m1) y ĺım

λ→ 0
Eλ(ρ(

√
y)) = 0.

Tomando ĺımites en (A.46) y usando que ρ es par y no negativa se obtiene ρ(m1) =
0 y, por lo tanto, m1 = 0.�

Lema A.3.3 Si y ∼ E(λ) entonces m1 = −∞ y m2 = +∞.

Demostración
Como y/λ ∼ E(1) entonces

P (| log y − log λ| < δ) = cδ, (A.49)

donde cδ = e−e
−δ − e−e

δ

es una constante positiva independiente de λ que tiende
a uno cuando δ tiende a infinito. Sea δ0 tal que cδ > 1 − κ0 para todo δ ≥ δ0.
Veremos que

log λ− k − δ0 < m(λ) < log λ+ k + δ0. (A.50)

Supongamos que m(λ) ≤ log λ− k − δ0. Entonces |log y −m(λ)| < k implica

m(λ)− log λ− k < log y − log λ < m(λ)− log λ+ k < 0.

Entonces

Eλ(ρ(log y −m(λ))) ≥ 1− P (|log y −m(λ)| < k)

≥ 1− P (|log y − log λ| ≥ log λ−m(λ)− k)

= clog λ−m(λ)−k

≥ 1− κ0.
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Esto es un absurdo por el Lema A.1.3. Para mostrar la otra desigualdad suponga-
mos que m(λ) ≥ log λ+ k + δ. Entonces |log y −m(λ)| < k implica

0 < m(λ)− log λ− k < log y − log λ < m(λ)− log λ+ k.

Luego

Eλ(ρ(log y −m(λ))) ≥ 1− P (|log y −m(λ)| < k)

≥ 1− P (|log y − log λ| ≥ m(λ)− log λ− k)

= clog λ−m(λ)−k

≥ 1− κ0

contradiciendo nuevamente el Lema A.1.3. Esto prueba (A.50). Como δ0 no de-
pende de λ (A.50) implica que m1 = −∞ y m2 = +∞.�

A.4. Método computacional

Proposición A.4.1 Si y tiene distribución P(λ) entonces y1/2−λ1/2 d−→ N(0, 1/4)
cuando λ→ ∞.

Demostración
Mediante una expansión de Taylor se obtiene

y1/2 − λ1/2 =
y − λ

2
√
λ

− (y − λ)2

4ξ3/2
.

donde ξ es un punto intermedio entre y y λ. El primer término tiende en distribu-
ción a una variable aleatoria N(0, 1/4). Para ver que el segundo término tiende
a cero en probabilidad cuando λ tiende a ∞ basta ver que tanto (y − λ)2/4λ3/2

como (y − λ)2/4y3/2 tienden cero en probabilidad cuando λ tiende a ∞. Por la
desigualdad de Chebyshev

P

(
(y − λ)2

4λ3/2
> ε

)
= P

(
|y − λ| > 2λ3/4ε1/2

)

≤ 1

4λ3/2ε
−→ 0 cuando λ→ ∞,
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y luego (y − λ)2/4λ3/2 −→ 0 cuando λ→ ∞. Sea k ∈ (0, 1), entonces

P

(
(y − λ)2

4y3/2
> ε

)
< P

(
(y − λ)2

4y3/2
> ε

⋂∣∣∣∣
y − λ

λ

∣∣∣∣ < k

)
+ P

(∣∣∣∣
y − λ

λ

∣∣∣∣ ≥ k

)

≤ P

(
(y − λ)2

4λ3/2(1− k)3/2
> ε

)
+

1

λk2

= P
(
|y − λ| > 2λ3/4ε1/2(1− k)3/4

)
+

1

λk2

≤ 1

4λ1/2ε(1− k)3/2
+

1

λk2
,

y, por lo tanto, (y − λ)2/4y3/2 −→ 0 cuando λ→ ∞.

Usando el Lemma de Slutsky, se llega a que y1/2 − λ1/2
d−→ N(0, 1/4) cuando

λ→ ∞, como queŕıamos demostrar.�
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Apéndice B

Demostraciones de los Teoremas
del caṕıtulo 2

B.1. Consistencia

Demostración del Teorema 2.3.2
La afirmación (a) se deduce inmediatamente de (2.5) y (2.6). Para probar (b)

veamos primero que, para todo k del rango de x y θ1 < θ2, se tiene

ψI(k, θ1) ≥ ψI(k, θ2). (B.1)

Esto es inmediato para variables aleatorias continuas. Si x es discreta, tenemos

ψI(k, θ) = Pθ(x < k) +
1

2
pθ(k)−

1

2
.

Por hipótesis se tiene que

Pθ1(x < k) + pθ1(k) = Fθ1 (k) ≥ Fθ2 (k) = Pθ2(x < k) + pθ2(k). (B.2)

Además, como en general Pθ(x < k) = ĺımt→k− Fθ (t), se tiene que

Pθ1(x < k) ≥ Pθ2(x < k). (B.3)

Observemos que (B.1) es equivalente a

Pθ1(x < k) +
1

2
pθ1(k) ≥ Pθ2(x < k) +

1

2
pθ2(yi). (B.4)

Luego, la ecuación (B.4) es inmediata de (B.3) si pθ1(k) ≥ pθ2(k). En caso contrario,
por (B.2) se tiene que

Pθ1(x < k)− Pθ2(x < k) ≥ pθ2(k)− pθ1(k) >
1

2
(pθ2(k)− pθ1(k)), (B.5)
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y también (B.4) se cumple. Supongamos ahora que existe k0 en el rango de x tal
que Fθ1(k0) > Fθ2(k0). Entonces, como Fθ es continua a derecha, existe ε > 0 tal
que Fθ1(k) > Fθ2(k) para todo k ∈ [k0, k0+ ε]. Por lo tanto, para esos valores de k,
la desigualdad (B.2) es estricta y, por lo tanto, la desigualdad (B.5) también lo es.
Se llega aśı a que ψ(k, θ1) > ψ(k, θ2) para todo k ∈ [k0, k0 + ε]. Esto prueba (b).�

B.2. Punto de ruptura asintótico

Demostración del Teorema 2.5.1
Consideremos una distribución F de la forma F = (1− ε)Fθ + εH. Se tiene

0 = EF (ψ(x, T (F ))) = (1− ε)Eθ (ψ(x, T (F ))) + εEH (ψ(x, T (F )))
≤ (1− ε)Eθ (ψ(x, T (F ))) + εk1.

(B.6)

Supongamos que existe una sucesión de funciones de distribución Fn tal que
T (Fn) → θ2. Entonces Eθ (ψ(x, T (Fn))) → −Eθ (K2(x)). Tomando ĺımite en (B.6)
se llega a que

− (1− ε)Eθ (K2(x)) + εk1 ≥ 0,

y esto implica que

ε ≥ EθK2(x)

EθK2(x) + k1
.

Un razonamiento análogo permite calcular una cota inferior para el punto de rup-
tura a θ1. Se tiene que

0 = EF (ψI(x, T (F ))) = (1− ε)Eθ (ψI(x, T (F ))) + εEH (ψI(x, T (F )))
≥ (1− ε)Eθ (ψI(x, T (F )))− εk2.

(B.7)

Supongamos que existe una sucesión de funciones de distribución Fn tal que
T (Fn) → θ1. Entonces Eθ (ψ(x, T (Fn))) → Eθ (K1(x)) y tomando ĺımite en (B.7)
se llega a que

(1− ε)Eθ (K1(x))− εk2 ≤ 0,

y, por lo tanto,

ε ≥ EθK1(x)

EθK1(x) + k2
.

�

Demostración del Teorema 2.6.1
Se tiene

0 = EFn
ψI (x, T (Fn)) = EθψI (x, T (Fn)) (1− ε) + EHn

(ψI (x, T (Fn))) ε

= (1− ε)EθψI (x, T (Fn)) + ε
∞∑
x=1

(
FT (Fn)(x)− 1

2
pT (Fn)(x)− 1

2

)
pHn

(x)

+ε
(
1
2
pT (Fn)(0)− 1

2

)
pHn

(0).
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Veamos primero que
∞∑
x=1

pHn
(x) → 0. Supongamos que esto no es cierto, entonces

existe δ > 0 tal que
∞∑
x=1

pHn
(x) > δ. Para x > 0, como T (Fn) → 0, tenemos

FT (Fn)(x)−
1

2
pT (Fn)(x)−

1

2
→ 1

2
,

y luego existe n0 tal que para, n ≥ n0,

FT (Fn)(x)−
1

2
pT (Fn)(x)−

1

2
>

1

4
.

Observemos que

ĺım
θ→0

ψI(x, θ) =

{
1
2

si x > 0
0 si x = 0

Luego, obtenemos que

0 > (1− ε)EθψI (x, T (Fn)) + ε
1

4
δ + ε

(
1

2
pT (Fn)(0)−

1

2

)
pHn

(0)

→ (1− ε)
1

2

(
1− e−θ

)
+
ε

4
δ > 0

pues T (Fn) → 0. Esto es un absurdo. Por lo tanto, PHn
(x ≥ 1) =

∞∑
x=1

pHn
(x) → 0.

Como

−1

2

∞∑

x=1

pHn
(x) ≤

∞∑

x=1

(
FT (Fn)(x)−

1

2
pT (Fn)(x)−

1

2

)
pHn

(x) ≤ 1

2

∞∑

x=1

pHn
(x),

usando de nuevo que T (Fn) → 0, se tiene que

0 = ĺım
n→∞

[
(1− ε)EθψI (x, T (Fn)) + ε

∞∑

x=1

(
FT (Fn)(x)−

1

2
pT (Fn)(x)−

1

2

)
pHn

(x)

+ε

(
1

2
pT (Fn)(0)−

1

2

)
pHn

(0)

]

= (1− ε)
1

2

(
1− e−θ

)
,

y, por lo tanto, ε = 1.�
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