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Comparacién Interactiva de Modelos de Mineria de
Datos Utilizando Técnicas de Visualizacién

Resumen

El siguiente trabajo presenta una metodologia para la generacion agataanultiples arboles
de decision y la posterior evaluacion de los resultados en forma gisotdractiva. El foco
principal reside en el analisis de la incidencia de los petrémde configuracion de arboles de
decision en los resultados de los multiples modelos generados. Blmbgdtmismo consiste en
contribuir a la creciente disciplina de Visual Analytics,Ualesen una combinacion de técnicas
de Visualizacion de la Informacion y Mineria de Datos con el fin de involucrapanssnas en
los procesos de aprendizaje automatico. El enfoque presentado se basaameritas
disponibles en el mercado, sugiriendo la adaptacién de las mismdsgrardos objetivos de
interaccion del usuario. Con el fin de demostrar la potencialidad de la mefadmqgesenta al
finalizar un caso de uso real de una empresa de Telecomunicaciones.

Palabras Clave visualizacion, mineria de datos, arboles de decision, visualtiasal
exploracién espacio de parametros.



Interactive Comparison of Data Mining Models using
Visualization Techniques

Abstract

The following work presents a methodology to automatically generatghawecisiortrees and
to evaluate their results in an interactive and visual way. Tted fiint is the analysis of the
influence of the configuration of decisitres’ parameters in the several results generated. The
goal is to contribute to the growing Visual Analytics discipline, which et&sin a combination
of Information Visualization and Data Mining techniques that aims wwe\people in automatic
processes. The developed approach is based on available software sautiomamarket,
suggesting their modifications to achieve human interaction. To demertsteaapplication of
the methodology we present a real use case from a Telecommunications company.

Key Words: Visualization Data Mining, Decision Trees, Visual Analytics, Parameter Space
Exploration.
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I. Introduccion

1.1 Motivacion

En el afio 2012 la Universidad de Buenos Aires invita al Déatsimir Matkovi¢ a dar
una charla en la carrera de Maestria en Explotacién de Datosybagento del Conocimiento
sobre Visualizacion Interactiva de Informacion Compleja. Esta charla se cesusdixécion de
Informacion cientifica a través de la herramienta desarroff@daél mismo y un grupo de
colaboradores, ComVis (Matkovic, Freiler, Gracanin, & Hauser, 2008).ubaidnalidad
principal de esta herramienta consiste en poder visualizaregraotecciones de curvas en una
misma interfaz en forma interactiva a través de multiples flisgales. Si bien la aplicacion fue
desarrollada principalmente para la Visualizacion Cientifica, rapdte pudimos observar su
potencialidad de aplicacion en problemas de Mineria de Datos. A partir de esetonsunge e
interés en trabajar en forma conjunta para adaptar la hentanaigoroblemas del entorno del
aprendizaje automatico.

De las ideas que surgieron, la que tuvo mayor peso fue la posibilidad de utilizaisComV
para visualizar interactivamente las curvas RQfDe son usualmente utilizadas para medir la
efectividad de los modelos predictivos. La visualizacion de los adsslide modelos de Mineria
de Datos en forma interactiva no suele ser la caracteristisgobresaliente en la mayoria de los
programas de Mineria de Datos, por lo que se detecté una oportunidadriteic@ta mejora
en ese sentido.

Investigando sobre el temay su estado del arte y saltando de @ raubalo por paginas
de internet, descubrimos una disciplina en auge: Visual Analytitsdisgiplina surge como la
necesidad de unir los esfuerzos de Visualizacion de la Informaciomeri de Datos. El
objetivo es poder involucrar a las personas en los procesos automdtifrsna interactiva y
visual. Trabajando sobre el marco teérico (capitulo Il de esig),tdescubrimos el trabajo de
Bertini y Lalane (Bertini & Lalanne, 2009) quienes hacen un profundo esteldéstado del arte
de Visual Analytics. Dentro de los posibles desarrollos que mencparanla conjuncién de
Visualizacion de la Informacion y Mineria de Datos, describen comsarézda capacidad de
visualizar los resultados de la configuracion de diferentes pacEmkt modelos de mineria de
datos en forma interactiva. Es esta necesidad la que nos sirvpaadis para el trabajo que
aqui presentamos.

Una vez detectada esta necesidad, comenzamos a trabajar en dersaleclos
algoritmos de Mineria de Datos que mas se verian beneficiados con estaanswéenta. Dado
que la misma se enfocaria en la incidencia de los parametros sobre los resultadiosicsetecc
los arboles de decision. Este tipo de algoritmos dependen directaméateodéiguracion de
ciertos parametros y son los que mas interaccion generan por parte de los.analistas

Con el transcurso del tiempo la idea fue evolucionando y logramosdesilbteresantes
que fueron publicados en la seccidén especial sobre Analisis de IncertidurBispagio de
Parametros en Visualizacion de la edicion Computer & Graphicssawi&l (Padua, Schulze,
Matkovi¢, & Delrieux, 2014). Este trabajo se focalizo sobre el uso de ComVis para la evaluacion

1 ROC: Receiver Operating Characteristic Curve. Curva de evaluaci@mpuaielos de clasificacion.
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de la incidencia de los parametros en los resultados de los &tbaliegision. En el presente
trabajo, desarrollamos una metodologia que abarca esta etapa, pememnpds plantea la
necesidad de modificar la forma en que hoy se realiza la configudkeids algoritmos en las
herramientas de mineria de datos.

Hoy en dia la disciplina de Visual Analytics esta en boca de tpdoms a que grandes
vendedores de herramientas analiticas y bases de datos han incitrioldelsus funcionalidades
las promovidas por la disciplina. Contribuir con esta tendencia ednleippt de nuestras
motivaciones que nos llevan a presentar este trabajo.

.2 Objetivos

Con el presente trabajo se pretende contribuir a la disciplinaisigl VAnalytics,
particularmente en la visualizacion interactiva de parame&@sboles de decision. A diferencia
de otras herramientas presentes en el mercado, no nos concentranwearida de un Unico
arbol de decision en forma interactiva. Por el contrario, pretendemebugtario pueda evaluar
diferentes y mdltiples resultados en forma interactiva y selemcel que mas se ajuste a sus
necesidades, comprendiendo el efecto de los pardmetros de configuracién dwaeterito

Las disciplinas de Visualizacién de la Informacion y Mineria delaan evolucionado
en forma separada. Sin embargo en los Ultimos afios se ha vistoienteneterés por integrar
ambas disciplinas. Desarrolladores del mundo de la Visualizacién cowrmezeiteresarte por
el “Big Data” e investigadores de Mineria de Datos comprendieron la necesidadig®iac
elementos visuales en los procesos de explotacion de datos. Es abgdivo ser parte de esta
comunidad al presentar una metodologia que contiene elementos de ambas disciplinas.

El objetivo de esta investigacién no consiste en desarrollar una herramnica, sino
presentar una forma de trabajo que pueda adaptarse a las difeshriienss existentes en el
mercado. Para poder ejemplificar nuestra metodologia seleccionambgrdarsientas a las
cuales tenemos acceso y trabajamos en la adaptacién de las mismas.

Nuestra contribucion esta orientada a usuarios principalmente déandealatos, que
se sienten mas comodos trabajando con herramientas visuales yizanddilcédigo de
programacioén. Es nuestro objetivo mejorar su capacidad de andlisis a través dacicidnte

A continuacion presentamos el contenido de este trabajo para lograbjébisos
propuestos.

.3 Organizacion del Trabajo

El trabajo comienza con la presentacion del marco teérico de Visahltiss. En este
capitulo ahondamos sobre el estado del arte de las dos disciplinas m$ngigala componen:
Visualizacién de la Informacion y Mineria de Datos. A partir deesdlego desarrollamos los
contenidos especificos de Visual Analytics. Para las tres dissglanteamos la definicion de
las mismas, su evolucion y los procesos que implican. Al final deasii®ilo podra obtenerse
una idea del objetivo de Visual Analytics para luego evaluar comueetadologia planteada
contribuye a seguir construyendo la misma.

11



En el capitulo Il explicamos cédmo es desarrollado un modelo de arbetd®on en la
actualidad ejemplificando con una de las herramientas comerciales lzagagidel mercado.
Explicamos el algoritmo de arboles de decision seleccionado, juntos@alametros que es
preciso configurar. Son los efectos de estos parametros los que Isieglizaremos en forma
interactiva en nuestra propuesta, siendo esta contribucion la méssaven esta misma seccién
también hacemos referencia a los principales métodos de evaluadebrefdetividad de los
modelos, concentrandonos principalmente en curvas ROC vy Lift. Estas, albesefisas formas
visuales mas representativas de los resultados, son las de mayor uso emidacbde Mineria
de Datos.

Una vez presentada la metodologia actual, en el capitulo IV aksaos nuestra
metodologia en forma tedrica, para luego aplicar la misma en urdeagso real. Nuestra
propuesta consiste en cinco pasos que explicamos en la seccidnytafrecduego repetimos
para el caso de uso real. Este caso de uso es de una empresa de tekgomasargentina que
actualmente realiza tareas de Mineria de Datos de la foadiaidbnal y que podré beneficiarse
con la metodologia.

Por dltimo, en el capitulo V resumimos las contribuciones del trabajo tanto para Mineria
de Datos como Visualizacion de la Informacién. Finalizamos presentdguioos posibles
futuros pasos para seguir desarrollando la metodologia.

12



II. Marco Teodrico

II.1 Introduccion

Visual Analytics es una nueva é&rea de investigacibn que combina akcde
Visualizacién y Mineria de Datos o Descubrimiento del Conocimiento. distiplina surgio
recientemente y se encuentra en pleno desarrollo. El objetivo principal de kesisnejorar el
analisis de grandes bases de datos y, por ende, la toma de decistiaaterséuso de técnicas
interactivas de visualizacion.

En este capitulo presentamos la evolucién de cada uno de los pilaresTponen
Visual Analytics. Esto servird para comprender como ambas disciptinasrgen en lo que hoy
es conocido como Visual Analytics. La Visualizacién de la Inforomaes el componente de
mayor antigliedad, pudiendo rastrearse sus origenes hasta los commesams de la
civilizacién. La Mineria de Datos, en cambio, es un dominio mas reajeetno surge sino hasta
la aparicién de las computadoras. Sin embargo, a pesar de tenerameégigedad, los trabajos
en este campo son innumerables y su cantidad crece exponencialmentepdcideaxisual
Analytics, por su parte, tiene tan s6lo 10 afios como concepto, pero grac@maibucion de
la tecnologia, la investigacion en esta disciplina también ha experimentado unagreidrev

En la primera seccion de este capitulo presentaremos el conceptudkz¥cion de la
Informacion, junto con una breve resefia de su evolucién y el delineamiento de un proceso tipico
de Visualizacion de la Informacion. A continuacion, desarrollaremasnekepto de Mineria de
Datos o Knowledge Discovery (KDD), junto con un resumen de los avancesaggoldisnos que
forman parte de la disciplina y el proceso necesario para descubrir cembairfPor Ultimo
evaluaremos la conjuncién de ambas practicas en lo que se conoce como WayatsA
desarrollando el concepto, su evolucién y proceso.

I1.2 Visualizacion de la Informacion

I1.2.1 Definicion

Para comenzar a desarrollar la nocién de Visualizacion de lanké@am, es preciso
definir con anterioridad los conceptos que la componen. En el diccionario de la Real Academia
Espariol3 el término visualizacién es definido corfaccion y efecto de visualizar”. Visualizar,

a su vez, tiene los siguientes significados:

1. Visibilizar (Hacer visible artificialmente lo que no puede versiengls vista, como con los
rayos Xlos cuerpos ocultos, o con el microscopio los microbios).

2. Representar mediante imagenes épticas fendmenos de otro caracter; p. ej.delladieore
o los cambios de condiciones meteorolégicas mediante graficas, los cambios deecorrient
eléctrica o las oscilaciones sonoras con el oscilografo, etc.

3. Formar en la mente una imagen visual de un concepto abstracto.

2www.rae.es
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4. Imaginar con rasgos visibles algo que no se tiene a la vista.
5. Hacer visible una imagen en un monitor.

Como puede observarse, en todas las definiciones se hace referercapacidad de
formar una imagen de algo que en realidad no tiene una forma espepitcketerminada. Tal
es el caso de la informacion. La definicion de este término embasimplia. Si consultamos el
mismo diccionario para analizar su significado, encontramos gu®ihaeptos propuestos son
bastante diversos. De los sugeridos, podriamos adoptar el sigugntdormacion es la
“‘comunicacion o adquisicion de conocimientos que permiten ampliar o precisguelcse

poseen sobre una materia determinada”.

Podemos observar puntos de convergencia en ambas definiciones y al castoisar
conceptos podemos definir Visualizacion de la Informaciéon como:

“la comunicacion de conocimiento a través de representaciones visuales”

Otros autores (Card, Mackinlay, & Shneiderman, 1999) prefieren hablarckppion
en lugar de visualizacion, para extender el concepto a otros senidosot@o el auditivo vy el
tactil. Sin embargo, dado que la visién es el sentido que posee mayor chp&Ecickptar y
procesar informacion en los humanos, se utilizan los conceptos dézeisidal y percepcion
como sinénimos.

En esta definicion gue hemos elaborado de Visualizacion de la leférmao hemos
limitado la misma al uso de una herramienta especifica, poplgjeina computadora, para lograr
el objetivo. Sin embargo, para limitar el alcance de este trabajanpedeloptar la definicion de
Card, MacKinlay y Schneiderman (Card, Mackinlay, & Shneiderman, 1999)ld23amismos,
Visualizacion de la Informacion consiste €l uso de representaciones visuales e interactivas
de datos abstractesportadas por el uso de computadoras, para amplificar el conocimiento” .
Los autores diferencian los conceptos de Visualizaciéon y Visudizade la Informacion,
simplemente al distinguir el tipo de datos que se pretenden repressmadmente. En el primer
caso, se refieren principalmente a los datos fisicos (del cuerpo hugeagmaficos, moléculas,
etc.), que tienen una forma de representacion visual inherente asodadacaracteristicas
espaciales. Al hablar de informacién en términos genéricos,iseeneé todo tipo de datos no
fisicos, tales como informacion financiera, de negocios, colecciones deeaidos y otros
conceptos abstractos.

I1.2.2 Evolucion de la Visualizacion de la Informacion

Si consideramos la primera definicibn de Visualizacion de la Infaémaque
propusimos en el apartado anterior, podemos encontrar los origenesisimdaen épocas muy
remotas de la historia de la humanidad. El hombre siempre ha buscadoderoamesunicar su
conocimiento en forma visual. AGn antes de la aparicion de la eacrituestros antepasados
utilizaban huesos de animales para representar las fasesrte [®lirsteler, 2002). Los egipcios
desarrollaron las escritura jeroglifica en el 3.300 a.C. que perduré&éhadta394 con la Ultima
inscripcion que figura en el templo de File (Wikipedia, 20&)emas de emplear signos
consonanticos y determinantes, también utilizaban simbolos figurativ@sqpaesentar algo
tangible, facil de reconocer. Los egipcios se inspiraron en su entordiarotpara el disefio de
la escritura jeroglifica, resumiendo en un solo simbolo un sigddimas complejo. Esta esencia
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es sostenida aun hoy en dia, donde se desea utilizar técnicas diezadisualpara la
simplificacion de la comunicacién de la informacion.

Investigar los origenes de la Visualizacién de la Informacion amnunicaciéon del
conocimiento a través de representaciones visuales, nos llevamdararreasi toda la historia de
la humanidad. Por el contrario, limitandonos a la definicion que conslds@a@e computadoras
como necesario para visualizar informacion, perderiamos de visteomde los grandes trabajos
de los precursores de la disciplina, que se remontan hacia el siglo XVII inclusive.

En tal sentido, es interesante el limite propuesto por Friendly g Qeméndly & Denis,
2001) en su trabajOMilestones in the History of Thematic Cartography, Statistical Graphics,
and Data Visualization”. Para limitar el alcance de su investigacién, se refierenualiziacion
de Informacién como la representacion de datos extraidos de forma escaigadticularmente
con dos focos: gréficos estadisticos y mapas cartograficos. En amtsosectata de caracterizar
informacién cuantitativa y categérica, pero con diferentes objetieosepresentacién. Los
autores utilizan a su vez una técnica de visualizacion muy conocidafigo ge linea de tiempo,
para enumerar los hitos en la historia de la disciplina. [pstelé grafico fue utilizado por primera
vez en 1765 por Joseph Priestley, tal como puede verse en el mismo compéosiiaudiers
(Figurall.1 Linea de tiempo, para enumerar los hitos en la historia de laraefieadgmatica,
graficos estadisticos, y visualizacion de datos (Fuente: Capwrpantalla de Friendly-
Denis,2001).

Item categories: @ Cartography @ Statistics and graphics @ Technology @ Other
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Figurall.1l Linea de tiempo, para enumerar los hitos en la historia dartagrafia tematica
graficos estadisticos, y visualizacion de datos (Fuente: Capturat@ddigpae Friendly-Denis,2001

La linea de tiempo comienza con los trabajos encontrados antes del aftwi@©0a
mayoria de los graficos y mapas eran utilizados en navegacion y exloEatiel siglo XVI las
técnicas e instrumentos de medicion y observacion estaban bien desargolisdaor ello que
se empiezan a encontrar los primeros trabajos de visualizacion de datos.
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Ya en 1600, los principales problemas consistian en la medicion désigao(fiempo,
distancia y espacio) para astronomia, encuestas, construccion de mapasidmyexpansion
territorial. Durante este siglo se observé un gran crecimiento en laytgoéetica de la ciencia,
con el surgimiento de la geometria analitica, la teoria de emrorediciones y estimaciones, el
nacimiento de la teoria de la probabilidad y el comienzo de lafistgtas demograficas. Es en
este periodo en donde René Descartes publica “Geometrie” (Descartes, 1937) en donde establece
el sistema de coordenadas cartesianas que constituyen la base deigliifico y técnico desde
entonces. Este sistema ya habia sido utilizado anteriormente perelasearcon el
establecimiento de la relacion entre la linea representada y la ecuacionefireelaHacia fines
de este siglo entonces, ya existian algunas ideas firmes solkmrdaentacion visual de los
conceptos. Podria considerarse este periodo como el origen del pensamiento visual.

El siglo XVIII es el que la mayoria de los autores nombran alingfest los comienzos
de la Visualizacion de la Informacion. Durante este periodo tonianora las ideas propuestas
en el siglo anterior. Hubo avances tanto en la visualizacién denaain geografica como
estadistica. A medida que nuevos datos comenzaron a ser recoléctadosgcion politica y
economica), nuevas formas de representacion fueron surgiendo. El trabajo mésdome la
bibliografia de Visualizacion de la Informacion como origen de estalitisgies el de William
Playfair (1786) quien parece haber sido el primero en utilizar la Vit &rea de un gréfico para
representar datos visualmente (Figlird). Muchos de los reportes de negocios que vemos en la
actualidad, constan de los gréaficos desarrollados por Playfair en aquel entonces.

:
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Figurall.2 William Playfair— Precio del Trigo y los Salarios (Playfair, 1786)

Durante la primera mitad del siglo XIX se vio una gran expfode creatividad. En la
visualizacion estadistica, todas las formas de representaci@h fuston creadas: graficos de
barras, tortas, lineas de series de tiempo, etc. En el ambito deotxaféa, se evolucioné de
simples mapas a atlas, y se introdujeron diversos simbolismdsgarsmos. Fue Playfair quien
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continu6 con el desarrollo de graficos para la representacién deedatasnicos y estadisticos,
introduciendo por primera vez en 1801 el famoso grafico de torta. En 1846, Anlptadet
(1846) grafica la distribucién normal, representado la campana que glopalsnente conocida.

La segunda mitad del 1800 es conocida como la Edad de Oro en laZdisdalide la
Informacion, por la cantidad de innovaciones y mejoras introducidas en la afatggyraficos
estadisticos. Dentro de esta era encontramos el famoso gd&ficiohn Snow (1855),
representando la epidemia de célera que sufrio la ciudad de Londres en el aftogLea Q).

S==m e\ LA

= & W b= LR

Figurall.3 Mapa de Célera John Snow (1855).

Snow combiné el mapa de la ciudad de Londres junto con gréaficos de barras para
identificar visualmente la causa de la epidemia. Asi descubri6 que la mayasawesrtos por
esta enfermedad se encontraban en las inmediaciones de la bomba de &yoalle Broad,
refutando la teoria de que el célera se trasmitia por aire.

Florence Nightingale es otra de las grandes aclamadas de laeE@xodde la
Visualizacion. Se la conoce como la autora de los diagramas de area polar o “coxcomb3
(Nightingale, 1857) aunque también los mismos podrian ser atribuilndra-Michel Gerry
(Friendly & Denis, 2001). Estos gréficos fueron utilizados para deandatdiferencia entre las
causas de mortalidad en hospitales britanicos durante la guerra de Crimesl(HEig

Edward Tufte (1983) clasifica el mapa que representa la Campafa dgtoEge
Napoléon en Rusia de 1812-1813, de Charles J. Minard como el mejor gsifidéstico que
jamas se haya logrado (Figufab).
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Figurall.4 Diagrama de Causas de Mortalidad en el Ejército en el Este. Florence dpidgatin
(1857).

Minard representa en un simple gréafico de dos dimensiones, cinco esalel explican
la fatalidad del ejército de Napoledn. La banda mas gruesa y anntatron, representa el
tamafo del ejército en cada uno de los lugares del mapa en el candaddeia Moscu. Luego
la banda mas fina en color negro, representa la cantidad de efectivie thuratirada. La misma
esta vinculada a la linea de temperatura en la parte mfiglografico, que también posee
referencia a las fechas de la campafia. El grafico demuestoal@®inclemencias del tiempo

junto con el cruce del rio Berenzina destrozaron al ejército, qué parfPolonia con 442.000
soldados y regresé con tan solo 10.000.

El siglo XX, al igual que el XIX puede dividirse en dos partes gaparar los avances
de Visualizacion de la Informacién. Durante la primera mitad nebservaron grandes
innovaciones en el area. Consistié en un periodo de adaptacion a las nueassiéanalizar la
informacion que explotaron hacia fines del 1800. Los graficos estadiséidosorporaron en
libros, curriculos escolares, y se convirtieron en una practica camglrgebierno, comercio y
practica cientifica (Friendly & Denis, 2001). De esta época podeescatar la creacion del
Gréfico de Gantt, en 1917, tan cominmente utilizado hoy en la planificacién de proyectos.

En la segunda mitad del siglo XX comienza otra era de creatividad érea de
visualizacién, especialmente de la mano de dos autores: JacquesyBiatiin Tukey. Jacques
Bertin, cartografo francés, publica en 1967 “Semiologie Graphique” (Bertin, 1967) un libro cuyo
contenido sigue vigente hasta el dia de hoy. En su trabajo determittalgwesualizacion esta
formada por una serie de componentes que tienen distinto poder expresivoagajuma de
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ellos funciona mejor dadas ciertas condiciones. Bertin sugierevazéables basicas para la
creacion de gréficos: tamafio, valor, textura, color, orientacion yafdPara cada una sefiala en
qué casos funcionan mejor y como utilizarlas.
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Figurall.5 grafico que ilustra las pérdidas sucesivas de soldados francdaesaenpafia a Rusia
181213 (Minard, 1861))

Si bien el trabajo de Tukey “Exploratory Data Analysis” (EDA) se publicé recién en 1977
(Tukey, Exploratory Data Analysis, 197¥2 en 1962 el autor proponia en su trabajo “The Future
of Data Analysis” (Tukey, 1962), la legitimacion del analisis de informacion estadistmo
una rama distinta a la estadistica matematica. En EDA di€®fsa puesto en lograr rapidas
compresiones de informacién estadistica a través del uso de imagerste trabajo introduce
el ya famoso gréfico débox and whisker” que le permite al analista comprender rapidamente
los cuatro indicadores principales de la distribucion de los daiagti(es, mediana, minimp
maximo).

Con la aparicion de las computadoras, se da otra era de explosiiva emeda disciplina
y los desarrollos desde entonces son innumerables. Con el crecimiento de la infoesétida
vez mas facil generar y almacenar grandes cantidades de informacidmyp@rcomienzan a ser
necesarias nuevas técnicas de visualizacion especificamente disefiadgarnmes volumenes
de datos.

Un problema de particular importancia consistia en como visualirguntos de datos
con varias variables. Una de las contribuciones mas importaresteesentido fue la de Inselberg
con sus sistema de Coordenadas Paralelas (Inselberg & Dimsdale, 1990). En estéignarfeco (
I1.6) se representan cada dimensién como una escala vertical paralellasa#enas. A cada
elemento del conjunto de datos le corresponde una linea quebrada que une loguaatorean
cada una de sus variables, el equivalente de un "punto” en représebtad tridimensional.
Este trabajo fue presentado en 1990 en la primera conferencia dézscsaa en el marco del
Instituto de Ingenieros Eléctricos y Electronicos, mas conocido poriglas $EEE. Esta
comunidad fue liderada en sus comienzos por cientificos de recursos esattisatos y
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computadores cientificos. De los trabajos presentados en la mismdg@dtsgocos se referian
al uso de técnicas de Visualizacion de Informacion para datos noicientifa mayoria de las
investigaciones publicadas se enfocaron en técnicas de visualizacion cientifica.
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Figurall .6 Gréafico de Coordenadas Paralelas (Inselberg & Dimsdale, 1990).

Los “Treemaps” de Ben Schneiderman (1991) constituyen otros de los desarrollos mas
importantes de principios de los noventa. Surgieron como una herradeensaalizacion de la
estructura de discos duros, pero hoy son utilizados para explicar la ccidipdsi las bases de
datos mas diversas. El grafico de Treemap (Figura consiste en un disefio de rectangulos
anidados para visualizar estructuras jerarquicas. Combina tamafdsres para representar
diferentes atributos de la informacion.

e

Figurall.7 Treemap (Plaisant, Shneiderman, Chintalapani, & Aleks, 2014)

Schneiderman es uno de los autores mas referenciados dentro del mutado de
Visualizacion de la Informacion gracias al trabajo que realiz® jar@ard y otros autores en el
libro “Readings in Information Visualization: Using Vision to Think” (Card, Mackinlay, &
Shneiderman, 1999).
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A partir del afio 2000, las técnicas de Visualizacion de la Informaciéxpsaden a la
mayoria de las areas del saber. Con la globalizacién del conocimigavés del uso de internet,
los trabajos en el area crecen a un ritmo exponencial. Los eventos y rciafersobre
Visualizacién también se multiplican y se subdividen cada vez mas seglistitetas ramas de
aplicacion. Tal es asi que la conferencia de la IEEE, que comenzd en 2860hdy tres
subsecciones: VAST, dedicada exclusivamente a los trabajos en eledvisudl Analytics
(concepto que desarrollaremos mas adelante y principal foco deadstp)t InfoVis, para
trabajos mas genéricos de Visualizacion de la Informacion; y Séav/sgccion exclusiva para
los trabajos de Visualizacion Cientifica.

Una de las areas de conocimiento donde se introdujo la ciencia de la Visualizataén, e
Mineria de Datos. Si bien ambas disciplinas han evolucionado en forma separada, comparten en
la actualidad varios puntos en comun. Muchos investigadores han trabajadotegracion de
ambas y se encuentran aln haciéndolo. Dado que el foco de este trabajisam@née tal
combinacioén, describiremos la evolucion de la conjuncion de ambas discglinesapartado
posterior.

I1.2.3 Proceso de Visualizacion

Con la evolucién de la disciplina, surgieron también varios enfoques sobre el proceso de
construccion de visualizaciones. Diferentes referentes de Visétizale la Informacion
enumeran diversas etapas e interacciones en el proceso de viguatizala informacién. Uno
de los autores mas mencionados es Colin Ware (2004) quien enumera lasesigiépas en el
proceso de Visualizacion (Figulia8):

¢ Recoleccion y almacenamiento de la informacién

e Preprocesamiento predisefiado para transformar los datos en algo cingpsla
mente humana

e El hardware y algoritmos graficos necesarios para producir imagenes en urla pantal

e Elsistema de percepcion y cognitivo del humano

Exploracién de Datos

(Humano)
Proceso visual
y cognitivo

Preprocesamiento y
Transformacion

Ambiente Fisico Entorno Social

Figurall .8 Diagrama esquematico del Proceso de Visualizacion (adpatado de @084))
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Como puede observarse, este proceso involucra el uso de un motor-gexfieadiéndose
una computadora para la generacion de la visualizacion, por lo que estamos considerando la
definicion acotada de Visualizacion de la Informacion que enunciamos en el apartado 11.2.1.

En el esquema propuesto por Ware, la mayor parte del proceso esthadaon la
recoleccion de datos. Esta recoleccion esté influenciada por un anfilsientéfuentes de datos
disponibles) y un entorno social que determina qué datos buscar en funciénrdepaipe del
analista. El proceso es altamente interactivo ya que es el humano quisnndeterando se da
fin al ciclo de visualizacion.

Ben Fry (2007) considera que el proceso de visualizacién de datos censiste serie
de pasos para poder contestar una pregunta que da origen a la necegislzlizgcion. Este
proceso puede observarse en la Figluéa

b *

b

adquirir == parsear = filtrar = extraer — representar = refinar = interactuar

M,

— - e

Figurall.9 Proceso de Visualizacién de Datos , adaptado al espafiol de BROEGTY.

Segun Fry, estas etapas consisten en:

e Adquirir . Obtener los datos ya sea de un archivo, un disco o un sitio en la red.

e Parsear. Proveer cierta estructura a los datos y ordenarlos en categorias.

e Filtrar . Remover los datos que no sean de interés.

o Extraer. Aplicar métodos de estadistica o mineria de datos para encotitcarepan
ubicar la informacion en un contexto matematico.

e Representar Elegir un modelo visual basico.

e Refinar. Mejorar el modelo basico para hacerlo mas claro o mas visualmente atractivo.

e Interactuar. Agregar métodos para manipular la informacion o determinar qué debe
verse.

Se observan varios puntos en comun con el proceso ilustrado por Ware. Sgodfnpar
ya menciona explicitamente dentro del proceso como tarea necesaxteatxion mediante
técnicas estadisticas o de mineria de datos. El autor ilustenksanes a lo largo del proceso
para representar la importancia del trabajo en equipo. Por lo gememisdera la practica de
visualizacién como un proceso en linea, donde los programadores se encaagahgdesicion
de datos y parseo, mientras que los disefiadores se enfocan en lagléoremesentacion. Es
importante destacar que el libro de Fry (2007) esta orientado adbsesigpor ello pone especial
atencion a la integracion de los especialistas en datos y los profesionatea del disefio.
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I1.3 Mineria de Datos y Descubrimiento del Conocimiento

I1.3.1 Definicion y Diferenciacion

Histéricamente la nocion de descubrir patrones ocultos en los datesidia muchas
denominaciones (Fayyad, Piatetsky-Shapiro, & Smyth, From Data Mining to Knowledge
Discovery in Databases, 1996). Mineria de Datos ha sido el m&addilpor estadisticos,
analistas de datos y comunidades de gestion de la informacién. Adaptandaraefiaidion
propuesta por Fayyad y otros, podemos definir mineria de datos como:

“la aplicacion de algoritmos especificos para extraer patrones de los datos”

Segun los autores, la Mineria de Datos es s6lo un paso en un proceso mas ampli
denominado descubrimiento del conocimiento (mas conocido como KDD por ssssighglés
Knowledge Discovery in Databases). KDD se refiere al proceso ¢ieleeckescubrimiento de
informacién util en los datos. En este sentido, se define KDD como (Fayyad, Piatetskg;Shapi
& Smyth, From Data Mining to Knowledge Discovery in Databases, 1996):

“proceso no trivial de identificacion de patrones validos, novedosos, potencialmente

Utiles y entendibles en los datos”.

Mas alla de la diferenciacion propuesta por los autores, en laidatLambos conceptos
se tratan en forma indistinta la mayoria de las veces.

I1.3.2 Evolucion de Mineria de Datos y KDD

A diferencia del concepto de Visualizacion de la Informacién, la nodén
“descubrimiento del conocimiento” tiene una historia mucho mas reciente. El primer taller de
KDD fue llevado a cabo dentro del marco de la IJCAI (Internatitwiat Conference on Artificial
Intelligence) en el afio 1989 (Piatetsky-Shapiro, 1991). Desde el afio 1998, dos=s tak
convirtieron en conferencias internacionales sobre KDD y Mineriaates y hoy en dia han
proliferado enormemente alrededor del mundo.

Existen dos enfoques para estudiar la evolucion de la Mineria oe [Etprimero parte
de la evolucion del concepto como resultado del desarrollo de lesasstle bases de datos.
Segun un segundo enfoque, Mineria de Datos es el resultado de la evoluaginededisciplinas
principales que la componen: la estadistica, el aprendizaje automatico yidermaiel artificial.

Han (2006) describe los avances en los sistemas de bases de datda $itneida de
Datos un paso mas del continuo. Para el autor la disciplina forma pgagtarderecimiento que
tuvieron los sistemas de bases de datos desde los afios sesentastdektmda, las tecnologias
de informacioén y de bases de datos han estado evolucionando sisteméticamente désds primi
sistemas de procesamientos de archivos a sistemas sofistigattes gsos de bases de datos. En
los afios setenta, estos sistemas progresaron y se convirtierizterras de bases de datos
relacionales sobre los cuales los usuarios pueden acceder a loa ttat@gss de lenguajes de
extraccion, interfaces de usuario y otras técnicas.

La informacion puede ser hoy en dia almacenada en diversas bases geefabsitorios
de informacion. Uno de los mas utilizados es el data warehouse. Hstodgée incluye la
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limpieza de datos, la integracién de datos y el procesamiento arafinbtico (OLAP por sus
siglas del inglés on-line analytical processing).

A pesar de que la tecnologia OLAP permite el analisis multidimenhsidagoma de
decisiones, es preciso contar con herramientas analiticas mas pquerpgesmitan llevar a cabo
otro tipo de tareas, tales como clasificacion, prediccién o agrupanfemstering). Gracias a
esta necesidad de andlisis avanzado y la creciente disponibilidedode surge lo que hoy se
conoce como Mineria de Datos.

El segundo enfoque para analizar la evoluciébn de Mineria de Datos, caTsiste
identificarla como la disciplina convergente de sus tres componelmegpales: estadistica,
inteligencia artificial y aprendizaje automatico (Kumar & Bhardwaj, 2011).

Los estadisticos han utilizado las computadoras por décadas como medio para demostrar
o refutar hipétesis sobre los datos. La estadistica es la baseasqbesHan sido construidas la
mayoria de las tecnologias de Mineria de Datos. Sin embargo el lssesdadistica continta
asumiendo un conocimiento previo sobre los datos y posterior comprobaciémasnigré la
Mineria de Datos se trata de todo lo contrario.

La Inteligencia Artificial es otro de los grandes componentesideri de Datos. Esta
disciplina esta construida sobre la heuristica como oposicion attistisa y pretende aplicar
procesamiento similar al pensamiento humano a los procesos estadidtidogjue este enfoque
requiere gran capacidad de procesamiento computacional, no fue practidasa®ts ochenta,
cuando las computadoras se hicieron mas poderosas. El Aprendizaje Autqraétieoser
considerado como una evolucidn de la Inteligencia Artificial (Al pors@las en inglés), dado
que mezcla la heuristica de Al con métodos estadisticos avanzados.séigliaaie permite a
las computadoras aprender sobre los datos para luego aplicar el centiciapirendido sobre
otros datos.

Tradicionalmente las técnicas de Mineria de Datos pueden dividinse ekfin que
tienen: extraccion o identificacion de patrones, agrupamiento de datosr{ety)stclasificacion
o0 categorizacion predictiva. Cada uno de estos grupos ha experimentadoluciarediferente.

La técnica mas conocida de extraccion de patrones es la de Regla®aiacidn
propuesta por Agrawal (Agrawal, Imielinski, & Swami, 1993) para tacd&n de patrones de
compra en tickets de supermercados. Una regla de asociaciéon eslanaaleabilistica que
determina que si ciertos conjuntos de datos ocurren en forma sieaylédtonces otros conjuntos
de atributos también tienen posibilidades de ocurrir. Esta técnidgdchengy utilizada en la
comunidad de Mineria de Datos y a la vez referenciada en la pagerde los trabajos de la
disciplina. Luego de este primer trabajo, el algoritmo se extendidaa aplicaciones. Hoy el
mismo es utilizado por muchos sistemas de recomendacion para degesidé interés a las
personas de acuerdo a su comportamiento de compra.

Otra de las grandes categorias de algoritmos utilizados en MuoherDatos es la de
agrupamiento o clustering. Esta técnica consiste en agrupar los etat@=ipos pero sin
conocimiento previo de los mismos. A diferencia de la mayoria déglmstanos de Mineria de
Datos, se trata de una técnica exploratoria. Berkhin (2009) presentatemsagrvestigacion
sobre los diferentes tipos de clustering y su aplicacion espamifidineria de Datos. La division
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mas comun en clustering es separar los algoritmos entre métodlmpiijys y métodos de
particionamiento. Los primeros construyen los grupos gradualmente, migagrdos segundos
aprenden los grupos directamente.

Las técnicas de agrupamiento han sido ampliamente utilizadas en aplicdeidfiasria
de Datos y contindan desarrolldndose para poder resolver las prindipiesdnes de estos
algoritmos. Entre ellas podemos mencionar el tipo de atributos quderpusanejar, la
escalabilidad a grandes bases de datos, la habilidad para trabajdatosncon muchas
dimensiones, la capacidad para encontrar grupos en formas irreguldvasgdas en elipses), el
manejo de casos extremos (outliers), la complejidad del tiemgepémdencia de orden de datos,
el apoyo en el conocimiento a priori de los usuarios y la interpretabilidad de loadesult

La investigacion en el campo de clustering es muy amplia. Dado queornugsajo no
se centrara en este tipo de algoritmos, no profundizaremos en la evolucion de los mismos.

El altimo grupo de algoritmos de Mineria de Datos es el deicksidn o categorizacion.
Estas técnicas tienen como objetivo construir clasificadores que puedsiicElos a nuevos
datos para categorizar éstos en grupos. La diferencia con las técritastateng, es que para
clasificar necesitamos datos pre-categorizados que serviraanpaaar el algoritmo. Debido a
esto, las técnicas de clasificacion suelen ser llamadas algerden aprendizaje supervisado
mientras que las de agrupamiento son referenciadas como algodemagrendizaje no
supervisado. Dentro de este grupo se encuentran los arboles de decision, técnicesi@eyeg
redes neuronales.

Los arboles de decisién son una de las técnicas de clasificaciamilizaslas y es de
hecho este tipo de algoritmo el que seleccionamos para el desarrollesi® enfoque. Los
algoritmos mas conocidos son el ID3 (Quinlan J. R., 1986) y su sucesor Qh&ifQ1993),
CART (Breiman, Friedman, Stone, & Olshen, 1984) y CHAID (Kass, 1980).

ID3 es un algoritmo muy simple que utiliza la medidadistica de “ganancia de
informacidén” como criterio de division. El crecimiento del arbol termina cuando todas las
instancias pertenecen a una solo clase o cuando el mejor indicadoadeiayae informacion
no es mayor que cero. Esta técnica no aplica ninglin procedimiento de poda gienmpnoejar
valores faltantes o atributos numéricos. C4.5 fue desarrollado psnebrautor de ID3 (Quinlan,
1993). Las mejoras mas relevantes que introdujo en el algoritmacgptacion de variables
discretas y continuas, capacidad para manejar datos faltantastypdrccion de la técnica de
poda para prevenir el sobreajuste.

CART proviene de las siglas en inglés de “Classification and Regression Trees”. Se
caracteriza porque produce arboles binarios, es decir que cada nodo tedesséhlidas
posibles. La funcionalidad més importante de este algoritmo es la capdeidaderar arboles
de regresion. Estos arboles predicen en sus hojas valores numéonadases. Cuando se utiliza
CART para generar un arbol de regresion, el criterio de divisibosesr aquella particion que
minimiza el error cuadratico. La prediccion en cada hoja estadasdd media ponderada del
nodo.

El arbol de decision CHAIDGHi-squared Automatic Interaction Detection) proviene de
desarrollos estadisticos. Para cada atributo de entrada, CHAIDiddeetipar de valores en el
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conjunto de datos que es significativamente menos diferente respectior objetivo. Esta
diferencia significativa es medida a través del p-valor obtenido megiaungbas estadisticas. El
p-valor es utilizado en estadistica para realizar contrastépdtesis. Este parametro indica cudl
es el menor nivel de significacion que puede escogerse para secaedptaria una hipétesis
alternativa, siendo la hip6tesis de nulidad la que se desea proligo.ds test a utilizar depende
del atributo objetivo. Para cada par seleccionado, CHAID compruedbgsialor obtenido es
mayor que cierto umbral de union. Si la respuesta es positivalgantalores y busca por otros
pares potencialmente unificables. Este proceso es repetido hasta quends lpayes para unir.
Se selecciona entonces el mejor atributo de entrada para ser utilizado piaraldieido actual,
de tal manera que cada nodo secundario est4 hecho de un grupo de valores bendejéne
atributo seleccionado. Este algoritmo soporta valores faltantes y no empleagéenpoda.

Las técnicas de regresién también han sido utilizadas, y contintan siéndalesplya
problemas de clasificacién en Mineria de Datos. En casos simples, sapligdda regresion
lineal para predecir valores futuros de datos. Sin embargo, los preldeimaundo real suelen
no ser proyecciones lineales de datos pasados, por lo que es necesariéapliearde regresion
mas avanzadas, como por ejemplo regresion logistica.

La regresion logistica es una generalizacion de la regresion lineal.ilizadat
principalmente para predecir variables binarias y ocasionalmeritblear multi-clase. Esta
metodologia se enmarca dentro del conjunto de Modelos Lineales Gaeral{(GLM). A
diferencia de los arboles de decision, la regresion logisticeldevia probabilidad de que un
valor pertenezca a determinada clase. Dado que tiene sus origemeanea tie estadisticos de
la Mineria de Datos, muchas veces es preferida como técnica €fleattasi por sobre los arboles
de decision o redes neuronales.

Este Gltimo método mencionado es de particular interés yagpezlkes neuronales tienen
la posibilidad de resolver complejos problemas. Los algoritmos de rademales pueden ser
utilizados para predecir variables objetivo de clase y numéricas.

La historia de las redes neuronales puede ser dividida en dos grandsslépagaimera
etapa en donde tuvieron un corto éxito, de 1940 a 1970 y el resurgimiento a partir de los afios 80
(Roberts, 2014) con su aplicacion hasta el dia de hoy.

El trabajo mas antiguo en este ambito data de 1940 cuando McCulloghigtRittujeron
el primer modelo de computo de redes neuronales. En 1950, Rosenblatt dedanadlelo mas
basico de redes neuronales, el perceptron, que era capaz de apreradeclaigficaciones al
ajustar los pesos de las conexiones. Dado que este modelo tenia lmitd@snes, el interés
en las redes neuronales decayd. En 1980 resurgen gracias al desarroliedieslasulticapa,
particularmente las redes “backpropagatich Hoy en dia el uso de algoritmos de redes neuronales
por analistas de Mineria de Datos, especialmente en &mbitos comencaegan comin como
el de arboles de decisidén o regresion logistica ya que los resuladisse tipo de algoritmo
suelen ser muy dificiles de explicar para el usuario regulau Aez, las redes neuronales
aplicadas a grandes bases de datos suelen tener problemas de performance ratiaenastha
tiempo para computar todos los pesos. La bibliografia sobre este tipo denalgies muy vasta
y no entraremos en detalle en este trabajo por estar fuera del alcance del mismo.
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El campo de Mineria de Datos experimentd y sigue experimentadecimiento muy
rapido dada su amplia posibilidad de aplicacion a diversas industrias. Las esmgeesa
telecomunicaciones y de tarjetas de crédito, lideres en la apficdeitécnicas de Mineria de
Datos, utilizan algoritmos por ejemplo para detectar fraude enoetieisus servicios. Las
compafiias de seguros y mercados de valores también estan intezadadagslicacion para el
mismo fin. Las practicas en medicina también son diversas. La astatisstestado siempre
presente en esta ciencia y la Mineria de Datos logr6 hacetsgawren el campo. Se pueden
utilizar diferentes técnicas predictivas para evaluar laiei@gatl de procedimientos quirargicos
o medicamentos. La industria de supermercados utiliza la Mineria de [atoslecidir qué
productos tener en inventario como asi también para mejorar sus poesogiofertas al poder
predecir la efectividad de las mismas. En general las areasiriteting directo son las mas
beneficiadas por el uso de técnicas de Mineria de Datos, ya que peatetéetar qué personas
estaran mas dispuestas a aceptar una promocién, logrando reducir los costos en {asidieiati
comercializacion. Estos son sélo algunos de los ejemplos de campos de aplieddi en la
actualidad. Cada vez més disciplinas hacen uso de Mineria dep@edagenerar conocimiento
sobre sus grandes bases de datos.

La complejidad creciente en varios de los campos de aplicacion y los s\anda
tecnologia han impuesto nuevos desafios para la disciplina; entreifdtesntes formatos de
datos, ubicaciones dispares, avances en redes, nuevos contextos de negocio, por s@nciona
algunos. La integraciéon con técnicas de Visualizacion de la Infadmégarinbién es un gran reto
y es lo que pretende resolver la corriente de investigacion de ¥isalgtics que desarrollaremos
en la seccion siguiente.

I1.3.3 Proceso de KDD

El proceso de KDD delineado por Fayyad y otros en 1996 (Fayyad, PiatetsksoSRapi
Smyth, From Data Mining to Knowledge Discovery in Databases, 1996)S&ndo hasta el dia
de hoy vigente. Este proceso es interactivo e iterativo y estd compuestariperpasos que
requieren de decisiones a ser tomadas por el usuario. En la FigOrpuede observarse un
esquema del mismo.

Antes de realizar la seleccion de datos, es preciso compremnideniaio de aplicacion y
el objetivo para el cual se llevara adelante el procesddd® Kina vez comprendido esto, debe
seleccionarse la informacion sobre la cual seran realizadasréas @ descubrimiento de
patrones. Estos datos deben ser pre-procesados, implicando esto laalidgiezs mismos,
eliminacion de ruidos y valores extremos, tomar decisiones sdbaéaehiento de datos faltantes
y considerar los datos que cambian con el tiempo. Una vez procesadasoksios mismos
pueden ser transformados para reducir la dimensién del problema. El nUmenabies a
considerar puede reducirse o se pueden buscar nuevas formas de repossdatias. Con los
datos ya transformados, se debe decidir qué técnica de mineria de datos s&sjaktbjetivo
del proceso de KDD bajo estudio. Se podra elegir por tanto entre maldeldasificacion,
regresion, agrupamiento (clusters), redes neuronales, entre otrazddtd mproducira una serie
de patrones que deberén ser interpretados y evaluados para finatoewéstirlos en
conocimiento. Este nuevo conocimiento servira para ejecutar accicaemban informacion.
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Los resultados de estas acciones retroalimentaran todo el procesddguKlzs altamente
interactivo e iterativo.

Datos Datos Datos

Seleccionados Preprocesados

" Conocimiento

P Transf Mineria de Interprets:

» reprocesa » e

Seleccién P! : ransier piacas cién/Eva-
-miento macién T

Figurall.10 Proceso de KDD (adaptado de (Fayyad, Piatetsky-Shapiro, 8a Sarpm Data Mining
to Knowledge Discovery in Databases, 1996)

I11.4 El Enfoque de Visual Analytics

I1.4.1 Definicion

Como hemos podido comprobar en las secciones anteriores, las técnicatisge ana
automatico, como la Mineria de Datos, se desarrollaron independientefadatetécnicas de
Visualizacién. Sin embargo, desde hace menos de diez afios existe una nueva domunida
cientifica que esta investigando las ventajas y aplicaciones enesrderia unificacion de ambas
disciplinas. Los investigadores se encuentran desarrollando el méoapeeoy se conoce bajo
el concepto de “Visual Analytics™.

Segun una de las primeras definiciones (Wong, 2004), Visual hnaigs la ciencia de
razonamiento analitico facilitado por interfaces humano-maquina ititergic Sin embargo,
rapidamente la misma fue mejorada, definiéndose hoy Visual Aswmlgidmo (Keim,
Kohlhammer, Ellis, & Mansmann, 2010):

“la disciplina que combina técnicas de analisis automdtico con visualizaciones interactivas
para un efectivo entendimiento, razonamiento y toma de decisiones basadas en conjuntos de

datos grandes y complejos”

11.4.2 Evolucion del Concepto

Tanto la Visualizacion de la Informacion como la Mineria de Daiosnsétodos que
sirven para transformar informaciéon en conocimiento. Sea un modelo, an patna relacion,
la Mineria de Datos puede ser vista como la presentacion de un reiitosmlatos en forma de
informacién. Esta acepcion esta alineada con los objetivos prircihala Visualizacion de la

3 El término es conocido en inglés mundialmente por lo que en este trabagduremos el mismo al
Espafiol ya que se desconoce una traduccion util.
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Informacion: encontrar una representacion de los datos que reduzca lejicamgierdiendo la
menor cantidad de informacion posible pero ganando foco en la informacion relevante.

Estas disciplinas han evolucionado a lo largo del tiempo en forma indepen#iento
general la mayoria de los investigadores de KDD se han concentrado en el desarrolloade técni
para la automatizacion del procesamiento de datos. Por el contrarbjeévo de los
investigadores de Visualizacion ha consistido en facilitar la odi€na de las personas con la
informacién mediante la reduccion de datos a dimensiones procesables por la mente humana. En
otras palabras, mientras que la Mineria de Datos promueve la dngmidat la Visualizacion
impulsa la interaccién de las personas. Esta diferencia de objgtivesios causas principales
(Fayyad, Grinstein, & Wierse, 2001). La primera es la creencia da quteition humana puede
ser un estorbo mas que una ayuda en el analisis de grandes bases da segpsida, ha sido la
fascinacién por automatizar el modo en que la gente encuentra patrones en los datos.

En los Ultimos afios, los investigadores han reconocido el potencial deglaaiin de
procesos de Visualizacién y Mineria de Datos. Uno de los prine@@samientos a esta
integracion fue denominado “Visual Data Mining”. En Agosto de 2001, se llevo a cabo el primer
encuentro de investigadores de ambas areas. El objetivo era exptonaosibilidades de
involucrar a los humanos en el proceso de Mineria de Datos. La idépgraansistia en que al
combinar la flexibilidad, creatividad y conocimiento de las personas lcgoder de las
computadoras, se podria aumentar la efectividad de ambas.

La mayoria de los primeros trabajos en Visual Data Mining se enfoea dos instancias
del proceso de KDD. Al comienzo, para la exploracion visual de dato® faréas tareas de
Mineria de Datos, o al final para la representacion de los réssiitke los modelos. Sin embargo,
ya desde entonces se planteaba la necesidad de un enfoque mas promisorioipardécatdas
de visualizacién de datos e interaccion en la fase de construccion de los modelos.

Estos primeros abordajes luego migraron a lo que hoy se conoce como “Visual
Analytics”. El término fue utilizado por primera vez en 2004 (Wong, 2004) y luego con el trabajo
“Illuminating the Path: The Research and Development Agenda for Visual Analytics” (Thomas
& Cook, 2005), el concepto fue ampliamente aceptado. Actualmente @ldémutilizado en
un contexto mas amplio, describiendo nuevos campos que combinan areas de ibregtigac
incluyen visualizacion, interaccién humano-computadora (HCI), anddisiatos, administracion
de datos, procesamiento de datos espaciales y temporales y estadistica.

A pesar de que el término es relativamente nuevo, dado que se trataamjuncion de
varias disciplinas, varios trabajos anteriores a la aparicion decestepto ya contenian
caracteristicas de Visual Analytics. En este sentido eggatete la investigacion realizada por
Bertini y Lalanne (Bertini & Lalanne, 2009) en donde categorizan losjésaba la disciplina
segun el peso de los componentes de visualizacion o mineria de datos foen&s sugieren
tres categorias: Visualizacion mejorada computacionalmente (V++), riMinaejorada
visualmente (M++) e integracion entre Visualizacion y Mineria de std$. En la primera,
agrupan todos los trabajos que son fundamentalmente de Visualizacion, pavotamen algin
tipo de procesamiento automatico para soportar la misma. En el grupo Migiad®aa todas las
investigaciones que si bien son principalmente sobre algoritmos deiditeeDatos, utilizan
técnicas de Visualizacion para mejorar la interpretacion deetoadtados. Por dltimo, separan
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aqguellos trabajos en donde las técnicas de Visualizacion y MaeDatos estan integradas de
forma tal que no es posible diferenciar el rol de cada una de Edf#sultimo grupo es el de
nuestro interés, ya que concentsa investigaciones en lo que se conoce como “Visual
Analytics”.

Laintegracion de Visualizacion y Mineria de Datos, puede ser deajgpblanca o negra.
En el primer caso la cooperacion entre el humano y la maquina sel gaceeso de construccion
de los modelos de Mineria de Datos. Este tipo de integraciénges laropusieron Ankerst y
otros (Ankerst, Ester, & Kriegel, 2000) para la construccién coopeidgiéaboles de decision.
Plantearon un sistema en donde el humano puede seleccionar los atrilzejoardeion de los
nodos y decidir qué clase asignar a cada rama del arbol. La herrapa@antte incorporar el
conocimiento del especialista reforzando su confianza en el modelo. Astbalmsta
caracteristica esta implementada en varios programas comerciaieeda de datos, tales como

SAS Enterprise Miner e IBM SPSS Modeler. En un trabajo mas reciente, van den Elzen y Wijk

(van den Elzen & van Wijk, 2011) presentan BaobabView. La solucién peadigeas de
construir interactivamente arboles de decisién, comparar los diferest#tsidos producidos por
la seleccion de diferentes atributos de division y valores, caracasigtie no se encontraban
presentes en los trabajos relacionados. En la Fibtdapuede observarse la interfaz de usuario
de la herramienta. Este trabajo se focaliza en la interacdibiii@no y en la configuracién de
los arboles por prueba y error. Mas adelante compararemos estgeabordal propuesto en
nuestro enfoque.
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Figurall.11 Interfaz de usuario de Baobview (van den Elzen & van Wijk120

En el caso de la integracidn entre Visualizacion y Mineria de dattigo caja negra, la
interaccion ocurre, pero indirectamente. Se utilizan los algoritmos de Mind&@aken forma
automatica pero se le permite al usuario visualizar las diesreconfiguraciones de los
pardmetros de los mismos. Una solucion de este tipo es Morpheusr(M&Hent, Krieger,
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Jansen, & Seidl, 2008), que permite la exploracion interactiva de catearisualizacion de los
resultados de las diferentes configuraciones de los parametros de agrupamiento.

Desarrollos mas recientes tienden a integrar ambas disciplinasfemmaantuitiva para
el usuario, con funcionalidades exploratorias y analiticas. Tal eselpoa ejemplo de la
herramienta SAS Visual Analytitsque casualmente lleva el nombre del area bajo estudio. Esta
solucion tiene funcionalidades para las dos primeras etapas del desfnolbdelos analiticos,
la exploracion de los datos y la construccion de modelos de mineridode Sia embargo no
posee aun caracteristicas que le permitan al usuario comparasutiados de los diferentes
modelos. En su version actual usuario puede generar arboles de decision de tipo descriptivo,
pero no puede realizar comparaciones visuales de los resultadosrdaginonfiguraciones de
parametros ya que la herramienta no posee la capacidad para genvaaROC o matrices de
confusion.

La mayoria de los desarrolladores de herramientas de Visualizadidrciotral han
comenzado a incluir entre sus capacidades funcionalidades analiticas &staso por ejemplo
de Tableati Esta herramienta nacié como una solucién para las tareas que se conozen C
“Business Intelligence” y actualmente permite la integracion con el software R para cubrir las
necesidades analiticas de los usuarios integracion se basa principalmente en la visualizacion
de modelos que ya han sido construidos en R pero no permite la modificadsiralizacion
interactiva de cambios en los parametros.

Por el momento, existen muy pocas soluciones de este tipo, en donde es posible
interpretar visualmente las variaciones de los algoritmos de fslieDatos respecto de cambios
en los parametros de configuracion. Por tal motivo Bertini y LaléBesini & Lalanne, 2009)
declaran de especial interés el estudio de técnicas de visualizademtedique permitan realizar
esta tarea. Si bien la necesidad de integracién de técnicas dezdisdally Mineria de Datos es
evidente y continda en constante crecimiento, no ha habido avances sigoffieat las
herramientas de Mineria de Datos para mejorar la interpyetedeilos parametros visualmente.
Este punto constituye el motivo principal de nuestra investigacion.

En nuestro primer trabajo publicado en la seccién especial sobre ig\nddis
Incertidumbre y Espacio de Pardmetros en Visualizacion de la ediciopu@er & Graphics de
Elsevier(Padua, Schulze, Matkovié, & Delrieux, 2014) presentamos una primera contribucién a
esta necesidad. En el mismo desarrollamos principalmente la visualiziecios efectos de la
configuracion de los pardmetros de arboles de decision en los resultatidesnzetravés de
curvas ROC vy Lift principalmente. Eal trabajo que aqui desarrollamos expandimos la
metodologia al incluir también el desarrollo de funcionalidades quéeadih generacion de
multiples arboles de decision a los usuarios de herramientas de mineriasde dat

4 http://mww.sas.com/en_us/software/business-intelligence/visual-analytics.html
5 Version Marzo 2014 SAS Visual Analytics 6.4

6 http://mww.tableausoftware.com/

7 http://imww.tableausoftware.com/learn/whitepapers/tabbeadi-faq
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I1.4.3 Proceso de Visual Analytics

El proceso de Visual Analytics presentado por Keim (Keim, KohlhamEiks, &
Mansmann, 201@ombina métodos automaticos y visuales con la interaccion humana para ga
conocimiento sobre los datos.

En la Figurall.12 puede observarse el modelo propuesto por Keim. El primer paso
consiste en la preparacion y transformacion de los datos para siopesigoracion. Luego de
esta tarea, el analista puede elegir entre el analisal visel automéatico. Si se utilizan primero
métodos automaticos, se aplican algoritmos de Mineria de Datas pavdelado de los mismos.
Una vez que se crea el modelo, el analista debe evaluar y edfimsmo, lo cual puede ser
realizado de mejor forma a través de la interaccion con los datogisualizaciones permiten a
los analistas interactuar con los métodos automaticos al mogidicanetros o seleccionar otros
algoritmos. Luego se pueden visualizar los modelos para evaluar losnciembos generados
por los mismos.

Exploracion Visual de Datos

Interaccion del

Visuali- Usuario

Mapeo zacion

Transformacion =
. Dat Construccion Visualizacién Conoci-

i atos de Model de Modelos .
eMedelas miento
Mineria de
Datos
Modelos

Refinamiento de
Pardmetros

Analisis Automatizado de Datos

Bucle de retroalimentacidn

Figurall.12 El proceso de Visual Analytics (traduccién de (Keim, Kohlhammer, Rlildansmann,
2010).

Otra forma de analisis es comenzar por la exploracion visual de los datesp@rmar
una hipotesis generada por los métodos automéaticos. La interaccion esiag@agaarevelar
informacién util que permita mejorar los procesos de analisis automatico.

Este proceso tiene como objetivo integrar fuertemente los praagsmsaticos con los
de interaccion visual. En nuestro trabajo nos enfocaremos en lazasigad del refinamiento de
parametros.
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I1.5 Resumen

En el presente capitulo hemos presentado la vision de Visual Analytics resultado
de la conjuncién de las disciplinas de Visualizacion de la Informacibtingria de Datos.
Repasamos los conceptos y evolucion de cada una de las técnicasprjulo® procesos para
generar visualizaciones y modelos de Mineria de Datos.

Gracias al estudio del estado del arte en el area de Visugtiésigpudimos detectar la
necesidad analizar la influencia de la configuracion de los parandetragoritmos de mineria
de datos mediante técnicas de visualizacion. Nuestro trabajo se eenteste punto,
contribuyendo al desarrollo de la disciplina.

En los siguientes capitulos desarrollaremos nuestra idea y presestarera
metodologia para analizar visualmente los cambios en el poder predictivo de debdéeision
debido a las diferentes configuraciones de los parametros. Presentanemé®do interactivo
de andlisis en contraste a un método interactivo de construccion.
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III. Metodologias Actuales para la Construccion y
Evaluacion de Arboles de Decisién

I11.1 Introduccion

En el capitulo anterior introdujimos la reciente disciplina de Visual Analgttravés de
su historia y evolucién. Mencionamos la necesidad de continuar desatwotiécnicas que
combinen metodologias de Visualizacion de la Informacion y Minerzattes. Cada algoritmo
de Mineria de Datos contiene parametros especificos que precisanfigurados para generar
diferentes modelos y consecuentemente diversos resultados. A fin de edcalizance del
presente trabajo, dentro de las técnicas de Mineria de Datos dispph#éhos seleccionado la
metodologia de arboles de decisién para desarrollar nuestro enfoquenti@staremos en la
configuracion de los algoritmos de arboles de decisién del tipo Cl#dBs, 1980). La eleccion
de esta técnica en particular no ha sido al azar. Los arboles déridscisampliamente utilizados
por analistas de Mineria de Datos en Ambitos comerciales, debido a la facilidtptetacion
de los resultados generados por los mismos. A su vez estos algadmoaly flexibles dado
gue es posible cambiar varios parametros para generar modaioatalbs y son menos sensibles
a datos faltantes o a valores extremos (outliers). La eleccion defitmo CHAID
especificamente se debe a que es el que se encuentra implersearites herramientas de mineria
de datos mas utilizadas por analistas corporativos, SAS EnterpriseeMBldr SPSS Modeler
(Rexer, 2012).

Para analizar la efectividad de los arboles de decision, explicsigmso de las curvas
ROC (Receiving Operating Characteristics Curves) y las curvds [Efftas curvas son
ampliamente utilizadas por los analistas de Mineria de Datosstituyen un medio visual de
interpretacion de los resultados del modelado.

En este capitulo explicaremos la metodologia de construccion y evaldacarboles de
decisién actual. Haremos foco en el estado de integracion de \asi@ize la Informacion y
Mineria de Datos en cada una de las etapas de construccion de un modelo preslietivarco
contribuird a evaluar las mejoras que proponemos en nuestro apouid, dggsarrollaremos en
el capitulo siguiente.

I11.2 Algoritmo CHAID

I11.2.1 Método de Analisis

El acronimo CHAID proviene de las siglas del inglé€hi-Squared Automatic
Interaction Detection”. Fue propuesto por Kass en 1980 (Kass, 1980) como una variacion a las
primeras técnicas presentadas en 1963 por Morgan y Sonquist (Morgan & Sdffi83t,
denominadas‘Automatic Interaction Detection” (AID). Estas técnicas son una familia de
métodos utilizados para el andlisis de conglomerados para variat@dgéricas no continuas.
Estos algoritmos pueden ser utilizados tanto para describir conjurdatodecomo para predecir
comportamientos.

34



El objetivo del procedimiento CHAID es dividir la poblacion sucesivamen dos o mas
grupos, a partir de una variable independiente que mejor expligasédsedia cual pertenece cada
instancia evaluada. Esta evaluacion del mejor predictor se hacandkilizl p-valor de la
distribucion Chi-Cuadrado, de ahi su nombre.

El p-valor es utilizado en Estadistica para realizar contrdstbgpotesis. Este parametro
indica cudl es el menor nivel de significacidn que puede escogersel paed se aceptaria una
hipotesis alternativa, siendo la hip6tesis de nulidad la que septebaa. El p-valor, aplicado al
algoritmo CHAID, representa la probabilidad observada entre el foedicla variable
dependiente que se presentaria si fueran estadisticamente independientespouejprvalor
de 0.05, significa que la relacién observada entre el predictorvgriable dependientee
presentaria solamente 5% de las veces, si las variables fueran independientes.

CHAID utiliza el estadistico Chi-cuadrado para analizatasi diferencias entre la
distribucién de los valores observados y la distribucion de los vaspesados son debidas al
azar, o bien si no cumple la hipétesis establecida. En el caso de les 8ddecision, la hipotesis
nula es que las variables son independientes. El algoritmo calestadilstico Chi-cuadrado para
cada combinacion de la variable dependiente con respecto a la indepgndétatenina el valor
del mismo segun la tabla de contingencia.

Una tabla de contingencia es una tabla de doble entrada en donde ersiladiguea
la cantidad de casos o individuos que poseen las ambas caracteristizaslanafor ejemplo,
en la Tabla Ill-1 se observa una tabla de contingencia de 2x2 en dalaeetda contiene la
cantidad de individuos de determinado sexo (hombre o mujer) que cumplen condiggn de
fumador (no fuma, fuma).

Sexo
Hombre Mujer Marginal
Fumador 65 58 123
No Fumador 43 67 110
Marginal 108 125 233

Tablalll-1 Tabla de Contingencia Sexo versus Fumador

Con estos valores se puede calcular el estadistico Chi-Cuadradonpéraraa
dependencia de las variables. Su céalculo permite conocer con un nivel idazsorttadistico
determinado si los niveles de una variable influyen en los niveletsadeariable. Para el caso de
ejemplo de la Tabla IllI-1, el estadistico determinara si e skxuna persona es un factor
determinante en su condicion de fumador. Pearson planted la utilizatiéstaltistico Chi-
Cuadrado (3 definido por:

h k
2 i:12j:1(nij _Eij)z
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donde:
nj numero de observaciones (frecuencia) que tienen el atributo i y el atributo |
E;j numero de observaciones (frecuencia) esperadas en condiciones de independencia

Este valor es comparado contra el valor tabulado de la tabl@u@dirado para un nivel
de confianza determinado y (n-1) (k -1) grados de libertad. Si elaamrado es mayor que el
valor de la tabla significard que las diferencias entrer¢éasi€ncias observadas y las esperadas
son muy elevadas y por lo tanto se puede determinar con ciert@@igenfianza que existe
dependencia entre los atributos analizados.

Para ejemplificar el célculo de Chi-Cuadrado utilizamos losrealde la Tabla IlI-1 y
realizamos los célculos necesarios y los comparamos versusretighbstadistico de la tabla
Chi-cuadrado. En la Tabla 1llI-2 se pueden observar las distribuciones espamacaso de
independencia. Cada celda se calcula como el producto del total de aasoadaaatributo
dividido el total de casos bajo analisis.

Sexo
Hombre Mujer Marginal
Fumador 123*108/233=57 | 123*125/233=66 123
No Fumador | 110*108/233=51 | 110*125/233=59 110
Marginal 108 125 233

Tablalll -2 Valores esperados de distribucion en caso de independencia

Luego para calcular el estadistico aplicamos la formula de Pearson:

iz1 2j=1(nij — Ei)* (65 = 57)? L (58-66)7  (43-51)7 (6759’
E; 57 66 51 59
=442

xZ_

Dado que el valor resultante es mayor que el de la tabla para udaisvehfianza del
95% con 1 grado de libertad (3.84), se rechaza la hipétesis nula de indejzeedéeclos
factores, es decir se considera que el sexo de una persona influye en su condiciadate fum

CHAID realiza varias pruebas Chi-cuadrado a lo largo de la éfecdel algoritmo. Esto
tiene como consecuencia el aumento de la probabilidad de aceptar eeritedamelacion entre
una variable dependiente y una independiente. Para disminuir esteKies§@1980) propuso
el uso del “ajuste de Bonferroni”, que consiste en una técnica estadistica que ajusta el nivel de
significacion en relacion al nUmero de pruebas estadisticas dealigenultaneamente sobre un
conjunto de datos. Este ajuste produce un p-valor ajustado que es el que utiliza el algaitmo par
el andlisis de la dependencia de las variables.

Si bien en su trabajo Kass propone el modelo s6lo para variables independientes
categdricas, la metodologia también puede aplicarse con variablésgagnPara lograrlo, estas
variables se convierten a intervalos o rangos.
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I11.2.2 El Algoritmo
El algoritmo consiste en tres grandes pasos: fusion, division y detencion.
Fusion
Para cada variable predictora X, unir las categorias no sagihifis. Cada categoria final de X

resultara en un nodo hijo si X es utilizada para dividir el n@g@aso de fusién también calcula
el p-valor ajustado que seré utilizado en el paso de division.

1. Si X tiene una sola categoria, parar y fijar el p-valor ajustado en 1.

2. Si X tiene dos categorias, ir al paso 8.

3. Sinose cumplen ninguna de las condiciones anteriores, encontrar etaybeias de
X gue es significativamente menos diferente (mas similapaEmas similar es aquel
cuyo test estadistico tiene el mayor p-valor con respecto a la variable dependiente

4. Para el par que tiene el p-valor mayor, verificar si el misrmag®r que el definido por
el usuario. Si lo es, este par es fusionado en una sola categoria camipuegd un
nuevo conjunto de categorias X es formado. Sino lo es, ir al paso 7.

5. Si la nueva categoria X formada consiste de 3 0 mas categagiasles, entonces
encontrar la mejor division binaria dentro de la categoria compuedtada el p-valor
sea el menor. Realir esta division binaria si el p-valor no es mayor que un valor alfa
de division.

6. Ir al paso 2.

7. Cualquier categoria que tenga muy pocas observaciones (comparadonciormel
seleccionado por el usuario), es unida con la categoria mas similatampedel p-valor
mas grande.

8. Se calcula el p-valor para las categorias fusionadas aplicando los ajustes demonfer

Division
La mejor division para cada predictor es encontrada en el passide. fEl paso de division

selecciona el mejor predictor para dividir el nodo. Esta seleccifeakzada comparando cada
p-valor ajustado asociado a cada predictor. El p-valor ajustado es obtenido en el paso de fusion.

1. Seleccionar el predictor que tenga el menor p-valor ajustado, @s eleenés
significativo.

2. Si el p-valor ajustado es menor o igual al valor definido por el usuavidird nodo
utilizando este predictor. Caso contrario, no dividir el nodo. Se coneerten nodo
terminal.

Detencion

El paso de detencion corrobora si el proceso de crecimiento del arbaaeipeiar o si debe
detenerse teniendo en cuenta las siguientes reglas.

1. Siel nodo es puro (todos los casos en el mismo tienen la claseadalide dependiente),
no se dividira el mismo convirtiéndose en nodo terminal.

2. Sitodos los casos en el nodo tienen valores idénticos para cadaopresliobdo no sera
dividido.
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3. Silaprofundidad del arbol alcanza el maximo definido por el usuariaintrel proceso
de crecimiento.

4. Si el tamafo de un nodo es menor al limite definido por el usuarioselonmio sera
dividido.

5. Siladivision del nodo resulta en un nodo hijo cuyo tamafio es menarialovdefinido

por el usuario, este nodo hijo sera fusionado con el nodo hijo mas similar en términos de
p-valor. Sin embargo, si el nimero de nodos resultantes es 1, el nodo padre no sera

dividido.

A continuacion describimos los pasos del algoritmo mediante un peqeefiolaej El
mismo ha sido adaptado del trabajo de Kass (1980). Los datos anal@adsganden un estudio
realizado a 669 estudiantes de la Universidad de Witwatersrand, Sudafsastudiantes son
seleccionados a partir de los exdmenes de matriculacién. Sgueréas diferentes comités de
evaluacion no evaltan de la misma manera a los estudiantes yoplas edstudiantes tienen
diferentes resultados dependiendo del comité que los examiné. Estaiafires producto de
una simple matriz cruzada entre comité de evaluacion y desempefestdéiante en la
universidad. Para poder refutar o afirmar la aseveracion, se decidiarreah investigacion para
poder asociar el desempefio de los estudiantes con otras variables explicativas.

Se clasificaron los comités evaluadores en 4 categorias: JMB WMatritulation
Board), NSC (National Senior Certificate), TUEC (Transvaal UniveEityance Certificate) y
Otros. Las variables independientes son:

e afo de ingreso (predictor libre, es decir cualquier agrupacion egigarya que no se
trata como un numero ordinal, sino como una categoria)

e numero de materias comerciales incluidas en la matriculacion dmnetibre, idem
afio de ingreso)

e tipo de escuela a la que asisti6

o calificacion en mateméticas

Con el fin de reducir el ejemplo, se analizard solamenterakppaso del algoritmo

para la primera variable predictora, afio de ingreso. El objetivo erasstepencontrar el par de
categorias que mejor represente la variable independiente.

Variable Dependiente

Afio Otros JMB TUEC NSC Total
1960 7 39 107 17 170
1961 13 34 112 17 176
1962 11 30 93 26 160
1963 13 34 80 36 163
Total 44 137 392 96 669

Tablalll-3 Tabla de Contingencia Afio de Ingreso versus Comité Evaluador
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A partir de la tabla de contingencia (Tabla 1ll-3) puede evaludrsstadistico Chi-
Cuadrado para saber si las variables son independientes. El calculerdel seirealiza con la
férmula propuesta por Pearson. Para ello es necesario calculaclesfrias esperadas para cada
combinacién de atributos. Estos calculos pueden observarse en la Tabla Il1-4.

Variable Dependiente

Afio Otros JVB TUEC NSC Total
1960 11 35 100 24 170
1961 12 36 103 25 176
1962 11 33 94 23 160
1963 11 33 96 23 163
Total 44 137 392 96 669

Tablalll -4 Frecuencias Esperadas para los valores Afio de Ingresuitg Gvaluador
Luego se calcula efxon la formula antes expuesta:
h vk 2
L2 o it Yj=1(ny; — Ejj)

= =19.1
E

ij

Dado que se busca disminuir la cantidad de categorias, el algonahm das 6
combinaciones posibles para los valores de afio de ingreso y calculiotes Ghi-Cuadrado
para cada combinacién. El valor afio de ingreso es tomado en este caso comiahindibee,
es decir que se toma como categérica y no ordinal, pudiendo realizamdnaciones de afios
no consecutivas.

La Tabla Ill-5 muestra los valores para la combinacion de los 2 ps$raéos en una sola
categoria. Esta combinacién otorga como resultado un estadistico Chi-Cuadrado de 2.2.

Variable Dependiente

Afio Otros JMB TUEC NSC Total
1960, 1961 20 73 219 34 346
1962 11 30 93 26 160
1963 13 34 80 36 163
Total 44 137 392 96 669
Tablalll -5 Tabla de Contingencia Afo de Ingr%so (\j/ersus Comité Evaluaddos dos primeros valores
unificados

El algoritmo evalla a continuacion las 3 fusiones posibles. La tablargiére 2 valores
posibles para la categoria afio. Esta fusién produce un valor Chi-Cuadrado de 3.
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Variable Dependiente

Afio Otros JVB TUEC NSC Total
1960, 1961 20 73 219 34 346
1962, 1963 24 64 173 62 323

Total 44 137 392 96 669

Tablalll -6 Tabla de Contingencia Afio de Ingreso versus Comité Evaluaddos dos primeros valores
unificados

La ultima fusién posible (las 2 nuevas categorias), arroja un val&€€@uirado de 13.7,
el cual es significativo con un nivel de confianza de 0.0035, por lo cuaida no es realizada.
Como no se puede fusionar mas la categoria, se acepta esta tablaate@bdmejor y se estima
su significacién con el ajuste de Bonferroni en 0.024.

Este trabajo es realizado para cada una de las variables predidttaarez que se tienen
todas las tablas finales, se comparan los valores Chi-Cuadrado y seraligesainificativo para
hacer la divisién del grupo en el primer nivel del arbol. La variaddle significativa resulté ser
el numero de materias comerciales, agrupado en 4 categorias cortra hauggurdll .1 (Kass,
1980). Cada uno de los 4 grupos es luego utilizado para armar seguir dividiemgrupos,
excepto en el caso en donde se haya llegado a un grupo de 100 estudiantes (valor definido por el
usuario). Para cada grupo (nodo del arbol) se procede de la mismatferpera el grupo total.
En el caso de ejemplo, la variable tipo de escuela, resulté sefjdapredictora para ambos
subgrupos, generando 4 grupos en el segundo nivel del arbol. De estos grupgsiedenZer
subdivididos ya que tienen el nimero suficientes de observaciones. Sin @nplaaagel grupo
de 140 estudiantes, ninguna variable predictora superé el minimo dedaigignificacion
configurado por el usuario, por lo que no pudo ser dividido.

I11.3.3 Los Parametros

En varios de los pasos del algoritmo descripto anteriormente, g@i@el resultado
obtenido versus un parametro definido por el usuario. Estos parametosidat el modelo
final, al fijar los limites de division de las ramas del arbol. A su vez estoagtaod determinan
las reglas de parada del algoritmo.

P-Valor

Uno de los parametros a definir por el usuario es el p-valor. Hsteseaa el que se
compare contra el valor Chi-cuadrado en los pasos de fusion yodividor lo general este
estadistico suele fijarse en 0.05, aunque en algunos programas de deiratas, el valor esta
predeterminado en 0.2. Recordemos que en el caso de los arboles de dedigoredis nula
es gue las variables son independientes, por lo tanto, mientras mehweales del estadistico,
mayor es la dependencia entre las variables. Al fijar un valor pequefio, se le agigaréables
gue sean mas dependientes, por lo tanto mas explicativas.
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Casos= 669
Otros=7%
IMB=20%
TUEC=5%%
N5C=14%

Nimero de Materias Comerciales

34 3 1 0
Casos= 49 Casos= 38 Casos= 155 Casos= 427
Otros= 4% Otros=13% Otros=10% Otros= 5%
IMB=0% IMB=0% IMB=7% IMB=30%
TUEC=0% TUEC=16% TUEC=73% TUEC=64%
NSC=96% NSC=71% NSC=10% NSC=2%
Tipo de Escuela Tipo de Escuela
Especializada Convencional Especializada | Convencional
Casos=15 Casos= 140 Casos= 15 Casos=412
Otros=0% Otros=11% Otros=0% Otros= 5%
IMB=13% IMB=6% IMB=87% IMB=28%
TUEC=13% TUEC=80% TUEC=0% TUEC=66%
NSC=74% NSC=3% NSC=13% NSC=1%
Calificacion en Matematicas
ABCD | . B 1 ¥WEF
Casos=320 Casos=92
Otros= 4% Otros=10%
IMB=24% IMB=41%
TUEC=71% TUEC=48%
NSC=1% NSC=1%

Figuralll .1 Arbol de Analisis de los Comités Evaluadores de Sudafrica (Adageaiass, 1980))

La fijacion del p-valor en 0.05 es totalmente arbitraria. El uso de este valor fue impuesto
por Fisher en su trabajtStatistical Methods for Research Workers” (SMRW) (Dallal, 2012y
es utilizado desde entonces como medida de significancia estadistieant&irgo, en otros
trabajos de Fisher, la medida no es tan taxativa y se fijja como maximo un p-valor de 0.1.

El valor que se desee fijar para este parametro dependera de tcicfm s desee ser
respecto de la prueba de independencia de variables y de la vabpdtieo que se necesite
predecir. Es decir, el nivel de error permitido podria ser distiata predecir enfermedades o
para predecir la respuesta a una campafna de marketing. En el qgagoese deseara ser mas
estricto ya que se trata de un problema que requiere mayor precisiomesul@gslos. En general
se interpreta el p-valor de la siguiente manera:

e p-valor > 0.1 no puede encontrarse evidencia para rechazar la hipétesis nula.
e 0.05 < p-valor < 0.1 evidencia débil para rechazar la hipétesis nula

e 0.01 < p-valor < 0.05 evidencia relativamente fuerte para rectaahgrotesis
nula

e p-valor <0.01 evidencia muy fuerte para rechazar la hip6tesis nula

Estos valores pueden ser encontrados en la mayoria de las aplicacentisticast, sin
embargo en mineria de datos, el p-valor suele tener utmmédé 0.2 ya que hay otras
combinaciones de pardmetros que determinaran la relacion entre las variables.
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Maxima profundidad del arbol

El algoritmo seguira distribuyendo los casos en ramas hasta tantogla alguna de las
reglas de detencion. Una de estas reglas es el pardmetro fijadbysorario como maxima
profundidad. Establecer un limite a la generacién de nodos hijos tieneobgetivo disminuir la
complejidad de las reglas resultantes como asi también el sobreajuste casos de
ertrenamiento.

El sobreajuste de un arbol implica que las reglas generadas puedsirprey bien el
valor de los casos de entrenamiento pero no tienen la misma efectividad casobsauevos, es
decir, no generaliza. Esto se mide analizando los resultados parauekcadg entrenamiento y
el de validacion.

Minima cantidad de casos por hoja

El paso 5 de la fase de detencion del algoritmo determina que un nodé diviskto
si el resultado genera hojas de tamafio menor al limite definido psuatlio. Este parametro
suele ser conocido como “Tamaifio de la hoja”. Al igual que en el caso de maxima profundidad,
se utiliza esta regla de parada para evitar el sobrealNstexiste un criterio general para calcular
el tamafio 6ptimo de una hoja. Algunos programas de mineria de datosctene default 5
casos minimos por hoja. Este niumero es arbitrario.

En el ejemplo analizado, este valor fue fijado en 100, por lo que kas ¢mj menor
cantidad de casos no fueron evaluadas para continuar la division.

En la mayoria de los programas de mineria de datos, ademapaeitostros de parada
y division propios del algoritmo CHAID, existe otra serie deéApeetros que pueden ajustarse
para obtener modelos. Uno de los mas utilizados es ‘@Wdeima Cantidad de Ramas”. Este
parametro determina en cuantas ramas puede dividirse un nodo. Porabejemdor por defecto
suele ser 2, para construir arboles binarios. Sin embargo este paramdadijapose en otros
valores. En el caso de CHAID la maxima cantidad de ramas que tenedain arbol seré igual
al nUmero maximo de categorias que existen en una variable catepdniesvalos en una
variable numérica. La cantidad final dependera del nivel de sigidficategido. Para el caso
del ejemplo, la va#ble “Numero de Materias Comerciales” generd 4 ramas, 1 de las cuales es
una conjuncion de categorias, mientras que el resto esta representada por un solo valor.

I11.3.4 Medidas de Resultados
Matriz de Confusion

La matriz de confusion se crea analizando los 4 resultados posibles déficadtasSi
la instancia es positiva y es clasificada como tal, se caatalsibmo un verdadero positivo,
mientras que si la misma se clasifica como negativa, sin sertonsidera un falso negativo. Si
el registro es negativo y es clasificado como tal, se considetadero negativo y de lo contrario,
siendo clasificado como positivo, se considera un falso positivo. Estaias pueden
visualizarse en lo que se denomina ‘“Matriz de Confusion” (Tablalll -7). Esta matriz se ajusta a
clasificadores binarios en donde cada caso puede ser considerado como positivo o negativo.
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Clase Verdadera

Positiva Negativa

Positiva Verdaderos Falsos Positivos
Positivos (VP) (FP)

Negativa | Falsos Negativo§  Verdaderos
(FN) Negativos (VN)

©
o
@
(&)
=
0
o
=
o
S
(a8

Totales] Positivos (P) Negativos (N)

Tablalll -7 Matriz de Confusién

Los numeros en la diagonal principal representan las decisionesamrreigntras que
la diagonal inversa representa los errores, también llamados éonfasire las clases. Esta
matriz deriva en las métricas basicas de analisis de un clasificador:

Fp . VP
=— asavp = —
tasa fp N P=7
t = VN t jert ) = e
asavn = VN T FP asa acierto (recall) = 7
VP VP+VN
ision = ——— exactitud (accuracy) =
precision = oo ( Y) YT

La tasa de verdaderos positivos (tap® suele llamarse también sensibilidad.a0tr
meétrica que se utiliza es la de especificidad, que no es més taisa de verdaderos negativos
(tasavn).

Estas métricas suelen no ser suficiente en la mayoria de lesetadonde se necesita
ademas de la clasificacion, un ranking de posibles resultados podiiivgsHuang, & Zhang,
2003). Para solucionar esta limitacion, surge el uso de las curvas RD&mwrito de la Mineria
de Datos. A continuacion explicaremos las mismas.

Curva ROC

La curva ROC (del inglés Receiver Operating CharacteristiceCaswuna técnica grafica
que sirve para visualizar, organizar y seleccionar clasificadoregddsasa su performance
(Fawcett, 2004). El uso de curvas ROC se extiende a varios tipos ifleatlases, no so6lo a
arboles de decision. Dado el alcance de este trabajo, solordetalasu uso para el analisis de
este tipo de clasificadores.
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Los graficos de curvas ROC se construyen utilizando los valetaswhtriz de confusion
explicadas anteriormente. La curva ROC se representa sobre un gedics €jes en donde en
el eje horizontal se mapea la tasa de falsos positivos fitagaen el eje vertical la tasa de
verdaderos positivos (tas@). Los ejes también suelen usarse en términos de sensibilidad y
especificidad. La diferencia consiste en que en el eje de las x se fraBspecificidad.

Los arboles de decision producen una sola clasificacion para cadaimgtanende una
Unica matriz de confusion, que corresponde a un Unico punto ROC. En lalFigQup@demos
observar 5 puntos diferentes correspondientes a 5 &rboles de decision distintos.
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Figuralll .2 Cinco clasificadores discretos plasmados en un grafico ROC (adapfaaidcett,
2004).

El punto D representa el caso de un clasificador perfecto, es deéirgaguclasificd
correctamente todas las instancias. La linea de la diagonal repretazar, es decir que el
clasificador califique el 50% de los casos positivos como ta&5§% restante como negativos.
Mientras mas alejado hacia el extremo superior izquierdo se ercuentodelo, mejor es el
mismo. Pero es importante destacar que no hay una métrica univeteahceptada al respecto
(o sea, no alcanza con saber qué lejos esta el punto de la diagonajgnipdo el modelo
correspondiente al punto A del grafico es mejor que el C que estlaoburva de azar y
considerablemente superior al E, que se encuentra por debajo de la linea de referencia.

Una de las ventajas de la curva ROC es que es insensible and$os en las
distribuciones de las clases. Si la proporcién de casos positiegaiivos cambia en el conjunto
de validacion, la curva ROC no cambiara.

Para poder generar una curva ROC en lugar de puntos unicos en el e§paciesR
preciso convertir la clasificacion del arbol de decisién en una puétuenilugar de una clase.
Cada hoja final de un arbol clasificara las instancias contemdasegun la proporcion de casos
positivos y negativos que contenga. Asi, por ejemplo, en una hoja en donde el [88%ades
sea positivo, el 10% restante también sera clasificado como taradeaso serlo. Para graficar
la curva ROC para un arbol de decision, cada hoja del arbol es conventiguato dentro del
espacio ROC. Las hojas son ordenadas de menor a mayor en términos |daiasa gesitivos
(o 1- especificidad) y luego los segmentos son unidos para obtener una cundifeterges
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sistemas de Mineria de Datos tienen diferentes estrategiagraficar y suavizar la curva. Sin
embargo en términos generales la mayoria de ellos funcionarodaéadnteriormente expuesta.

A diferencia de las curvas ROC para modelos que ordenan (rankeadaed) se trata
de curvas ROC de modelos clasificadores, no se utiliza un nivel de coof§ (rara generar las
mismas. Sin embargo algunas herramientas de Mineria de Datos tipasibilidad de modificar
el punto de corte de las hojas de los arboles. Es decir, se puede exigia gietermina hoja del
arbol clasifique todos los casos de la misma en positivos, sélo sjepwlo, el 80% de los casos
son positivos. La manera por defecto es clasificar la hoja segiaytaria, es decir, por encima
del 50%.

Area bajo la Curva ROC (AUC)

Si bien las curvas ROC son facilmente comparables visualmente, @sgresiso contar
con una sola medida escalar que determine qué modelo clasifica mediorbha de realizar
esto es mediante el calculo del &rea bajo la curva ROC (ABrajlley, 1997). Este valor sera
siempre variard entre 0.5 y 1, ya que ninglin modelo puede dar una AdE€aue el azar, que
es la diagonal que produce un area bajo la curva de 0.5.

Curva Lift

La curva Lift es muy utilizada por los analistas de mineria de datdseas de marketing
o ventas (Vuk, 2006). El lift es una medida de efectividad de un modelctime calculada
como la relacién entre los resultados obtenidos con el modelo predictsiuas @ obtenidos sin
el mismo. El lift se calcula por lo general dividiendo la base en deciles y ordenandaiskosseg
de mayor probabilidad de respuesta a menor probabilidad. Luego para cada dakiula la
proporcion de casos positivos que identificé el modelo versus el de digobdén general. Estos
datos se trasladan a un gréfico de dos ejes, en donde el eje deplasenta los deciles y el de
las y la relacién calculada (Figura Il).3

En la figura se observa ademas de la curva Lift, otra curva muwadtlique es la curva
Lift acumulada. Con esta curva es posible determinar qué nivel decgafiit) se obtiene al
realizar el corte de la base en determinado punto. Asi por ejpamal@l caso de la Figura I11.2
si seleccionamos el 40% de la base, obtendremos un lift de 2.05, es dpoipameion del doble
de casos positivos que si hubiésemos seleccionado casos al azamvasta de gran utilidad en
areas de marketing directo. Si bien la curva es muy similacana ROC, la misma difiere
basicamente en que la curva lift depende de la cantidad de casos, mientras quada ROC

I11.4 Metodologia Actual para la Construccién y Evaluacién de Arboles de
Decision de tipo CHAID

I11.4.1 Proceso de Modelado Tradicional

En el capitulo Il detallamos el proceso de KDD tradicional (Fijut@), compuesto por
5 etapas: seleccion, pre-procesamiento, transformacion, mineria deydatzduacion e
interpretacion. La etapa de mineria de datos consiste en ¢legidelo que mejor se ajuste al
objetivo propuesto. Por lo general en esta etapa son evaluadas divarsas téde mineria de
datos, tales como regresién, arboles de decision, redes neuronales rant@aota uno de los
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algoritmos debe ser configurado con diversos parametros que luego prodiistiatos
resultados.

A continuacién enumeramos los pasos que se realizan generalmentersrair un
arbol de decisién basado en un algoritmo CHAID, ejemplificando este procesbusinde la
herramienta de mineria de datos SAS Enterprise Miner. Dado que el fpresdmte trabajo es
en las etapas de modelado y analisis de resultados, no detallaretacsasgjue involucran la
seleccion, el procesamiento y transformacion de datos.

Métricas por Decil Métricas Acumuladas
Cantidad

% Casos Casos
Decil Base Casos por  Casos o Lift Casos o Lift Acum.
; e Positivos Positivos e
Decil Positivos Acum. Aeti Positivos

Nrode  Cantidad Nro de

1 1 16
2l 1 100 12 12% 2,4 200 28 14% 2,80
3l 1 100 8 8% 1,6 300 36 12% 2,40
a 1 100 5 5% 1,0 400 41 10% 2,05
] 100 3 3% 0,6 500 44 9% 1,76
6] 1 100 2 2% 0,4 600 46 8% 1,53
71 1 100 1 1% 0,2 700 47 7% 1,34
sl 1 100 1 1% 0,2 800 48 6% 1,20
9] 1 100 1 1% 0,2 900 49 5% 1,09
10| 1 100 1 1% 0,2 1000 50 5% 1,00
Total 1000 50 5%
B 5 Y T S T S SRR U
3,0 1
2;5: =1
2,0 A
15 Aputisingerie
i
0,5 1
0,0 T T T T T T T T T 1

Figuralll .3 Caso Ejemplo Curva Lift y Lift Acumulado (adaptado de Copp@dppock, 2002))

111.4.1.1 Configuracion inicial de los parametros seleccionados

Una vez que el conjunto de datos y las variables a utilizar estégisalhdas, se procede a elegir
el algoritmo a utilizar y configurar los parametros del nisRor lo general el analista selecciona
unos pocos parametros a variar para realizar diversas configuracidnespd&ametros suelen
ser los de parada del algoritmo: maxima profundidad y minimadadntle casos por hoja.
También suele configurarse la apertura maxima en ramas que se Elgsepardmetro no
constituye un criterio de parada pero es muy utilizado por los analistas.
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SAS Enterprise Miner cuenta con un algoritmo de arboles de decision mlopiel puede ser
aproximado a CHAID ajustando las opciones de configuracién del figste algoritmo es
accedido mediante un nodo que contiene diversos parametros que puedenasieisgjegiura
[11.4). El usuario de la herramienta debe ingresar los valores gee da cada pardmetro en el
panel de la izquierda.
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Figuralll .4 Generacion de un arbol de Decision con SAS Enterprise Miner

111.4.1.2 Ejecucion de las combinaciones seleccionadas

Por lo general estas combinaciones no son mas de 3 0 4 ya que se pttierigacetie ejecucion.
A su vez, la configuracion de diferentes opciones suele ser un ptedieso en las herramientas
de Mineria de Datos ya que es preciso colocar un nodo por cada configurasénigsee hacer.
Esta apreciacion es valida para aquellos programas de Mineria deeDaloisde no se utiliza
cédigo de programacion sino una interfaz de usuario con flujos deotrablals como SAS

8 Para aproximar el algoritmo a un CHAID, deben seguirse los pigose encuentran detallados en el
manual de la herramienta.
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Enterprise Minet o IBM SPSS Modeléf. Ambas herramientas posibilitan al usuario generar
cbdigo para poder programar la ejecucién de varias combinacionemitsinge no todos los
usuarios de estas herramientas tienen la capacidad para aprovechar iesialitlatt

En SAS Enterprise Miner, para cada nuevo arbol que se desee realizd cdidmarse un nuevo
nodo y modificar los parametros (Figura [l1.5). La herramienta nontada nodo
automéaticamente, para luego identificar cada arbol en la compadecidndelos. Este nombre
no hace referencia a la configuracién de pardmetros seleccionadegperara poder comparar
cada combinacién es preciso recordar los cambios que se hicieron en cada instancia.
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Figuralll .5 Generacion de varios arboles de decision con diferentes combinaciones dsroara

El analista puede agregar cuantos nodos necesite segun las combinacionémegqgsaque
desea comparar. Cada uno de estos nodos generara diferentes mameiescyentemente
diferentes resultados. Este procedimiento creard un diagrama ruilydgifvisualizar, como
puede apreciarse en la Figua6, en donde cada nueva combinacion genera un nodo que es
autonombrado. En esta figura alcanzan a verse 13 nodos y ya es muy incbmodo para su uso.

111.4.1.3 Evaluaciéon y comparacion de resultados

Una vez ejecutados los algoritmos, se evallan diversas métriecsutlados y se comparan las
diferentes configuraciones seleccionadas. La evaluacion puede ser de avem @@cutando
un modelo por cada corrida, 0 una evaluacion conjunta, ejecutando los algdetuonos vez y

9 Puede verse un ejemplo de configuracion en el Capitulo 5 de la Guia online de la herramienta “Getting
Started With SAS Enterprise Miner”
http://support.sas.com/documentation/cdl/en/emgsj/66375/P DF/default/emgsj.pdf

10 Pueden verse las opciones de configuracion del nodo en la ayudae@&nddéinla herramienta
http://pic.dhe.ibm.com/infocenter/spssmodl/v15rOmO0/index.jsp
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luego comparando los resultados. Cada herramienta de Mineria de Datos [mrestesli
funcionalidades para poder realizar esta comparacion de modelos.
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Figuralll .6 Multiples nodos de Arbol de Decision

La evaluacioén de la efectividad de cada algoritmo puede realizargga@ando escalares como
exactitud (accuracy) o AUC o analizando los graficos de salida disponibles segtiartddrda
utilizada. Algunos programas de Mineria de Datos no producen resultaddssyipoalo que el
analista debe construir sus propios graficos en funcion de la infénrtabular. Por lo general
la interaccion entre diferentes métricas es muy limitadalo que el analista tiene que evaluar
uno por uno los resultados generados. En caso de no estar conforme adtadbrpsopuesto,
vuelve al paso 1 para modificar los parametros y seguir intentdidoer mejores resultados.
Ademas de configurar los parametros, el analista también puede atdvetapa de seleccién de
variables para descartar las que oscurecen el analisis 0 agreflasagpedle parezca que puedan
agregar valor.

Este proceso puede prolongarse cuanto el analista desee. Por lo gecemaiterse
observa que ninguna variacion produce mejores resultados, se finalizeesiopde modelado y
se publican los resultados obtenidos. Esta decision también es arbifoague no siempree
est& seguro guainguna variacion produce mejores resultados”.

En SAS Enterprise Miner existen 2 instancias de evaluacion de resultadasdda de
arbol de decision genera una pantalla de resultados en donde pueden evalestadi$tisos de
resumen, curvas lift, el arbol en si y otros resultados (ies la evaluacion individual de una
configuracion (Figura I11.77).

En esta pantalla no se genera la curva ROC. Para poder gemarsimkaes necesario
colocar el nodo de comparacion de modelos (Figura 111.88).
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Figuralll .7 Pantalla de Resultados del Nodo Arbol de Decision de SAs Entevjimise

Este nodo permite comparar los resultados de 2 o mas arboles déndetisque
también sirve para poder generar la curva ROC de un solo arbokrantifa de la pantalla de
resultados de la Figuld .7, este nodo no muestra el arbol de decision en si (Figura 111.99). El
resto de las métricas si son repetidas (curvas lift, curvas de ganagicieasrde accuracy, etc.).
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Figuralll .8 Nodo Comparacion de Modelos SAS Enterprise Miner

Como puede observarse, no hay forma de relacionar estos resultadosdifeneiates
configuraciones de parametros seleccionadas. Para comprenderifm refdre las diferentes

configuraciones de parametros y los resultados es preciso quéstharauerde como nombré
cada arbol.
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Figuralll .9 Pantalla Resultados nodo “Compracion de Modelos” SAS Enterprise Miner

En la Figura 111.99se observa la comparacion de los modelos “Decision Tree” y
“Decision Tree (2)”. Ambos son muy similares en términos de curva ROC y estadisticos de
precision. La herramienta selecciona como mejor arbol “Decision Tree (2)”. Sin embargo si el
analista desea evaluar las diferencias entre las reglas procumidzsia arbol, debe retornar a
la pantalla de resultados de cada nodo de arbol de decision (Figura pibrdieéndo de vista el
comparativo general. A su vez si desea recordar qué parametrggigbpfira cada nodo, debe
pararse sobre el nodo en el diagrama de flujo que gener6 (Figdyy lévaluar los parametros
en el menu correspondiente.

La mayoria de las herramientas del mercado funciona en formarsiNo existe forma
de evaluar la incidencia de los pardmetros en los resultados enifituitiva, sino que el analista
debe recordar para cada nombre de modelo, los parametros que configunditBstan es la
gue deseamos resolver con nuestro enfoque.

111.4.2 Proceso de Modelado de Arboles de Decisién Interactivo

Algunas herramientas de Mineria de Datos posibilitan la congirucig arboles de
decision en modo interactivo. Esta metodologia propuesta en principingerst (Ankerst,
Ester, & Kriegel, 2000) le permite al usuario tomar las decisida@bvision y parada en forma
interactiva, en contraposicion a la forma automatica por defectcarialistas que seleccionan
esta metodologia por lo general desean tener mas incidencia earifddes que el arbol
selecciona para la division ya que les permiten controlar lodta@ss que seran utilizados
posteriormente.

Las herramientas que poseen esta capacidad funcionan de forma muy RBartikemdo
del nodo raiz del &rbol, la herramienta propone las variables ditgsop#dra abrir el arbol en
ramas. Las mismas se encuentran ordenadas en funcién de su poder predictivo. El analista puede
escoger la que le parezca mejor para distribuir los casos enilamsgistmas. Asi por ejemplo si
hay dos variables que empatan, puede elegir aguella que tenga mayaasigméra la regla de
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negocio que desea implementar. Una vez generados los nuevos nodos, dectabeasecada
uno de éstos para ir dividiendo en ramas sucesivas. El analista pteadenpdonde mejor le
parezca, ya sea porque llega al nivel de profundidad deseado o porque la ingpdddas
variables empieza a ser poco significativa. En algunas herramientas taxmti&tagosibilidad
de hacer un camino inverso, podando las ramas del arbol en formetiveeEan esta modalidad,
la herramienta construye el arbol méximo y luego el analista decide qu§ hog@ss podar.

En SAS Enterprise Miner, la funcionalidad de &rboles interactivos es uida deatro
de las disponibles en la configuracion del arbol de decision (Figura 111.1010).
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Figuralll .10 Funcionalidad Construccién Arboles de Decision Interactivamente

Una vez que se selecciona la opcion correspondiente, puede comenzarse a ebnstrui
arbol de forma interactiva. Partiendo del nodo raiz, se selecciona la funcion “Split” y la
herramienta sugiere las variables que pueden utilizarse paraebbndo en ramas (Figura
1.111).

Como puede observarse en la Figura Figura 111.111, el valor que disponmalaibata
es en realidad -Log(p). Este valor también conocido como Logworth es elagekl®gartimo
en base 10 del p-value. Mientras mayor sea este valor, mejor emldevpara abrir el arbol en
ramas. Si para cada nodo se selecciona la variable con el mayorenéborices el arbol final
obtenido ser& igual al generado automaticamente por la herramieosgp&sis pueden repetirse
hasta llegar al arbol deseado por el analista.

A medida que se van seleccionando las particiones, se pueden conocerthosedel
la matriz de clasificacion, sin embargo otras métricas de eu@uno pueden ser analizadas
hasta tanto no se defina el arbol final. Esta limitacion no peifmaiter una comparacion
interactiva de los resultados de las diferentes variables quearseseleccionando en la
construccion, sino que se debe esperar hasta finalizar la etapa de construccidmogaréos.

En el trabajo presentado por van den Elzen y van Wijk (van den Elzen & van Wijk, 2011)
se proponen muchas mejoras de visualizacion a las herramientas actuaellas la
visualizacién de la matriz de confusion a medida que se va construyleaddmleen forma
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interactiva. Sin embargo los mismos autores plantean la necesidadaldar esta nueva
propuesta en conjuntos de datos del mundo real, ya que el caso de estwatitzadorcon un

conjunto de datos pequefio. A su vez tampoco poseen otro tipo de evaluaciones mas consistentes
como AUC o Lift, evaluaciones que ya hemos enunciado como necesarias.

- — .
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Figuralll .11 Seleccién de la variable a utilizar para dividir el nodo raiz en ramas

II1.5 Resumen

En el presente capitulo presentamos el algoritmo CHAID y lo explis mediante un
simple ejemplo manual de un caso disponible en la bibliografia. Luego explicamosesbpie
modelado llevado a cabo actualmente por la mayoria de los analistaseditaMe Datos que
utilizan las herramientas disponibles en el mercado para llegab@ sus tareas de andlisis.
Particularmente seleccionamos la herramienta SAS Enterprise pMineser la herramienta al
alcance. Incluimos también la descripcion de los métodos de analissuttados mas usuales
y la forma de visualizar los mismos, utilizando ejemplos genéricos.

En todos los casos resaltamos la falta de herramientas para evahgaidacia de la
configuracion de los parametros en los resultados de los arboles dérdgeiserados. En el
proximo capitulo presentaremos un nuevo enfoque mediante el cual pretemdejmi@s la
metodologia actual para poder analizar los resultados de las diferembmaciones de
parametros en forma visual.
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IV. Analisis Interactivo de Arboles de Decision

IV.1 Introduccion

En los capitulos anteriores hemos realizado un recorrido por el estado actual del proceso
de Mineria de Datos y su interseccion con Visualizacion de la lafidm Detallamos el
procedimiento actual llevado a cabo por analistas de Mineria de Pata construir arboles de
decision enumerando algunas limitaciones que podrian ser cubiertastmenticenfoque de
Visual Analytics.

Dentro de las limitaciones que se mencionaron en la metodologif astda espedia
interés la falta de integracion entre el andlisis de resultados y la édaldada incidencia de la
configuracion de los pardmetros de arboles de decision en los mismasol@stécnicas que
permitan entender como un modelo cambia cuando uno o mas parametros $cadoediie
declarado por Bertini (Bertini & Lalanne, 2009) como un area de espetats en Visual
Analytics. Segun el autor, en las herramientas actuales es casibimpograr este nivel de
interaccion. No s6lo porque la mayoria de los parametros son difieileterpretar, sino también
porque el usuario es forzado a realizar una serie de pasos de preebs gambiando los
pardmetros, esperando la construccion de un nuevo modelo, evaluando lodoesulirando
hasta que el resultado sea lo suficientemente correcto. Este pusito fue el que comprobamos
en el capitulo anterior al detallar los pasos en la creaciémdelos de &rboles de decision en
una de las herramientas de mineria de datos mas utilizadas del mercado.

En funcion de esta oportunidad de mejora detectada, presentaremos una niatgdelog
consiste en el uso de técnicas de Visualizacién para la interpretacparacion del efecto de
la configuracion de los parametros en los resultados de arboles déndetia evaluacion de
resultados no sélo comprendera el andlisis de la precision de los mgaelegemplo curvas
ROC), sino también el estudio de las diferentes reglas generadasaspatiferentes
configuraciones de los algoritmos. Se pretende con este enfoque facilitaalddanalisis para
los usuarios de aplicaciones comerciales. A diferencia de otros enfqmoesnemos la
construccién de multiples modelos en forma automatica y la posteegoretacion a través de
la visualizacion interactiva de los resultados.

En este capitulo desarrollaremos primero nuestro enfoque en términos walesept
introduciendo posibles desarrollos para la mejora de las herramasitades. Al finalizar
demostraremos la aplicacion en un problema de negocios.

IV.2 Alcance de la Metodologia Propuesta

Tal como mencionamos en el capitulo anterior, explicaremos nue&igue utilizando
el algoritmo CHAID. Sin embargo, creemos que nuestro trabajo podra eseafédilmente a
otras técnicas de mineria de datos que involucren la configuracioredeogi parametros para el
entrenamiento de los algoritmos, como por ejemplos redes neuronales.

Nuestro trabajo consiste en plantear una metodologia de andlisistintede arboles de
decision y la incidencia de los parametros de configuracion de $osasi Para ello sugerimos
el uso de diferentes herramientas disponibles. No desarrollamos waraibeta nueva, sino que
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proponemos llevar nuestra metodologia a las herramientas actualeerdatio. Para poder
plasmar la idea en imagenes, presentamos posibles pantallas sugeridasdidae verse
implementadas en las diferentes soluciones.

IV.3 Nuestra Metodologia

Teniendo en cuenta las limitaciones del proceso tradicional y delsproteractivo,
desarrolladas en el capitulo lll, presentamos una alternativdapaoastruccion de arboles de
decision y su evaluacién. Nuestra propuesta combina la generacion autatedadidmles de
decision junto con la evaluacién interactiva de diferentes resultadosarconos en la
incidencia de los parametros en la efectividad de los modelos. Prasastgoemero el
desarrollo tedrico o conceptual y luego aplicaremos el mismo alaclodge un caso de negocios
de la vida real.

Nuestra metodologia consiste en los pasos enumerados en &lFiguExplicaremos
cada uno de ellos en las secciones siguientes haciendo referensialigerlencias con el
procedimiento actual explicado en el capitulo anterior.

1. Configuracion de los Limites de Variacion de los Parametros

2. Generacion Automatica de Modelos segtin Todas las
Combinaciones de los Parametros Posibles

med 3. Generacion de las Métricas y Graficos de Resultados

aaad 4. Evaluacién Visual e Interactiva de los Resultados

med 5. Seleccion del Modelo mas Apto

FiguralV.1 Proceso de Modelado y Evaluacion Interactiva de Modelos estipu

Los pasos propuestos son posteriores a la definicion del conjunto de datos de
entrenamiento y la definicion de las variables a utilizar. Defetgoroceso de KDD (Figura
[1.10), nuestra metodologia se aplicaria a partir del paso de mineriaode idablucrando
también la evaluacion e interpretacion de los resultados.
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IV.3.1 Configuracion de los Limites de Variacion de los Parametros

Actualmente para realizar pruebas de diferentes paramet@idAl®, el analista debe
seleccionar los valores de cada uno de ellos y ejecutar cada combinaai@npie vez (seccion
1.4.1.1).

En nuestra metodologia, proponemos que el analista configure para dadatpadel
algoritmo que desee variar el limite superior e inferiorcasio el incremental que desea para
cada uno de estos pardmetros. Otra opcién seria la configuracista die valores a utilizar para
el caso en donde los intervalos de variacion no sean regulares.

Por ejemplo si desea evaluar como afecta el maximo de profundidad del &esaltado
predictivo del mismo, podria fijar para el parametro maximaupdidad un minimo 5 niveles y
un maximo 10 y que este a su vez se incremente de a una unidad. Es diechregreemienta
deberia generar automaticamente arboles de 5, 6, 7, 8, 9 y 10 nivelesuddigad. Para el
parametro minima cantidad de casos por hoja podria resultar podizaigni incrementar el
mismo en una unidad, por lo que podria configurarse para este parameuariacién, por
ejemplo, de 10 en 10 o un valor porcentual del total de casos de entreoaRaeal parametro
minima cantidad de casos por hoja, tal vez sea mejor colocar undeligtédores posibles en
lugar de intervalos ya que es un parametro que no genera grandes var&timse®sultados
segun diversas pruebas realizadas. Otro tipo de configuracion paparéstetro, podria una
férmula. Sin embargo, seria preciso analizar qué tipo de formula potiséarse ya que no en
todos los casos seria aplicable por el tamafio del conjunto de datoa pneeidion que se espera
en el modelo.

Este tipo de pruebas de combinacion de parametros puede ser realizatineste en
la mayoria de las herramientas disponibles a través del uso de @dédigogramacion. Nuestro
enfoque pretende facilitar la tarea de analistas no famédo&con lenguajes de programacion,
por lo que proponemos que las herramientas de Mineria de Datos dispongze mentalla
amigable para el usuario en donde el mismo pueda configurar las combinaciones deseadas.

Tomando como ejemplo el nodo de arboles de decision de SAS Enterprise Miner, podria
incluirse en el mismo la opcién de configuracion de los limites ererl de configuracion de
pardmetros. En la Figuts.2 comparamos la pantalla de configuracion actual con una sugerida.
En esta Ultima, incluimos la posibilidad de expandir las opcionesoliggaracion en los
parametros de Nivel de Significacion (Significance Level), MaxiBmntidad de Ramas
(Maximum Branch), Maxima Profundidad (Maximum Depth) y Tamafo d¢oja (Leaf Size).
Utilizamos el icono de puntos suspensivos al ser esta la farqueeeSAS Enterprise Miner indica
gue existen mas opciones de configuracion.

En las opciones de configuracion actual, el analista debe ingregaico valor para cada
opcién de configuracion. En nuestro enfoque sugerimos la posibilidad de irigtesaos de
valores o listas, en contraposicion al enfoque actual. Al hacer olids @puntos suspensivos en
cada parametro a configurar, el analista podria establecéimitss de los parametros para
generar las combinaciones deseadas de los mismos o la lista de aaltliear. En la Figura
IV.3 puede observarse un ejemplo de interfaz de usuario sugerida creddacpafmuracion
del pardmetro Maxima Profundidad.
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FiguralV.2 Funcionalidad Sugerida para la configuracion de las combirescitnparametros de
arbol de decision en SAS Enterprise Miner

Si el analista deseara configurar diferentes valores mediantéstanaléberia ingresar
los valores separados por comas (por ejemplo Depth 1, 3, 6). De estadtwraa ®rmarian
combinaciones con estos valores. En el caso de rangos, se deberialogkedares separados
por un guion (por ejemplo Depth 5-8) y la unidad incremental para estgalotePara
configuraciones Unicas, bastaria con colocar un solo valor, como se coloca actualmente.
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FiguralV.3 Configuracion sugerida para definir las combinaciones de parareatRAS Enterprise

Miner (ejemplo para parametro Profundidad Maximdaximum Depth)
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Con una funcionalidad de este tipo, el analista evitaria tener que kEgpasos de
prueba y error que usualmente se practican ya que la herramientargeados los arboles
posibles y luego el esfuerzo del analista estara enfocado enigikangdlial e interactivo de los
resultados.

A su vez al disponer de una interfaz de usuario facil de utilizar bevideconocer cédigo
de programacion para realizar las iteraciones, siendo esto una cstieatdd alto valor para
usuarios de perfiles menos técnicos.

IV.3.2 Generacion Automatica de Modelos segun Todas las Combinaciones de
los Parametros Posibles

Una vez configurados los pardmetros y sus valores posibles (listas )ralago
herramienta generara todos los arboles posibles y sus consecasultaslos. Esto funcionara
mediante una programacion de tipo “do while” en donde las tareas se ejecutan mientras que se
cumplan las condiciones fijadas. En este caso se generaran tantos arbolesrobimaciones
de parametros posibles haya, finalizando la ejecuciéon cuando no haya nbésac@mes de
pardmetros a procesar.

A diferencia de la metodologia de construccién de arboles de decisidorrea
interactiva (seccién 111.4.2), nuestro enfoque implica que las tateasonstruccién de los
diferentes arboles se realicen en forma automatica. Es decir duerdamienta procese el
algoritmo sin involucrar al analista en el mismo. Todos los pdaloalgoritmo CHAID seran
ejecutados en forma automatica y secuencial para todas las coml#eaéoparametros. La
interaccion del analista se reserva para la etapa de evaluadids dsultados y analisis de
incidencia de la configuracion de los parametros en los mismos.

1V.3.3 Generacion de las Métricas y Graficos de Resultados

Una vez que se han procesado todas las combinaciones posibles, la hernamstrara
todos los resultados en forma gréafica. Cuando hablamos de resultaddemo®sdanto a los
resultados del modelo, como ser matrices de confusién, Curvas ROCs Cifirasquema del
arbol y reglas, como asi también a los graficos de pardmetros.

Estos graficos deberan estar relacionados, de forma tal que sea posible inteyadneos
ellos y observar la incidencia de la configuracion del algoritmo rm esdllos resultados de
precision, sino también en las reglas del arbol que se generen.

Para lograr esta interaccioén, se sugiere el uso de técnicasae&sison de multiples vistas
coordinadas, MVC (también conocidas como CMV por sus siglas en in@ésrdinated
Multiple Views).

1V.3.3.1 Sistemas de Muiltiples Vistas Coordinadas

Un sistema de vistas mdltiples utiliza dos o mas vistas edifes para soportar la
investigacion de una entidad conceptual Unica (Wang Baldonado, Kuchinsky, & Woodruff,
2000). Estos autores proponen una serie de guias o reglas para definir cuéstelmarns este
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tipo puede resultar de utilidad. A continuacidn detallamos las mistaaplicacion al problema
bajo analisis.

Regla de la Diversidad: se deben utilizar vistas multiples cuando existe una
diversidad de atributos, modelos, perfiles de usuarios, niveles dacalisir o
géneros. La presencia de diversidad es uno de los motivos principaleegidir

la construccién de un sistema de MVC.

En nuestro caso, la presencia de diversidad es evidente, ya que se pragizan
diferentes entidades, tales como curvas ROC, Lift y parametros de casifiguda
arboles de decision, entre otras.

Regla de Complementariedad:se deben utilizar mdaltiples vistas cuando las
mismas pueden demostrar correlaciones o disparidades en los datos. §aiando
poseen vistas Unicas, el usuario debe recordar lo analizado en una imadeeguar
analizar la siguiente y construir la relacion mentalmente. Qadaecordar es mas
demandante mentalmente que comparar, se sugiere el uso dedv/fagilitar la
tarea.

En el caso de analisis de mdltiples arboles de decisién, tetaexr agnplementarias
puede producir informacién nueva, que no se conocia de antemano. Por ejemplo,
poder relacionar los valores de los parametros con los resultados a®delos
visualmente, libera al usuario de tener que recordar como configuaédaal de
decision para luego hacer el comparativo con los nuevos arboles geperaatoss
configuraciones.

Regla de Descomposiciénfraccionar informacién compleja en multiples vistas
para crear porciones manejables y proveer informacion mediamteraccion en
diferentes dimensiones. Esta regla se basa en el principio de “divide y reinaras”, al
permitir al usuario analizar pequefios fragmentos para luego conatmigion
general.

En nuestro problema de multiples arboles y maltiples pardmdttssiagio también
podria beneficiarse con esta regla, ya que puede descubrir nueva didariada
analizar pequefas secciones de cada uno de los graficos de resultadossisndo
precise.

Regla de Economizacionusar la minima cantidad de vistas multiples. Si bien las
vistas multiples pueden contribuir al andlisis de informacién, tampueden ser
muy confusas y abrumadoras. Se debe usar una cantidad limitada de ellas.

Esta regla es muy importante para tener en cuenta a la horalgmratoda la
informacién propuesta en nuestro enfoque. El analista podria perdeoefl€oc
andlisis si se encontrara ante demasiadas posibilidades.
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Una vez evaluado si el problema que se desea analizar es apto pararoiicddearn
sistema de MVC, es preciso seguir ciertas reglas de disefio patmaadagusabilidad y
navegabilidad de la herramienta.

o Regla de Optimizacion de Recursos y Tiempas preciso realizar un balance entre los
costos y beneficios espacio-temporales de presentar vistas millglhesdecidirse si se
precisan vistas simultaneas o secuenciales. Las vistas simultaneas pudd@ilas de
asimilar por el usuario, ya que no podria visualizar todos losgsalie una vez. Mostrar
todos los resultados de una vez podria causar una sobrecarga de informacion.

En este sentido puede ser también relevante darle la posibilidad & dsuseleccionar
la cantidad de vistas que precisa para poder analizar el probégmestudio. Algunos
analistas podran sentirse mas cémodos visualizando algunos pocos gréditess que
otros pueden preferir ver todo de una vez.

o Regla de Obviedad:utilizar pautas perceptuales para hacer las relaciones entre las
multiples vistas mas visibles para el usuario. Distingsirédaciones en un sistema de
MVC puede ser una tarea muy dificil para el usuario. Es por ellegjpeeciso utilizar
diferentes técnicas para mostrarle al usuario ciertas relaciBn&re estas técnicas se
encuentran el resaltado, la organizacion del espacio y las inveexentre diferentes
componentes de las vistas a través de filtros.

Esta regla implica en nuestro enfoque proporcionarle informacion aiasoaére las

mejores combinaciones de parametros de antemano para que el analista no deba analizar
todo el espacio de soluciones, sino que podria comenzar por un reducido conjunto de
resultados a explorar.

¢ Regla de Consistenciahacer las interfaces para multiples vistas consistentegey ha
que los estados de mdltiples vistas sean consistentes. La cmisidinterfaces es un
tema ampliamente desarrollado en la literatura de Interfaz Homtoyaihda(HCI por
sus siglas en inglés). Schneiderman (Shneiderman & Plaisant, 2004) plagiea §ara
el disefio de interfaces, siendo la primera de ellas “Esforzarse por la Consistencia”. Esta
regla implica que en situaciones similares se deben requerimsssuele acciones
consistentes; terminologia idéntica en el uso de prompts, menus y pantallas de ayuda

En nuestro ejemplo, lograr la consistencia entre las diferentas wsplica que el
usuario pueda profundizar o hacer comparaciones de los resultados mediaus gr
menus que sean coherentes en toda la aplicacion. Esto garantiza un ajprendléz
simple de la herramienta.

e Regla de Gestion de la Atencianse deben usar técnicas perceptuales para enfocar la
atencion del usuario en la vista correcta en el momento cofPectolograr esto técnicas
tales como animaciones, sonidos, resaltado y movimiento son muy (utiles.

Para analizar diferentes arboles de decision, la técnica mésaves la de resaltado, ya
gue otras técnicas tales como sonido y movimiento no aplican en nuestra problemética.
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En la mayoria de las herramientas de mineria de datos, ééusstemas de MVC para el
analisis de resultados es limitado. En SAS Enterprise Miner sengrecumplementado en cierta
forma un sistema de mudltiples vistas tanto para el andksigsultados del nodo de arboles de
decision como para el resultado de comparacién de modelos (Figura dura Hil.9). Sin
embargo, la coordinacion entre las vistas es bastante limitadaal@dhws graficos pueden ser
analizados en conjunto mediante el uso de relaciones de tipo selecegaitgdo. A su vez no
es posible analizar la curva ROC de un arbol junto con la visuélizdel arbol en si, ya que
ambos graficos se encuentran en ventanas diferentes y no guardan ningun tgmmdte rel

Esta limitacién se observa en la mayoria de los sistemas deiditee Datos, como asi
también en otras aplicaciones que requieren el uso de sistemps d&VLC (Andrienko &
Andrienko, 2007).

Siguiendo con el ejemplo de SAS Enterprise Miner, presentamos en lalWiguuaa forma
para poder convertir las ventanas de resultados actuales en un sistema de tipo MVC.
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FiguralV.4 Ventana de Resultados Integrada para SAS Enterprise Miner

Yo,

Los 4 graficos superiores son producidos por el nodo de Comparacion dedeesiétda
herramienta, mientras que los dos inferiores son generados s6lo andadea arbol de decision.
En nuestro enfoque, proponemos la integracion de estos graficos. El ahelhistéa poder
observar el arbol subyacente a la curva ROC seleccionada cormmbigint analizar la relacion
entre la matriz de confusion (representada graficamente pgraéto de clasificacion,
Classification Chart). También es necesario contar con una vision lgdaeel@s diferentes
arboles para poder comparar los mismos. Siguiendo con los principios deeMMGario deberia
poder seleccionar un elemento de un grafico y ver como el restoacambuncion de la
seleccion.
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En cuanto a la visualizacion de los pardmetros, puede observarse que dsapmsalidas
de la herramienta permite evaluar los mismos. El analistardebedar qué nombre le puso a
cada configuracion y asi comparar los resultados. Desde ya estadawbaalipoco practica y
factible con determinado volumen de arboles a analizar. Por este n®fveceso desarrollar
otro tipo de vistas para los pardmetro

Para ejemplificar mejor nuestro enfoque seleccionamos la herrandierilVC ComVis
(Matkovic, Freiler, Gracanin, & Hauser, 2008). Este sistema permitegooafivarias vistas y
ser adaptado en funcion de cada necesidad de analisis. El sistema q@omiin archivo de tipo
csv (comma separated values) y utilizar diferentes graficogguaesentar la informacion. A su
vez, mediante el uso de los pinceles simples y mudltiples, puedenicwese diferentes
porciones de la informacién, logrando el tipo de interaccion que describiradsianénte como
necesaria. La Figurt/.5 muestra un ejemplo de ComVis aplicado para la evaluacion de los
resultados de modelado de arboles de decision.

En esta vista, el usuario seleccion6 4 paneles para la inteijmeti#clos resultados:
curvas ROC, curvas Lift, vista de parametros y vista de arboles. Si biete erass existen 4
graficos preseleccionados, el usuario podria configurar mas visiaanatd los menus de la
herramienta. Esta capacidad respeta las reglas de disefio de sistemas de MVC.

La vista de parametros fue especialmente desarrollada en C¢Radsa, Schulze,
Matkovi¢, & Delrieux, 2014) para poder analizar la incidencia de las combinaciones de los
parametros en las curvas ROC vy Lift, como asi también en la estructura getasartieles de
decision. En esta vista se evallan todas las combinaciones en forma derhasognidados.
Cada parametro tiene su distribucion y se muestra la relamdel cesto. En la Figul® .5 no
hay ninguna seleccion realizada, por lo que podemos observar todo &l deganfiguraciones.
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FiguralV.5 ComVis para el andlisis de resultados de multiples configuraciones de aebdézssin
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IV.3.4 Evaluacion Visual e Interactiva de los Resultados

Una vez que la herramienta generé todos los arboles y los gnddicesarios para analizar los
multiples &rboles de decision, el analista podra dedicarse adad@emnalisis interactivo de los
resultados. Las MVC servirdn al analista para poder evaluar larnpiEdde los pardmetros,
observar diferentes resultados y seleccionar aquél que mas (ti| loss&o en términos de
efectividad, sino también como herramienta de negocio. Esta informacion le sawviiénjpar
en un futuro la configuracion de los parametros y asi poder disminuiariidad de
combinaciones a analizar.

En un sistema como ComVis estas funciones son muy simples damegd que existe la
posibilidad de relacionar varios graficos y asi sacar conclusiones a travéstdeatzion.

La técnica méas usual de interaccion es la de resaltado. Esta técnica consisteienaedatos
interactivamente en una representacion visual. La intencién esmrestdis datos en diferentes
visualizaciones del conjunto de datos bajo analisis.

ComVis soporta dos tipos de pinceles, simple y compuesto. El compuesto @rosterio

utilizar operaciones de tipo booleanas (OR, AND, SUB) de formeaaitea.. Esto permite al
analista ampliar (operacion de tipo OR) o acotar (AND, SUB) &caén para descubrir
caracteristicas interesantes en los datos.

En la FigurdV .5 observabamos la vista de la configuracion inicial delnsist&n la figura 4.6
el usuario ha realizado una seleccién sobre las curvas ROC mas interesazaadaitiln pincel
de tipo simple. Esta seleccién se refleja en el resto de lidsogrén donde se resaltan soélo los
resultados que corresponden a tales curvas.
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FiguralV.6 Analisis de Resultados mediante el uso de ComVis aplicado a multipbdssaae
decision.

Este tipo de interaccion le permite al usuario descubrir relaciones entre losedfaosalvisual

y simple, que de otra forma hubiese implicado varias consultastzasa de datos. En el ejemplo
de aplicacion al caso de negocio explicaremos esta funcionalidad con mayor detalle.
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1V.3.5 Seleccion del Modelo mas Apto

Luego de interactuar con todos los resultados visualmente, el ahaliséaseleccionado adue
modelo que le resulte mas adecuado para su problemética. Esta seleceiGesaciamente sera
en términos de poder predictivo del arbol de decision, sino tambiéaspeglas que éste genero,
influenciadas por los pardmetros de configuracion.

En el grafico de parametros se podra conocer la configuracion naqesararribar a los
resultados seleccionados. El analista podria utilizar estos datowvghaea a configurar la

herramienta s6lo con estos pardmetros y asi generar el modelogpauevos datos empleando
menos tiempo.

Lo ideal, sin embargo, seria tener la posibilidad de seleccionar eloonmége adecuado
através de las vistas generadas. Asi por ejemplo el analista padirse sobre cualquiera de los
graficos generados, hacer click derecho e indicarle a la herramjeatase resultado es el
seleccionado como modelo final. Podemos ver un ejemplo de aplicacién de esta modalidad en la

FiguralV.7. Esta funcionalidad no esta disponible en la herramienta ComVis, sires quna
sugerencia de mejora.
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leramct Ty = g
= R Seleccionar Modelo
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e 1 = Exportar como imagen..
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FiguralV.7 Ejemplo para la seleccion visual del modelo final de mineria de datos

Con este ultimo paso, el analista finalizaria su tarea desiardg multiples arboles de
decision. A través del proceso, el usuario pudo descubrir diferereesectsticas que no habrian

sido posibles sin herramientas interactivas. Esta metodologia gedréplicada a diversos
problemas de Mineria de Datos.

IV.4 Aplicaciéon a un Caso Real
Con el fin de demostrar nuestra metodologia en la practica, aolastla colaboracion

de una empresa de telecomunicaciones de Argentina que realiza taréasriede datos para
generar modelos predictivos para diferentes problematicas. En esta oportunidachtrsileaj la
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generacién de un modelo predictivo para la deteccién de aquellos clientésngnemayor
probabilidad de falta de pago de su factura telefénica en los proximos 60 dias.

Dado que nuestro enfoque comienza desde la etapa de generacion de siodelosy;
en cuenta la preparacién de los datos, obtuvimos un conjunto de datosrhstooplar. El
conjunto de datos contiene 90.000 filas y 144 columnas que sirven para podé&cadéos
clientes que tendran mayor propension a no pagar su factura teleforosgpedximos 60 dias.
De las 144 variables, 132 son variables numéricas, incluyendo la véaigetey el identificador
de cliente, y 12 categoricas. Entre las variables numéricas podecwtran variables de
facturacion, uso de los servicios, variables de tendencias tales @iaoion en el uso y
consecuente variacion en la facturacion, y las propias variables aeliasrariables categéricas
son de identificacion de segmento de cliente, productos que posee y demograficas.

El conjunto de datos es una muestra del total de lineas de la compaBiavez se
encuentran balanceadas las clases. El balanceo es una técnica que seatdilipader
incrementar la proporcién de casos positivos versus los negativosfirodesidentificarlos méas
facilmente. En el conjunto de datos proporcionado el 25% de los casoganarpsu factura 60
dias luego del vencimiento. El porcentaje real de casos no se infosmaemas de
confidencialidad.

El proceso de modelado en la empresa es del tipo tradicional. Losaanaiitan SAS
Enterprise Miner para generar arboles de decisién para calcular lagiéopde los clientes a no
pagar sus facturas. Una vez generado el conjunto de datos correspondiente el misizedes util
como base para entrenamiento. Se realiza la particién en conjunto de entrenamientoigrvalidac
y se selecciona el nodo de arboles de decision de la herramienta. Este &jgwritmo es
preferido a otros por la facilidad para explicar los resultada®esl comercial. Las reglas
generadas pueden ser facilmente traducidas a acciones de negocianalisias utilizan la
pantalla de configuracion de SAS Enterprise Miner para generar digebsdas de decision. Por
lo general los analistas comienzan la tarea de anatisidacconfiguracion por defecto de la
herramienta y luego van ajustando los parametros en funcién de loadesulbtenidos. Dado
gue la herramienta presenta ciertas limitaciones a la horsuidizar los resultados, aquellas
combinaciones de parametros que no producen buenos resultados son eliminadhisisisirana
ser incluidas en el nodo de comparacién de modelos. Los analistamraefizaas corridas y
luego de algunos intentos se quedan con el modelo que mejores resultaigs para la
problematica bajo andlisis. Este proceso es de duracion variable, gapprele del poder de
computo de los sistemas y de la cantidad de pruebas que se realicen. Selecaanado el
modelo mas conveniente, se pone en practica el mismo, generando todos los poeseadan
correspondiente para cada cliente.

A continuacion demostraremos la aplicacion de la metodologia propuesth gesa de
uso planteado. Detallaremos para cada paso de nuestro enfoque raehtasautilizadas y los
procedimientos llevados a cabo. Si bien en este caso hemos utilizads berramientas,
creemos que el enfoque propuesto puede ser logrado con otras que posean capatldesies si
Haremos hincapié en las diferencias versus en enfoque tradicionaletha grerror que suele
llevarse a cabo en la mayoria de los casos.
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IV.4.1 Configuracion de los diferentes parametros

Para generar los diferentes arboles de decision utilizamos SA®rissgteMiner,
particularmente el nodo de arboles de decisién. La herramienta pgengear arboles de
decision mediante la programacion de cédigo BASIin embargo existen ciertos resultados
necesarios para generar métricas de medicion y comparaciomuielss que no son generados
por este procedimiento. Por este motivo se decidio realizar un procedimemtal para poder
generar todos los resultados necesarios.

Si bien el nodo de arboles de decision de la herramienta cuenta con 2étferam
configurables, para nuestro ejercicio seleccionamos 4 de ellos. f&séoeetros son los mas
utilizados por analistas de mineria de dateisla Tabldll -1 se detallan los parametros utilizados
y las variaciones de los mismos.

Valores
Posibles

Parametros Valores

Nivel de Significacion 005 01 0.15 0.2
Maxima Cantidad de Ramas

2 3 4 5
Profundidad Maxima 5 6 7 8 9 5
Tamafio minimo de la hoja 10 20 50 3

Combinaciones Totales 240

TablalV-1 Configuracion de parametros del nodo de arboles de decisiorsSden8prise Miner

La configuracion por defecto de estos pardmetros en el nodo de arbolessida diec
SAS Enterprise Miner es: nivel de significacion 0.2, maxima cantidadndasr2, profundidad
maxima 6, tamafio de la hoja 5. Para nuestro ejemplo fijamos ebeigggnificacion de 0.05 a
0.2, con un incremento de 0.05. Como indicamos en el capitulo 3, este pandeneiite
controlar la precision del calculo de dependencia de variables.rdiemenor es el nivel de
significacion mayor es la dependencia entre las variables, esdeainas explicativas. Para la
apertura en ramas, seleccionamos un intervalo de 2 a 5, con incrementes Wedad. Esta
apertura permitira crear mayores intervalos para las vesiabiméricas, asi como también
asignar menor cantidad de categorias a cada rama en caso de sgion€&m@mwo profundidad
maxima, fijamos un intervalo de 5 a 9, con incrementos de una unidad. Si biergeoeral no
se recomienda generar arboles de gran profundidad por el riesgo de stahreajudesea
comparar los resultados de las diferentes combinaciones. Un arbplafdslo puede también
ser mas preciso sin necesidad de estar sobreajustado. Cada resultador ppdafuesdo en
funcion de las necesidades del negocio. Por ultimo, fijamos la canmigéma de hojas en 10,
20y 50. En este caso en un lugar de un rango de valores, se tratéista.iBeleccionamos estas
variaciones para el Ultimo parametro ya que en pruebas iniciales compeohae pequefas
variaciones no producian diferencias significativas en los resultados.

11 http://support.sas.com/documentation/onlinedoc/miner/em43/allproc.pdf
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Esta tarea que fue realizada manualmente, podria ser mejoraifacatigamente
contando con la posibilidad de configurar los pardmetros del arbolaenkaen que planteamos
en la seccion 1V.3.1. De contar con tales caracteristicas endananta, el usuario sélo deberia
ingresar los rangos o listas en las pantallas correspondientes y asirieidebsdir tiempo en la
creacion de cada combinacion de parametros, sino que la herramiemta butaméaticamente.
En la FiguralV.8 mostramos las pantallas de configuracion para el caso propuesto segun las
mejoras que se proponen sobre la herramienta SAS Enterprise Miner.
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FiguralV.8 Pantallas de Configuracion de Parametros segun mejoraggtapu

Como se puede observar en la Figiva8, para cada parametro seleccionado, se
configuran los valores que se desean probar. En este caso tres pamstatrosnfigurados en
modo rango y uno en modo lista. De esta forma el usuario s6lo configura uelaneeio de
arboles de decisién, ahorrando tiempo y a su vez, utilizando una interfgbbngara el usuario.

1V.4.2 Generacion Automatica de Modelos segiin Todas las Combinaciones de
los Parametros Posibles

Luego de configurar los diferentes nodos de arboles de decision, se ejecutan los mismos.
El tiempo de procesamiento dependera de la capacidad de la maquina amsdarabaje. En
nuestro caso trabajamos con una computadora de procesador Intel Core i5=ZF34@60GHz
con 8GB de memoria RAM con sistema operativo Windows 7 de 64bits. La cderijgianta a
punta (desde la particion del data set hasta el nodo de comparacion de nerdigl@s) total 2.5
horas. El promedio fue de 40 segundos por cada arbol de decision. Este tigmyuesiamiento
podria mejorarse utilizando una maquina mas potente o un enfoque de tipo “high-performancé

Hoy en dia la mayoria de los proveedores de herramientas de Miedbiatos estan
desarrollando lo que se conoce como “High Performance Analyti€sEsta metodologia consiste
en utilizar varios procesadores para realizar una misma tarkeandetal que la carga de trabajo
pueda distribuirse acelerando los procesos. En el caso de SAS eristemmas diferentes de
procesamiento de tareas tipo high-performance: en memoria (in mamatytyca), directamente
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en las bases de datos (in data base) y por grilla de servidores (grid confpiintgsarrollo de
estos temas esté fuera del alcance de este trabajo.

1V.4.3 Generacion de las Métricas y Graficos de Resultados

SAS Enterprise Miner genera automaticamente graficos y méthcassultados para
cada arbol de decision como asi también para cada nodo de comparagiédettes que se
utilice. Estos gréficos se alimentan de tablas de datos que puedtlizaelas en otros programas
para otro tipo de analisis.

En nuestro enfoque proponemos el uso de una herramienta de Mdltiples Vista
Coordinadas para la visualizacion interactiva de resultados. Dado QUEB&rprise Miner no
posee esta funcionalidad, tomamos las tablas de datos generadas pornteritarrpara
visualizarlas en ComVis (Matkovic, Freiler, Gracanin, & Hau2@08). Esta herramienta permite
generar graficos interactivos con una amplia cantidad de opciones degtizexion las cuales
explicaremos en esta seccion.

De todos los resultados generados por SAS Enterprise Miner tomamos los datos
necesarios para graficar las curvas ROC, Lift, Lift Acumulada puesta Acumulada. A su vez,
tomamos los datos de disefio de los arboles finales para la repiésedtados mismos en
ComVis.

Ninguna de las tablas generadas por SAS Enterprise Miner contiene tiforisabre la
configuracion de los parametros del algoritmo que produjo cada desuRar tal motivo fue
necesaria la construccion de una tabla especifica con estos datos bCkfie édentificado con
un nombre y 4 columnas, una por cada parametro configurado: Nivel de Sighifiddaxima
Profundidad, Maxima Cantidad de Ramas y Minima Cantidad de Casos poiPlgmar esta
informacién en un formato tabular para la explotacién de los détagés de visualizaciones, es
uno de los principales aportes de nuestra metodologia. Al poder unfor@acion de los
parametros con las tablas de resultados, es posible visualizalatodarmacién en forma
interactiva.

ComVis fue desarrollado con el objetivo de ser lo suficientementiblié para poder ser
adaptado a diferentes casos de uso (Matkovic, Freiler, Gracanitgu&er, 2008), lo cual
permitié adaptarlo nuestra problematica. Para poder implementar maesigologia, se trabajo
especialmente en la generacion del archivo de entrada de lmiketea Todas las tablas de
resultados generadas por SAS Enterprise Miner y la creada mantelon la configuracion de
los parametros, fueron unidas en una sola tabla que permite reléwsgtalas diferentes vistas.

Una de las principales caracteristicas de ComVis es la forma en ajpeanma
informacién de curvas para poder graficar y analizar las midradserramienta se centra en la
representacion de familias de curvas a través de un Unico registna ¢éabla de datos (Figura
IV.9).

La principal aplicacion de este concepto fue pensada para gréfisesieke de tiempo
(Konyha, Lez, & Matkovic, 2012). En la Figuf¥.9 se muestran dos formas de almacenar
informacion sobre diferentes simulaciones de temperaturas par&gita en particular. La

12 http://mmww.sas.com/en_us/software/high-performance-analytics.html
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FiguralV.9(a) muestra la forma convencional de almacenar este tipo dmacion. Para cada
simulacion se genera una nueva linea en donde los escalares (Diff_H y) Diéb&h repetirse
para cada uno de estos registros, duplicando la informacién. En el cadéigleddV .9(b) en
lugar de duplicar las filas, se genera una nueva columna que contiemeaa&n si, que en este
caso representa la variacion de la temperatura simulada en las diferentes.corrida

Wl Record Timestep Diff H  Diff v Tropical [l o Ml Record Diff H Diff V Tropical
# temp. # temp. (t)
1

1 1250  7.5e-5 24.50 1 1250 | 7.5e-5 [ L\
2 2 1250  7.5e-5 24.50 2 1250 | 7.7e-5 | I
3 3 1250  7.5¢-5 24.50 3 1250 | 7.9e5 |4
500 | 500 1250  7.5¢-5 24.30 100 | 2500 | 9.5e5 1\
501 1 1250  7.7e-5 24.20

- i A Family of Curves

1001 |1 1250  7.9e-5 24.01

50000 | 100 2500  9.5e-5 24.25

FiguralV.9 Dos estrategias para el manejo de informacion de curvas. (a) Tiepmpsentado por
una dimension adicional. Los registros del 1 al 500 representan unacaniaa (b) La curva es
representada como un tipo atémico en la tabla. Las columnas de estepaédzntan familias de
curvas. (extraido de (Konyha, Lez, & Matkovic, 2012)

Si bien esta técnica de tratamiento de datos de curvas fue pensakaiparde tiempo,
rapidamente pudo observarse su aplicacion para otro tipo de graficosrsidinales. En nuestro
caso esta forma de manejar los datos de curvas puede aplicarsedfidos de curvas ROC,
Lift, Lift Acumulado, Respuesta y Respuesta Acumulada.

El archivo de entrada de ComVis contiene una Unica linea para cadgeirbado, es
decir 240 registros, y 58 columnas representando las diferentes caieasedis estos arboles
que seran analizadas visualmente. De estas 58 columnas, 12 correspamtiamifias de curvas,
mientras que el resto son escalares tales como KS, error cuadziticdatos que también
obtuvimos de las salidas por defecto de SAS Enterpirse Miner.

IV.4.4 Evaluacion Visual e Interactiva de los Resultados

Una vez que se generaron los archivos y se cargaron en ComVis, slaapaéde
comenzar con las tareas de analisis que lo guiaran en la seleccdodedd final que mas se
ajuste a su necesidad.

Acorde a nuestra metodologia, el analista s6lo deberia interactular etapa de
configuracion de parametros, en la evaluacion y seleccion final. Los dogjpasdescribimos
anteriormente (generacion de modelos y generacion de métricasfigog) deberian ser
ejecutados por la herramienta en forma automatica. Es decir, unaeviezlgprramienta genera
los modelos y sus resultados, deberia mostrarlos directamente éstartmmo la de la Figura
IV.10 sin necesidad que el analista tenga que cargar el archisoseEpbdria lograr en una
herramienta totalmente integrada.
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Una vez que el archivo plano es cargado en ComVis, puede personal&zarse |
visualizacién de diferentes graficos que luego serviran paraaedd evaluacion visual e
interactiva de los diferentes arboles de decision. En la Higut@ se muestran la mayoria de los
graficos disponibles.
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FiguralV.10 Pantalla Inicial con informacion del archivo de entrada de ComVis.

Para el caso que estamos analizando, deseamaos conocer el modelo que mejor identifique
aquellos clientes que son mas propensos a no pagar su factura en de &pdas. Los modelos
cuya curva ROC esté mas cercana al eje y son los mas intesgesa que son los que mejor
capacidad de prediccién tienen. También podemos utilizar la curva Lifepatear la bondad
del modelo. En este caso la curva més alta seré la que represente el modelo con mayar ganan

En la FiguralV.11 podemos observar a grandes rasgos que varios modelos tienen la
misma curva ROC, muy pocas sobresalen sobre otras. Sin embargo abbaten el eje de las
y (FiguralV.12) podemos observar que algunos de ellos son mas interesantes que ques ya
sus curvas ROCs se separan de las otras. Para poder analizamhegrpargue generaron cada
curva, seleccionamos la curva de interés mediante la funcionalidedadado, la cual permite
sefialar una curva en este grafico y observar la seleccion en los gestensasEl hacer zoom
en el eje y nos permite seleccionar las curvas con mayor precision.

Al hacer esta primera seleccion es interesante descubrir que uneuiméceepresenta 8
arboles diferentes. Esto se visualiza facilmente en ladéshdltiples arboles (extremo inferior
de la FiguralV.13) en donde hay 8 cuadros seleccionados. Esto quiere decir que diferentes
combinaciones de pardmetros produjeron los mismos resultados en términos dé©¢irva R
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FiguralV.11 Resultados Generales sin utilizar filtros ni zoom
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FiguralV.12 Zoom en curvas interesantes y analisis de los parametros asociados.

En la vista de parametros cruzados de la Figurd3 también podemos observar
facilmente que la curva resaltada se obtiene configurando la maxmidadade ramas
(Max_Branch) en 3, la maxima profundidad (Max_Depth) en 8 6 9, y la méaintiad de casos
por hoja (Leaf Size) en 10. El nivel de significacion (Significance_Leawelparece tener
incidencia ya que todos los valores posibles se encuentran resaladeste primer andlisis
podriamos concluir que el mejor modelo se obtiene al configuraxianaéantidad de ramas en
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3,y la profundidad en 8 6 9, sin embargo esto no seria valido ya que sélo hemos seleccionado 8
de los 60 arboles que tienen este nivel de apertura. Para poderelglid#o, es preciso realizar
otros analisis contrastantes.
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FiguralV.13 Seleccion de curva mas interesante y analisis de parametros

En la FiguralV.14 se puede observar un nuevo grafico en la visualizacion en el panel
inferior derecho. Seleccionamos un gréafico de dispersion para reprelserglacion entre el
parametro maxima cantidad de ramas y el area bajo la curvd*RBC el eje de lax
representamos el parametro Maxima Cantidad de Ramas (Max_Byamogl)eje de las y el area
bajo la curva ROC. De esta forma podemos seleccionar facilmente aqueltmsquenestan por
debajo del éptimo para el parametro Max_Branch=3 y observar |lasndif@s versus la curva
seleccionada en la Figuid.12.

En el gréfico de la curva ROC podemos ver que se trata de ureaadevas medias. En
la vista de parametros podemos observar que hemos seleccionado 44 aibel6é6 gesibles y
gue la mayoria corresponden a arboles de poca profundidad, aunque también inapama
cantidad de arboles de 8 y 9 de profundidad. Por lo tanto no podemos todavia aseguirar que e
mejor resultado se obtenga con una configuracién de maxima apertaraadeen 3 y maxima
profundidad en 8 y 9 niveles.

Para realizar un andlisis mas profundo de los resultados obtenidospseles otras
variables y las representamos en nuevos graficos. En la Fgu&b se puede observar el panel
dividido en 6. En la parte superior encontramos tres graficos de gilispeEl primero (de
izquierda a derecha) es el mismo de la Fig\ira44. Los dos adicionales representan la relacion

13 SAS Enterprise Miner utiliza el acronimo AUR para referirse al argaldaurva ROC en lugar de
utilizar AUC, que es el acronimo mas utilizado en general.
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entre el parametro configurado y la real dimensién obtenida en caddomied el grafico del
medio observamos la relacion entre el parametro Minima Cantidzaksds por Hoja (Leaf Size)
y el real menor tamafio de hoja en cada arbol. En el graficoddedeha podemos observar la
relacién entre el parametro Maxima Profundidad y la real profundidaaitodl Estas métricas
fueron calculadas para poder representarlas ya que SAS Enterprise Miner no las genera.
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FiguralV.14 Analisis contrastante para parametro Maxima Cantidad de Ramas

En la FigurdV .155 se encuentran seleccionados los arboles con mejor area bajo la curva
ROC. Tanto arboles de 2 ramas como de 3 producen los mejores resultadoéxita
profundidad configurada en ambos casos es de 8 y 9 niveles. Sin embatggersamos el
gréfico del extremo superior derecho, podemos observar que en realidad negpado llegar
a tener 9 niveles de profundidad (el par 9,9 no existe). Esto ggigrague las reglas de parada
del algoritmo podaron el arbol antes de llegar a esta profundidad. Lraardantidad de casos
por hoja, en cambio, si fue alcanzada.

El usuario puede ahora seleccionar aquel modelo que mas se ajusta asdades
Tiene informacién de todas las pruebas generadas y conoce los resultgoulosdguebtener de
sus datos. La seleccion del modelo mas conveniente involucrara tambiémesdimsadas en
datos cualitativos, como por ejemplo qué modelo resultara més facil de comprendgeiepos a
que tienen que luego implementarlo.

IV.4.5 Seleccion del Modelo mas Apto

Las evaluaciones realizadas en el paso anterior concluirdn coadei@eldel modelo
mas apto para la problematica bajo andlisis. En este ejemplo en particular el usedei elegir
entre un arbol de 2 ramas y uno de 3. El arbol de 2 ramas produce regtamphes por lo que
por lo general se preferira antes que un arbol mas ancho.
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FiguralV.15 Comparacion de Configuracion de Parametros versus resuleades r

Para seleccionar el modelo, el usuario deberia hacer click en cualquiergrdéidos e
indicar que es su modelo elegido. Este modelo quedara implementado defgueates a mes
puedan generarse las puntuaciones que reflejan la probabilidad de fa#igodde la factura
telefénica. Para lograr este tipo de integracion, es preciso que toldsafarma sea integrada,
reduciendo al minimo la cantidad de interacciones del usuario pars ¢perativas y no de
analisis.

IV.4.6 Conclusiones

Mediante el caso desarrollado demostramos la forma en que unaapedisia evaluar
diferentes resultados posibles de forma visual e interadtiveesesidad de tener que invertir su
tiempo en la configuracion por prueba y error de los arboles de decisitin, debe hacer
mediante la metodologia tradicional. Al poder evaluar multiples combinaciones réb ysusie
decidir cudl es la mas conveniente, asegurandose que analizd6 una cantidadtesudi
posibilidades.

A su vez demostramos que para el caso analizado, diferentes coortgsgmiodujeron
los mismos resultados, lo cual le sirve al usuario para litasisacombinaciones posibles en el
futuro y solo seleccionar los rangos de parametros que pueden proslultadas mas dispares.
Al ejecutar una gran cantidad de modelos sin necesidad de hacerlmantéoativa, el usuario
puede analizar los resultados de mdltiples combinaciones de pasneettontrando mejores
resultados o resultados més adecuados a sus necesidades.

IV.5 Resumen

En este capitulo presentamos nuestro enfoque para el andlisictividella arboles de decision
junto con un caso de aplicacion. Nuestra metodologia tiene como objetivibwiordr la
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disciplina de Visual Analytics en un area que hasta el momento ridchbp suficientemente
explorada (Bertini & Lalanne, 2009l principal diferencial de nuestro enfoque consiste en
incluir como parte de la visualizacion de resultados, la visudlizade los pardmetros de
configuracion de arboles de decision. El objetivo de ello es poder ciméliaprendizaje del
analista sobre la incidencia de los parametros del algoritmo badesirde decision en la
efectividad del modelo. Para ello es preciso contar con sistemas de vishraligaeisoporten el
analisis a través de multiples vistas. La metodologia aqui presemadata presente en
ninguna de las herramientas de mineria de datos del mercado. El enfogse ee l0s principios
de la disciplina de Visual Analytics, en donde el usuario tiene niagidencia en las etapas de
analisis, interactuando de manera 4gil e intuitiva con la interfaz. La Mdebatos suele tener
un enfoque contrario, orientado a la mayor automatizacion de las. thigastra propuesta
consiste en utilizar la automatizacion de la mineria de datdssectapas de ejecucién de los
algoritmos y generacion de resultados e involucrar al humano en lasgaes@quieran analisis
y conocimiento del dominio. Combinando ambas disciplinas se pueden producidossuatia
so6lo 6ptimos en términos matematicos, sino también Utiles para el negocio.

En el capitulo siguiente presentaremos las conclusiones del trabajonyejams
propuestas que constituiran la base de trabajos futuros.
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V. Conclusiones y Futuros Pasos

V.1 Introduccion

En este trabajo hemos desarrollado una metodologia para la evaluetiédh e
interactiva de multiples arboles de decision. El objetivo dedetarrollo fue contribuir a la
creciente disciplina de Visual Analytics, cubriendo falencias de taarhientas actuales en lo
que respecta a la visualizacion del espacio de parametros.

En la actualidad existen multiples desarrollos tendientes a adartarecha entre
Visualizacion de la Informacion y Mineria de Datos. Muchos de ed®sconcentran
especificamente en la exploracion visual de los datos y enslasados de los modelos, pero
ninguno hace referencia a las configuraciones de esos modelos.

Nuestra propuesta es un enfoque metodologico que bien podria implememntarse
cualquiera de las herramientas de Mineria de Datos, Visualizag la Informacion o las
conocidas como herramientas de Business Intelligence. Si se deseara imgrleasta
metodologia en una herramienta de Mineria de Datos, seria necesamoltde los componentes
de visualizacion de forma tal de lograr la interaccion deseada entre todos los corsp&nhente
cambio nuestro enfoque fuese adoptado por una herramienta de visualizacitelesa
desarrollar el algoritmo de arboles de decision, junto con los componentesritsgeara generar
las combinaciones de parametros.

Actualmente las herramientas de Visual Analytics estan erafiflo a un ritmo muy
acelerado. Este desarrollo esta siendo liderado principalmente porrdesedqores de
herramientas de Visualizaciobn que comienzan a cefraentro de sus capacidades
funcionalidades analiticas. Los lideres de herramientas de Mind@&taketodavia no presentan
un claro camino hacia la integracion de Mineria de Datos y Visualizacion.

Empresas tales como Tableau, lider en Business Intelligence, en |udgsadellar
capacidades propias, se integra con la plataforma R para poder asimecésidades analiticas
de sus usuarios. Microstrategy también opta por esta altermatikgando la capacidad de
integrar codigo desarrollado en R para mejorar sus capacidades amafticambos casos la
integracion se realiza a nivel de resultados, es decir que sarutds capacidades graficas para
evaluar las salidas de los modelos de R, pero no para configurar los mismos wiualme

SAS, empresa lider en Mineria de Datos, aprovecha sus modelos@spéta incluirlos
en sus nuevos desarrollos visuales, tales como la herramienta iSA& Xnalytics. Esta
herramienta en constante cambio pretende llevar el poder de Miedbiatos a los usuarios de
negocios en forma visual. Tal es asi que una de sus funcionalidades atrleccidm de arboles
de decision. Esta capacidad sigue siendo limitada a la construccigradsl por vez. IBM, otro
de los grandes proveedores de herramientas de Mineria de Datos, n@ presestrategia tan
clara en la integracién de sus modelos de Mineria de Datos (adquiéddiente la compra de
SPSS) y su plataforma de Business Intelligence.

Si bien nuestro enfoque esta desarrollado sélo para visualizar arbdézsgién, nuestra
metodologia podria aplicarse a otros algoritmos de Mineria de Datasvqueren tareas de
configuracion de parametros, como por ejemplo Redes Neuronales. Esemtiti® seria
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interesante complementar el software Matlab, especialisistentipo de modelos, con las
capacidades de visualizacién interactiva de ComVis propuestas.

En el este capitulo repasaremos las contribuciones de nuestro enfquaeeso de
Visual Analytics y presentaremos algunas ideas sobre las qomdan trabajarse para que la
metodologia cubra mas etapas del ciclo.

V.2 Contribucion al Proceso de Visual Analytics

Nuestra propuesta tiene como objetivo mejorar alguna de lasdat@asceso de Visual
Analytics presentado por Keim (Keim, Kohlhammer, Ellis, & Mansmann, 2Co puede
observarse en la Figura Wicon nuestro aporte cubririamos las tareas de construcciéon de
modelos, visualizacion de los mismos y refinamiento de los pai@ng&n el trabajo elaborado
no hicimos foco en las etapas iniciales del proceso relacionadas catomd& entrada, sino que
nos concentramos en la visualizacion de los modelos en si y en el an&lisiscdeacteristicas y
resultados. A continuacion detallamos cada una de las contribuciomehkipgo explorar y
proponer areas de mejora.

Exploracidon Visual de Datos

Interaccion del

Visuali- Usuario
Mapeo zacion

Transformacion S
Datos Constraeeion Visualizacién Conoci-
de Modelos de Modelos miento

Mineria de
Datos
Modelos

Refinamiento de
Parametros

Analisis Automatizado de Datos

Bucle de retroalimentacién

Figura V.1 El proceso de Visual Analytics (traduccién de (Keim, KohlhemnEilis, & Mansmann,
2010).

V.2.1 Construccion de Modelos y Mineria de Datos

La metodologia que hemos desarrollado comienza desde la etapa del modelbdo, por
gue supone la preexistencia de un conjunto de datos ya transformados y listos para modelar. Por
lo general la mayoria de las herramientas de Mineria de prattisa de datos en formato tabular,

o también llamados datos estructurados. En el caso de nuestro desarrctingdiei®nes sobre

14 Esta figura es la misma que la Figlird2. Repetimos nuevamente la misma para facilitar la lectura.
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los datos no difieren. Los arboles de decisién soportan datos extremstetalpor lo que no
es necesario trabajar con los mismos. Si nuestro enfoque fuesel@jpiaza otros modelos que
no puedan manejar este tipo de problemas en los datos, seria precisapanadistional de
transformacion de los mismos, ya sea mediante técnicas de rellenado o filtrado dentms mi

Una vez que se tienen los datos en formato tabular, el proceso continéeetaal de
construccién de modelos. La mejora propuesta para esta tarea, @mséstiézar la construccion
de multiples modelos en un solo paso en contraposicion al enfoque iatepaspiuesto por otros
autores (Ankerst, Ester, & Kriegel, 2000) (van den Elzen & van Wijk, 204rH) la generacion
de arboles de decision.

Si bien la interaccion es el eje central de la Visualizaciéa diefdrmacion, en nuestro
trabajo creemos que es mas relevante la interacciéon al momento de eslesultados de
diferentes configuraciones y no tanto en la construccion de los modelosgaasso Sostenemos
que la construccion interactiva no permite evaluar configuraciomesativas, siendo necesarios
mas pasos para arribar a la misma conclusién. El trabajo de van depirekenta varias mejoras
respecto al de Ankerst en este sentido, sin embargo sigue estandiplanigaconstruccion de
un modelo por vez.

Un enfoque intermedio podria ser la generacién de mdltiples combinacionesosn var
pasos. Si bien en el caso desarrollado la construccion de modelos se realizé en unaestda vez,
tarea también podria ser interactiva al seleccionar difereateres para los parametros que luego
derivarian en diversas combinaciones de parametros. Es decir, endkuggenerar 240
combinaciones de una vez (como hicimos en el caso planteado) podriasgenaeamenor
cantidad e ir refinando los modelos en sucesivas iteraciones. Nuestdologia, tal como esta
planteada, permite realizar la tarea de esta forma progré®odtian seguirse diferentes
estrategias en la generacion de combinaciones de parametros. E psdaia dejar fijo un
pardmetro y luego jugar con el resto para ir evaluando los diferenttades. De cada tanda de
pruebas podria seleccionar aquellas configuraciones de parametrosjgusenagustaran a la
problematica e incluirlas, junto con unas nuevas, en la siguiente tanda de combinaciones.

Esta interaccién seria muy facil de lograr con los menus prop@sstaseccion 1V.3.1
de este trabajo. Mediante el uso de la funcién de listas de valoadepparametros, el usuario
podria introducir como valores posibles sélo los que haya seleccionado en cada evaluacion.

Dado que la herramienta de visualizacion sugerida, ComVis, facilitadalizacion de
multiples colecciones de curvas junto con la vista cruzada de pesgme aproximacion
iterativa no seria necesaria. Sin embargo algunos usuarios podr&r preenfoque del tipo
“divide y conquistaras” el cual también es posible de la forma en que hemos propuesto la
configuracion de parametros.

V.2.2 Visualizacion de Modelos y Refinamiento de Parametros

En nuestro trabajo entendemos visualizacién de modelos en dos sentidozacigumali
de los resultados y visualizacion de la configuracion de paramestasdo éstos directamente
relacionados. La mejora que proponemos con nuestra metodologia esténbyadmente a la
visualizacion de la configuracion del modelo. Actualmente ningunanmiemta del mercado
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permite visualizar las relaciones entre pardmetros y resutiadagorma en que proponemos en
nuestro desarrollo metodolégico.

Observando la incidencia de la configuracién de parametros en los resultados, es posible
tomar decisiones respecto a los mismos, contribuyendo a la taefmdmiento de parametros
propuesta por Keim para el proceso de Visual Analytics. Asi por ejemplo gasoele estudio
se pudo observar que varias configuraciones produjeron los mismos resildtadaksirve para
limitar en un futuro la cantidad de combinaciones a generar.

Se observo también que el nivel de significacion no influyé en leoniayge los
resultados, por lo que este parametro podria no ser de interés pars futiebas. Es decir que
en corridas sucesivas podria seleccionarse un Unico valor para este padisminuyendo asi
la cantidad de modelos generados y por ende el tiempo de computoramlédes. Este punto,
sin embargo, deberia validarse con otros conjuntos de datos. Arristas conclusiones
mediante la metodologia disponible en herramientas de Mineria o €&anas dificil ya que e
analista debe ir evaluando una a una, por prueba y error, las diferentes pruebas gue realiz

Otra caracteristica de las propuestas que resulta de gran vaal pafinamiento de
pardmetros, es la posibilidad de comparar la configuracion del modelo Vessos/eles
alcanzados. En el caso de ejemplo demostramos que ciertas configurdeigmefundidad y
cantidad de casos por hoja minimo no fueron logradas en los arbolessdmdesultantes. Es
decir que si bien el usuario configurd la herramienta para obtenérbol de determinada
profundidad, la misma no fue alcanzada en algunos casos debido a laitnierancel resto de
los parametros. Este tipo de informacion es Util a la hora desgenmvas combinaciones ya que
limita la cantidad de pruebas a realizar. El dato sobre los readdss de profundidad y el tamafio
de las hojas fue calculado a partir de los datos de los arbokdscid#dn generados por la
herramienta de Mineria de Datos, siendo esto una innovacion ya que no es un dato disponible en
tal herramienta. Si bien para este trabajo sélo desarrollamos estagtdoas, también podria
generarse el mismo calculo para la cantidad de ramas del arbol.

V.3 Futuros Pasos

En la metodologia propuesta hemos cubierto s6lo algunas de las etapaxéso de
Visual Analytics, concentrandonos especificamente en la visualizaciébalesade decision y
generacion de conocimiento sobre la configuracion de parametros dentwsmiks enfocamos
en estas tareas ya que eran las que presentaban menor progreso en la bibdingliafia.e

Sin embargo a lo largo del desarrollo de nuestro enfoque fuimos detectanddeareas
mejora que podrian ser desarrolladas en trabajos futuros. En esia peesentamos algunas de
estas ideas.

V.3.1 Visualizacion de Reglas de Decision

En nuestra metodologia no planteamos mejoras en la visualizacion delesdésssion.
Por lo general las reglas de decisién generadas por los modefgsesentan a través de una
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estructura de arbol de tipo nodo-vinculo (Figura V.2, derecha). En |laaeidaptealizada a la
herramienta ComVis, se seleccioné la visualizacién de arboles deédexisavés dégraficos

de estalactita(icicle plots) (Figura V.2, izquierda). Estos gréaficos son muy Utiles para resum
informacién sobre la estructura general de un arbol (ancho y profundidam)pgn menos
espacio. Sin embargo, los mismos no contienen informacion sobre las reglasisiin dec
generadas por los modelos.

Conocer las diferentes reglas para cada arbol resultante epetéakinterés para los
analistas, ya que los mismos deben tomar decisiones sobre cué&tes etilia practica. Por
ejemplo ante dos modelos que poseen la misma area bajo la curvABO®(Una muy similar,
producto de diferentes configuraciones de pardmetros, el analista ggdcicionar un arbol en
lugar de otro dependiendo de las reglas que se hayan generado.

Dado que el analista podria seleccionar un modelo por sobre otros en fimicigmeglas
generadas, es preciso trabajar sobre la forma de visualizaisia®s como asi también en la
comparacion de ellas. Visualizar mas de un arbol a la vez podciansglejo para el usuario, por
lo que deberian evaluarse visualizaciones alternativas.

Schulz (2011) agrupa en su proyecto treeviS:ngentos de posibilidades para la
representacion de arboles de decision. Los diferentes disefios puedemasges fdegin sus
caracteristicas de dimension, representacién y alineacion. Seleceiomas adecuado para
comparar una gran cantidad de arboles podria consistir en un trabajostigaci@n en si. Este
punto es de sustancial interés para desarrollos futuros de la metodologia.

0:0.0%
1: 100.0%Count: 923

0:0.0%
1:100.0%Count: 1854

0:0.9%
1:99.1% Count: 633

0: 24.5%
1: 75.5% Count: 102

Figura V.2 Visualizacion de arboles de decisién a través de icicle ptpige(ida) y graficos de tipo
nodavinculo (derecha).

V.3.2 Preseleccion de Resultados Relevantes

En el caso que utilizamos como ejemplo, descubrimos que varias configuratgones
pardmetros produjeron los mismos resultados. A pesar de ello todssresiltados fueron

15 Treevis.net
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representados visualmente. En desarrollos futuros, podria trabajaageosibilidad de mostrar
sélo aquellos modelos que presenten diferencias sustanciales y reisuma Unica vista las
caracteristicas de aquellos que no difieren de los otros. Si biea pledidirse eliminar estos
arboles del analisis, consideramos que no seria correcto ya queébridegue diferentes
combinaciones de parametros producen los mismos resultados, puede serdernbéEés para
el analista. En el caso de existir resultados repetidos, deberiars¢éodecisiones sobre cuél de
todos los modelos mostrar, existiendo multiples opciones para ello.

Otra forma de limitar la cantidad de resultados a visualmalria ser dandole la
posibilidad al usuario de predefinir filtros para ciertas métrigsispor ejemplo el usuario podria
determinar que sélo desea visualizar los arboles que tienen conaonuiimi cierta precision o
AUC. En nuestra implementacion este filtro puede ser realizado una veradps todas las
visualizaciones a través de los pinceles de seleccién. Este filtro pedifarse antes de la
produccién de las visualizaciones, introduciéndolo como parametro en la ciameiSin
embargo la informacion sobre las configuraciones que no alcanzardmrabrdeseado deberia
estar también disponible como resumen para conocimiento del analista.

V.4 Conclusion

La disciplina de Visual Analytics sigue creciendo y cada vezns@s numerosos los
trabajos y desarrollos que se realizan en esta area. El puntoegatratcar al humano al andlisis
de datos a través de herramientas visuales e interactivas. Si ldencesdcteristicas se
contradicen con el objetivo de automatizacion de Mineria de Datesy@sejue nuestro enfoque
toma los puntos mas sobresalientes de cada ciencia para plantéammaae trabajo que se
ajuste a la definicion de Visual Analytics.

A lo largo de este trabajo demostramos como es posible unir los mundeaaleacion
de la Informacion y Mineria de Datos mediante la adaptacién dmfientas y formas de trabajo
actuales. Creemos que nuestra metodologia presenta caractetésticas valor y esperamos en
un futuro poder contar con una solucion integral que tenga todos los compoeeptgios para
llevar a cabo las tareas aqui planteadas.
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