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Resumen
A lo largo de esta tesis, estudiamos el problema de la toma de decisiones en el cerebro.

Nuestro enfoque fue abarcativo, intentando analizar las diversas escalas del problema, desde
modelos neurofisiológicos para decisiones sencillas hasta el encadenamiento de decisiones
individuales para formar programas complejos.

Es claro que el cerebro es una máquina capaz de realizar cómputos de manera flexible
y versátil, pero que además presenta circuitos especializados en ciertos cómputos espećıficos
como el trazado visual de una curva, la detección de la orientación, del contraste, del mo-
vimiento, etc. Estos circuitos configuran una red de procesadores especializados, capaces de
operar en paralelo pero que para realizar los cómputos flexibles y versátiles, a veces deben
encadenarse de forma serial. Los mecanismos espećıficos detrás del encadenamiento de las
operaciones ‘elementales’ del cerebro son mayormente desconocidos. Durante esta tesis ex-
ponemos los requisitos computacionales que deben ser satisfechos para que las operaciones
configuren programas comportamentales flexibles y complejos.

Actualmente se tiene un conocimiento bastante detallado del mecanismo subyacente a
las decisiones perceptuales. A partir de registros electrofisiológicos en monos y ratas que
fueron entrenados para hacer tareas de discriminación perceptual, se observó que existen
neuronas sensibles a las categoŕıas que se deben responder, cuya actividad rampea hasta
un nivel donde señalan la decisión. Esto se interpreta como que las neuronas integran evi-
dencia sensorial ruidosa hasta alcanzar un nivel de certeza suficiente como para decidir.
Esta interpretación se deriva de la estrategia de inferencia bayesiana óptima para toma de
decisiones en presencia de ruido, que reproduce varias de las observaciones experimenta-
les. Sin embargo, no está claro cómo es que esta inferencia se instancia en el cerebro, ni
a nivel algoŕıtmico ni neurofisiológico. En esta tesis estudiamos una propuesta particular,
la inferencia aproximada por un proceso de muestreo de una distribución de probabilidad.
Estudiamos este mecanismo al nivel neurofisiológico, implementando una red de neuronas
que forman varios atractores dinámicos. En particular, nos enfocamos en cómo es que esta
implementación permite codificar de forma natural la medida de la confianza que tienen los
sujetos en la elección que tomaron. La confianza, junto al tiempo de respuesta y la tasa de
errores, es uno de los observables del proceso de toma de decisión que fueron estudiados por
psicólogos y neurocient́ıficos cognitivos. Se considera que es una medida interna crucial para
el comportamiento, desde la poĺıtica de toma decisiones hasta la modulación del aprendizaje
en tareas complejas, cuyas bases neurofisiológicas siguen siendo mayormente desconocidas.

Por último, extendemos la implementación del proceso de muestreo para explicar, al
nivel algoŕıtmico, una forma de encadenamiento de decisiones individuales. En particular,
estudiamos cómo es que chicos de entre 6 y 7 años se desempeñan en un juego sencillo
de planeamiento. Proponemos un mecanismo de encadenamiento de acciones individuales
(proceso de planeamiento o de búsqueda) que nos permite ajustar el desempeño de los
chicos en la tarea. Más importante aún, nos permite sondear las estrategias de los chicos
para orientar o sesgar la búsqueda de cadenas de acciones (el mecanismo de asignación de
valor de las acciones o la heuŕıstica).

Palabras clave: Toma de decisiones, confianza, planeamiento, inferencia, computabili-
dad
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Assembling mental operations. Deve-

lopment of a theoretical and compu-

tational framework for human decision

making
Abstract
During this thesis, we studied decision making in the brain. We used a broad approach,

attempting to analyze the various scales of decision making, from neurophysiological models
for simple decision to chains of many individual decisions that form complex behavioral
programs.

It is clear that the brain is capable of performing flexible and versatile computations
on demand, but also has specialized circuits devoted to specific operations such as curve
visual tracing, orientation detection, contrast or movement sensing, etc. These circuits form a
network of specialized processors, capable of parallel operations but to retain flexibility, they
must sometimes work in serial manner. The specific mechanisms that underly the chaining
of the brain’s ‘elemental’ operations is mostly unknown. During this thesis, we expose the
computational requirement that must be satisfied to allow the operations to configure flexible
and complex behavioral programs.

Presently, the underlying mechanism behind perceptual decisions is known with a lot of
detail. It was seen in electrophysiological recordings in monkeys and rats that were trained
to perform perceptual discrimination tasks, that there are neurons, sensitive to the response
category, whose activity ramps to a level that signals the decision. The neurons’ ramping is
interpreted as a noisy sensory evidence integration, which continues up to a level of certainty
that is sufficient to decide. This interpretation derives from the optimal bayesian inference
decision strategy, which is also able to reproduce various experimental observations. However,
it is still unclear how the inference is instantiated in the brain at both the algorithmic and
neurophysiological levels. In the present thesis, we study a particular proposal: inference is
approximated by a sampling process. We study this mechanism at the neurophysiological
level by implementing a network of neurons that form dynamic attractors. In particular,
we study how this implementation is able to naturally encode a measure of the confidence
subjects have in their decision. Confidence, along with response time and error rates, is
one of the behavioral observables of the decision making process that have been studied
by psychologists and cognitive neuroscientists for many decades. Confidence is considered
a measure that subjects rely on to shape their behavior, from the decision making policy
to the modulation of complex task learning, and whose neurological underpinning is mostly
unknown.

Finally, we extend the implementation of the sampling process to explain, at the algo-
rithmic level, a form of simple decision chaining. In particular, we study how children, that
have between 6 and 7 years of age, play a simple planning game. We propose a mechanism
of action chaining (planning process or search process) that allows us to fit children’s task
accuracy. More importantly, we are able to probe the strategies that children use to shape
their plans of action chains (the action value assignment mechanism or heuristic).

Keywords: Decision making, confidence, planning, inference, computability
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a trabajar para poder esclarecer algunos problemas. Sobre todo, tengo que agradecerle su
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Caṕıtulo 1

Introducción

A lo largo de esta tesis, estudiamos el problema de la toma de decisiones en el cerebro.
Este problema toca áreas del conocimiento tan diversas como la psicoloǵıa, la economı́a,
las ciencias poĺıticas, la medicina, la ética, y esencialmente se enfoca en tratar de entender
cómo y por qué es que se genera un dado comportamiento. Ambas preguntas se están em-
pezando a responder en situaciones espećıficas y controladas a partir de diversos desarrollos
teóricos y experimentales, especialmente registros neurofisiológicos durante tareas de toma
de decisiones perceptuales. En este caṕıtulo, se resumirá someramente el estado actual del
conocimiento en el área de la neurociencia de la toma de decisiones.

Nuestro comportamiento se construye en el cerebro, y la forma en la que decidimos
frente a diversos estados del entorno provee una ventana para estudiar el funcionamiento
del mismo. Casi todo problema en neurociencia puede dividirse en tres etapas de estudio
de acuerdo a un famoso criterio de David Marr (Marr, 1982): en primer lugar, formular el
problema e identificar su solución normativa (cómo debe ser de manera óptima). En segundo
lugar, la búsqueda de algoritmos computacionales que realizan la solución óptima y, tercero,
elucidar las implementaciones de tales algoritmos en el cerebro. La formulación más extensa
de la toma de decisiones es que un sujeto debe decidir una acción entre varias posibilidades,
basado en la historia de eventos que lo llevaron al estado en que se encuentra, con las creencias
que tiene de los posibles efectos de su decisión y los posibles costos y beneficios que puede
traerle a corto o largo plazo (Puterman, 1994; Sutton and Barto, 1998). Esta situación tan
ambigua y extensa es inabarcable para formular casi cualquier pregunta relevante por lo cual
la neurociencia estudia la toma de decisiones en circunstancias artificiales, más reducidas y
controladas.

1.1. Decisiones perceptuales

Uno de los experimentos paradigmáticos que brindaron el mayor sustento neurofisiológico
a lo que se sabe actualmente sobre cómo y por qué decidimos consiste en entrenar monos
en una tarea de decisión perceptual simple (Gold and Shadlen, 2007; Roitman and Shadlen,
2002; Shadlen and Newsome, 1996, 2001). Se les muestra en una pantalla una nube de
puntos brillantes que se mueven, desaparecen y aparecen azarosamente. Sin embargo, hay
un grupo de puntos que se mueven coherentemente en una misma dirección. La coherencia y
la dirección son controladas por los experimentadores. La tarea que deben hacer los monos
es decidir en qué dirección se mueven con mayor coherencia los puntos (Britten et al., 1992).
En caso de acertar, se les entrega una recompensa, y en caso de fallar, a veces se los penaliza.

1



2 Caṕıtulo 1

Este paradigma experimental es sumamente flexible ya que no sólo se pueden controlar la
coherencia y dirección de movimiento (Palmer et al., 2005), si no que también se puede
controlar el tiempo de exposición (Kiani et al., 2008), forzar a los monos a decidir en un
dado momento (Kiani et al., 2008), penalizarlos si deciden mal (Kubanek et al., 2015),
penalizarlos si tardan mucho (o recompensarlos más si tardan poco) (Shadmehr et al., 2010;
Thura et al., 2012). Estos experimentos dan lugar a diversas observaciones psicof́ısicas: el
desempeño, el tiempo de respuesta, y la confianza que se tiene en la decisión. Esta última
puede ser interpretada como la certeza que tiene un sujeto en la decisión que tomó (Meyniel
et al., 2015). En sujetos no verbales, esto parećıa imposible de medir hasta que se introdujo
el protocolo de evaluación post-decisión, donde los sujetos pueden elegir normalmente, u
optar por una alternativa que siempre da una recompensa pequeña e inmediata (Kepecs
and Mainen, 2012; Kiani and Shadlen, 2009). Por otra parte, también se puede controlar la
forma en que se exige que el mono responda, si con una sacada ocular a una ubicación, con
un movimiento de su brazo, etc (Lafuente et al., 2015). Lo más importante es que no sólo
se miden variables psicof́ısicas, si no que también se registran simultáneamente la actividad
de las neuronas de ciertas áreas de la corteza (Gold and Shadlen, 2007; Shadlen and Kiani,
2013). Por lo tanto, entendiendo la psicof́ısica y contrastando con la fisioloǵıa, es posible
empezar a develar el cómo y el por qué los monos eligen lo que eligen.

En la tarea del movimiento azaroso de puntos (RDM por su sigla en inglés, Fig. 1.1.A), lo
primero que se encontró fue que las neuronas del área Media Temporal (MT) de la corteza vi-
sual eran sensible a la dirección de movimiento y además codificaban en su tasa de disparo la
fidelidad del est́ımulo (o la relación señal ruido) (Newsome et al., 1989). Esto llevó a interpre-
tar que MT codificaba la evidencia sensorial relevante para la decisión, que se correlacionaba
fuertemente con el desempeño y el tiempo de respuesta (Fig. 1.1.B) (Britten et al., 1996).
Por otra parte, los monos eran entrenados para informar la dirección del movimiento con su
mirada, realizando una sacada a una de varias posiciones a los costados del punto de fijación.
Por lo tanto, como se sab́ıa que la decisión final del mono era señalada por una acción motora
espećıfica que deb́ıa involucrar un área espećıfica de la corteza motora, el Frontal-Eye-Field
(FEF) que es la que controla los movimientos oculares voluntarios (Paré and Wurtz, 2001).
Por lo tanto, en algún área intermedia entre MT y FEF, la evidencia sensorial era analizada
para finalmente transmitir la decisión al área encargada de ejecutarla. Esto guió la búsqueda
al sustrato neuronal de la toma de decisiones a la corteza Lateral Intra Parietal (LIP), don-
de se observó que existen neuronas sensibles a las distintas direcciones de movimiento que
incrementaban lentamente su actividad hasta un nivel constante previo a la acción motora
(Gold and Shadlen, 2007; Shadlen and Kiani, 2013; Shadlen and Newsome, 2001) (Fig. 1.1.C
y D). La tasa de crecimiento era controlada por la fidelidad del est́ımulo (Fig. 1.1.C) pero la
tasa de disparo alcanzada en el momento de decisión era independiente de la dificultad (Fig.
1.1.D) y también de la duración del est́ımulo (Shadlen and Kiani, 2013). Esto llevó a pensar
que la evidencia sensorial era integrada hasta un umbral en el cual señalaba la decisión. Este
proceso de integración se observó también en decisiones que involucran más de dos alter-
nativas, con est́ımulos que afectan sentidos diferentes (somatosensorial, auditivo, olfativo)
(Carandini and Churchland, 2013; Machens et al., 2005; Raposo et al., 2012), lo que permite
aventurar que este mecanismo puede ser una adaptación genérica que subyace a la toma de
decisiones generales.
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Fig. 1.1: Figura tomada de (Shadlen and Kiani, 2013). A, se presenta esquemáticamente el experimento.
Un mono debe fijar en un punto mientras se registran neuronas de LIP sensibles a una región del espacio
(Receptive Field, RF). Luego se presentan los puntos hacia los que deben mover su mirada para reportar
su decisión y la nube de puntos. En esta versión, los monos son libres de responder cuando quieran. B, el
efecto que tiene el cambio de la coherencia del movimiento de los puntos sobre el desempeño (probabilidad
de correcto) y el tiempo de respuesta (RT). Los datos medidos se marcan con puntos y la curva en negro
corresponde al ajuste de un modelo de acumulación. C, promedio de las respuestas de las neuronas de LIP
a lo largo de diferentes ensayos desde el inicio del movimiento. Las ĺıneas sólidas indican cuando el RF de
las neuronas coincid́ıa con la ubicación seleccionada por los monos y las punteadas cuando no. Los colores
corresponden a los niveles de coherencia del est́ımulo. El inset muestra la pendiente de crecimiento de la
actividad para las distintas coherencias (coherencias negativas corresponden a movimientos hacia la dirección
opuesta al RF). D, Respuestas de las mismas neuronas alineadas a la sacada ocular. Sólo se muestran las
actividades sobre los ensayos donde la sacada fue hacia el punto dentro del RF medido.
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1.2. Decisiones guiadas por recompensas

Más o menos al mismo tiempo y en paralelo, se empezaron a estudiar los mecanismos
subyacentes a la toma de decisiones basadas en recompensas (Barraclough et al., 2004; Dorris
and Glimcher, 2004; Montague et al., 2004; Platt and Glimcher, 1999; Sugrue et al., 2004). A
diferencia de las decisiones perceptuales donde hay una decisión correcta y se debe analizar la
evidencia sensorial para poder acertar, en las decisiones basadas en recompensas los sujetos
deben decidir entre varias acciones posibles de acuerdo a la recompensa que cada acción
trae aparejada. La decisión “correcta” depende, en última instancia, de si permite cumplir
un objetivo comportamental o no. En experimentos de laboratorio, el objetivo suele ser
maximizar la recompensa acumulada. Este tipo de toma de decisiones se basa en la capacidad
del cerebro para evaluar cuán deseables son las opciones disponibles, como requisito previo a
la elección, y cambiar de forma adaptativa las estrategias de decisión cuando los resultados
de la elección no cumplen las expectativas.

Al nivel neurofisiológico, ha habido un progreso significativo en la comprensión de la
representación neuronal de las señales de recompensa y de la recompensa esperada. Estas
dos señales son diferentes ya que una codifica la recompensa efectivamente observada por el
sujeto mientras que la otra representa la expectativa asociada a la acción del sujeto. Un ha-
llazgo clave fue que la actividad fásica de las neuronas dopaminérgicas en el Área Tegmental
Ventral (VTA por su sigla en inglés) codifican el error de la predicción de la recompensa
(la diferencia entre la recompensa esperado y obtenida efectivamente) (Roesch et al., 2007;
Schultz, 1998; Schultz et al., 1997). De forma consistente con la señal de error de la predic-
ción, la actividad de las neuronas dopaminérgicas aumenta tanto con la magnitud como con
la probabilidad de recibir la recompensa (Fiorillo et al., 2003; Roesch et al., 2007; Tobler
et al., 2005). Por otra parte, un estudio reciente encontró en primates que las neuronas en
la Habénula Lateral reflejan errores de predicción de la recompensa con un signo opuesto
a las neuronas dopaminérgicas (que exhibe un fuerte aumento de la actividad cuando la
recompensa real es menor que el resultado esperado), lo que sugiere que la Habénula Lateral
contribuye a codificar la señal de errores negativos de predicción (Matsumoto and Hikosa-
ka, 2007). Por otra parte, se han observado de forma consistente en registros de neuronas
individuales en animales comportándose, señales neuronales correlacionados con la recom-
pensa esperada en el Cuerpo Estriado, la Amı́gdala, la Corteza Orbitofrontal (OFC), y la
Corteza Cingulada Anterior (ACC) (Rushworth and Behrens, 2008). El valor esperado suele
caracterizase como una integración con pérdidas de las recompensas experimentados con
anterioridad. Por ejemplo, actividad neuronal en el ACC de monos comportándose ha sido
descripta como un filtro temporal de las últimas recompensas, en una escala de tiempo de
varios ensayos (o decenas de segundos) (Kennerley et al., 2006). En la teoŕıa de aprendizaje
por refuerzo (RL), se postula que la señal de error se usa para actualizar la recompensa
esperada de las acciones, que a su vez es usada para calcular la señal de error (Bayer and
Glimcher, 2005; Rushworth and Behrens, 2008; Sutton and Barto, 1998). Por lo tanto, la
recompensa esperada y el error de predicción dependen unas de otras y deben ser calculadas
de forma iterativa, posiblemente en diferentes regiones del cerebro conectados en un ciclo
rećıproco. Por ejemplo, a través de un proceso de aprendizaje que depende de las entradas
dopaminérgicas, la recompensa esperada puede ser evaluada en un circuito que incluye al
cuerpo estriado y a la corteza frontal. Esta señal se realimenta a las células dopaminérgicas
de la zona media del cerebro para ser comparada con la recompensa real y, luego, producir
un error de predicción. Sin embargo, las señales de la recompensa esperada y del error de
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predicción se mezclan en múltiples áreas del cerebro y son a menudo dif́ıciles de desacoplar.
Es importante distinguir entre el sistema cerebral para la evaluación de recompensas y los

circuitos neuronales que utilizan esta información para guiar el comportamiento. Las estruc-
turas cerebrales activadas en la toma de decisiones y moduladas por señales de recompensa
incluyen al Núcleo Caudado (Samejima et al., 2005), LIP (Platt and Glimcher, 1999; Sugrue
et al., 2004), y la corteza prefrontal (Watanabe, 1996), áreas también involucradas en la
toma de decisiones perceptuales. Los modelos de aprendizaje por refuerzo sugieren que los
valores asociados a las acciones se aprenden al nivel de las sinapsis que entran al circuito de
decisión. Por lo tanto, las decisiones que se toman alteraŕıan el peso sináptico de entrada al
área involucrada de acuerdo a las señales de recompensa y error de predicción, para adaptar
el comportamiento. Por lo tanto, los circuitos usados para la toma de decisiones perceptuales
y las decisiones guiadas por recompensas pueden ser los mismos, y mantenerse inalterados
por un proceso de aprendizaje que sólo modificaŕıa los pesos de las conexiones de entrada.

En un experimento en monos (Lau and Glimcher, 2005; Sugrue et al., 2004), donde los
sujetos deb́ıan elegir entre dos opciones (A y B) que eran recompensadas con una proporción
λA y λB, respectivamente, se observó que el comportamiento segúıa una ley de matching.
Esta dice que los sujetos deciden ajustando la proporción de selección de cada opción a la
recompensa relativa obtenida por las mismas (Fig. 1.2.A y B). Es decir que la probabilidad de
elegir una opción está dada por su recompensa esperada, relativa a todas las otras opciones.
Por otra parte, la decisión de los monos era reportada con una sacada ocular, y se observó que
la actividad de las neuronas de LIP selectivas a cada respuesta sacádica era modulada por
una representación del valor asociado a cada acción. El valor asociado a una acción a, se
define como la recompensa acumulada que se espera recibir a futuro, luego de realizar dicha
acción. Depende del estado s desde el cual se realice la acción y se suele notar como Q(s, a).
La representación particular de Q que se observó experimentalmente se correspond́ıa a la
integración con pérdidas de las recompensas pasadas observadas al realizar la acción (Sugrue
et al., 2004). Curiosamente, las selecciones de los monos también se ajustaba bien con una
distribución softmax que depend́ıa de la diferencia de λA y λB (Corrado et al., 2005) (Fig.
1.2.C). Esta observación fisiológica da sustento a que las mismas poblaciones se involucran
tanto en decisiones perceptuales como decisiones guiadas por recompensas.

El sustrato común para la toma de decisiones perceptuales y guiadas por recompensas es
la toma de decisiones bajo condiciones de incertidumbre. En las decisiones perceptuales, el
est́ımulo es ruidoso y lleva a que a que haya incertidumbre sobre qué alternativa es la correcta,
mientras que en el otro paradigma se tiene una incertidumbre sobre el valor asociado a las
acciones. Ambas fuentes de incerteza producen el mismo efecto: decisiones probabiĺısticas.
Modelos fisiológicamente detallados permitieron unificar ambos tipos de formas de decisión
en un marco común.

1.3. Modelos neuronales detallados

En un esfuerzo teórico independiente, se empezaron a desarrollar modelos neurofisiológi-
cos detallados para poder explicar las bases de la actividad neuronal persistente como me-
canismo neuronal de las denominadas memorias de trabajo, o memorias activas de corto
plazo (Compte et al., 2000; Miller et al., 2003; Wang, 2001). Los modelos biológicamente
realistas revelaron que los sistemas de memorias no deb́ıan funcionar como interruptores que
pasaban de un estado de baja actividad y otro de alta intensidad rápidamente, si no que la
excitación sináptica recurrente subyacente a la actividad persistente deb́ıa ser lenta (Wang,
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Fig. 1.2: Figura tomada de (Wang, 2008). A, Comportamiento del mono durante una sesión experimental
donde se ve que ajusta una ley de matching. La curva azul muestra las cantidad acumulada de decisiones
rojas y verdes. Las ĺıneas negras muestran la tasa promedio de recompensas (roja/verde) dentro de cada
bloque (aqúı, 1/1, 1/3, 3/1, 1/1, 1/6 y 6/1). La ley de matching predice que ambas curvas deben ser paralelas.
B, Comportamiento de matching al nivel de bloques. Cada punto representa un bloque de ensayos donde la
tasa de recompensas se mantiene constante. Las fracciones de recompensas y selecciones se muestran para la
opción roja. Un matching perfecto corresponde a que los puntos estén alineados alrededor de la diagonal. C,
En un modelo, las recompensas pasadas son integradas sobre los ensayos previos con una constante temporal
de cinco a diez ensayos, dando estimaciones de valores para las opciones rojas y verdes. La probabilidad de
selección de cada opción es modelada como una distribución softmax (izquierda) o fraccional (centro). Los
datos del mono (derecha) se ajustan mejor por el criterio softmax. D, En un modelo neuronal donde la sinapsis
de entrada tienen plasticidad dependiente de la recompensa, el peso sináptico medio tiene una relación lineal
con la recompensa media correspondiente a cada opción. Los puntos rojos y verdes corresponden a las
opciones A (roja) y B (verde). E, Actividad de las dos poblaciones de neuronas que compiten promediadas
de acuerdo a la elección y diferencia de pesos sinápticos. La actividad está alineada con el inicio del ensayo,
y muestra por separado la actividad de las neuronas de la opción elegida (roja) y no elegida (azul). F,
Comportamiento del modelo para el ensayo mostrado en A. G, Comportamiento del modelo para los datos
de C.
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2001). Pronto se reconoció que este mecanismo de reverberación lenta era precisamente lo
que se necesitaba para explicar la aparente integración de la evidencia sensorial implicada
en la toma de decisiones perceptuales. La propuesta de un mecanismo común para la to-
ma de decisiones y la memoria de trabajo es apoyada por observaciones fisiológicas, que
encuentran neuronas individuales correlacionadas con ambas tareas en las mismas regiones
de la corteza prefrontal y parietal (Gold and Shadlen, 2007; Wang et al., 2008). Desde ese
momento se utilizaron los modelos de redes neuronales recurrentes (RNM) para explicar los
datos experimentales en decisiones perceptuales y basadas en valor (Bernacchia et al., 2011;
Braun and Mattia, 2010; Deco et al., 2007; Furman and Wang, 2008; Lo and Wang, 2006; Lo
et al., 2009; Machens et al., 2005; Mart́ı et al., 2008; Soltani and Wang, 2006, 2008; Wang,
2002; Wong and Wang, 2006; Wong et al., 2007; Zylberberg et al., 2010). En estas redes, la
decisión categórica se realiza por la dinámica de un atractor que depende de la inhibición
desarrollada por la retroalimentación con lo que también reciben el nombre redes neuronales
atractoras (ANN).

Para clarificar, exponemos en detalle uno de los primeros modelos de ANN para la toma
de decisiones probabiĺısticas entre dos alternativas propuesto por Wang (2002). Él asumió que
las neuronas que integraban la información sensorial para decidir se divid́ıan en cuatro po-
blaciones: dos sensibles a cada una de las alternativas y otras dos no espećıficas que no
recib́ıan estimulación directa relacionada al est́ımulo sensorial. Una de las poblaciones no
espećıficas se propońıa que fuera conformada exclusivamente por interneuronas (neuronas
inhibitorias) mientras que todas las demás se propońıa que fueran neuronas piramidales (ex-
citatorias). Asumı́a que todas las neuronas de la red estaban completamente conectadas unas
con otras. Las sinapsis salientes de las neuronas piramidales se diriǵıan a receptores de los
neurotransmisores AMPA (ácido α-amino-3-hidroxi-5-metilo-4-isoxazolpropiónico) y NMDA
(N-metil-D-aspartato). Por otro lado, las sinapsis salientes de las interneuronas se diriǵıan
a receptores de GABAA (ácido γ-aminobut́ırico tipo A) (Fig. 1.3.A). Además, supońıa que
todas las neuronas recib́ıan estimulación no espećıfica a la tarea desde otras áreas del ce-
rebro, dirigidas a receptores de AMPA. Este tipo de estimulación se denomina bombardeo
sináptico o entrada sináptica de fondo (Faisal et al., 2008). Wang (2002) también asumió que
las neuronas segúıan una dinámica sencilla de integración y disparo con pérdidas (LIF por
su sigla en inglés). Por lo tanto, las ecuaciones dinámicas para todas las neuronas quedaban
expresadas como

Cj
∂Vj(t)

∂t
= −gL [Vj(t)− VL]− Ij,sin(t) (1.1)

Isinj (t) = Iext,AMPA
j (t) + Irec,AMPA

j (t) + Irec,NMDA
j (t) + Irec.GABA

j (t) (1.2)

Iext,AMPA
j (t) = gext,AMPA

j [Vj(t)− VE] s
ext,AMPA
j (t) (1.3)

Irec,AMPA
j (t) = grec,AMPA

j [Vj(t)− VE]
∑

i∈Exc

wj,is
AMPA
i (t) (1.4)

Irec,GABA
j (t) = grec,GABA

j [Vj(t)− VI ]
∑

i∈Inh

wj,is
GABA
i (t) (1.5)

Irec,NMDA
j (t) =

grec,NMDA
j [Vj(t)− VE]

1 + [Mg2+]exp(−0,062Vj(t)/3,57)

∑

i∈Exc

wj,is
NMDA
i (t) (1.6)

∂sAMPA
j (t)

∂t
= −

sAMPA
j (t)

τAMPA

+
∑

k

δ(t− tkj ) (1.7)
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∂sGABA
j (t)

∂t
= −

sGABA
j (t)

τGABA

+
∑

k

δ(t− tkj ) (1.8)

∂sNMDA
j (t)

∂t
= −

sNMDA
j (t)

τNMDA,decay

+ αxj(t)(1− sNMDA
j (t)) (1.9)

∂xj(t)

∂t
= −

xj(t)

τNMDA,rise

+
∑

k

δ(t− tkj ) (1.10)

donde Cj es la capacidad por unidad de área de las membranas celulares de la neurona j-ésima
(depende de si la neurona es excitatoria o inhibitoria), gL es la conductividad de pérdida de
las neuronas, Vj(t) es el potencial de la membrana de la neurona j en el tiempo t, VL es el
voltaje de equilibrio e Isinj (t) es la corriente sináptica total que entra a la neurona j. Esta

tiene la contribución de la entrada de fondo (Iext,AMPA
j que depende de la fracción de canales

abiertos de AMPA externos, sext,AMPA
j ), y las conexiones recurrentes de la red que dependen

de la dinámica de la fracción de canales presinápticos abiertos de cada neurotransmisor
(sAMPA

i , sGABA
i y sNMDA

i ). Los voltages VE y VI son los potenciales de despolarización e
hiperpolarización que intentan inducir las sinapsis excitatorias e inhibitorias respectivamente.
Cuando la neurona j-ésima alcanza un potencial Vth dispara un potencial de acción (señalado
en el tiempo tkj ) que induce un cambio en la fracción de canales abiertos postsinápticos, y el
valor del potencial se restablece en Vreset. Luego haber disparado, las neuronas atraviesan un
peŕıodo refractario, τref (que es diferente para neuronas excitatorias e inhibitorias), en el cual

no integran ningún tipo de corriente sináptica de entrada. gext,AMPA
j , grec,AMPA

j , grec,GABA
j y

grec,NMDA
j son las conductividades para la neurona j correspondiente a cada neurotransmisor.
Como los tiempos de apertura de los canales AMPA y GABA son del orden de los µs, se
supone que se abren instantáneamente. Sin embargo, los canales de NMDA incluyen su
dinámica de apertura y clausura con los tiempo caracteŕısticos τNMDA,decay y τNMDA,rise, y
el parámetro de conversión α. Los valores numéricos de las conductividades, los voltajes y
los parámetros fueron determinados con observaciones fisiológicas detalladas, aśı como la
cantidad relativa de neuronas excitatorias e inhibitorias presentes en la red (Wang, 2002).
Lo importante es que esta red detallada es capaz de generar un paisaje de atractores que
pueden interpretarse como el origen de la competencia entre las alternativas sensoriales y la
toma de la decisión (Deco and Rolls, 2006; Furman and Wang, 2008). Por otro lado, como
se detalló antes, los modelos de aprendizaje por refuerzo sugieren que los valores asociados
a las acciones se aprenden al nivel de las sinapsis que entran al circuito de decisión. Por lo
tanto, la red para la decisión seguiŕıa siendo la que se muestra en la Fig. 1.3.A, y los pesos
sinápticos de la entrada a las poblaciones A y B se alteraŕıan de acuerdo a una regla de
aprendizaje que usa la señal de error de predicción para adaptar la probabilidad de selección
de cada alternativa (Soltani and Wang, 2006, 2008) (Fig. 1.2.D y E). Es interesante que
con esa simple modificación es posible reproducir la ley de matching de las recompensas
recibidas y la distribución de probabilidad softmax de selección dependiente de la diferencia
de corrientes de entrada a las poblaciones A y B (Soltani and Wang, 2006) (Fig. 1.2.F y G).

La dinámica de las ANN se puede ver de dos maneras diferentes. Por un lado, se puede
observar la actividad de las poblaciones de la red (cada una selectiva a una opción en par-
ticular) como función del tiempo (Fig. 1.3.B y C), donde la decisión es tomada al alcanzar
un umbral de actividad (Fig. 1.3.B). Alternativamente, se puede representar la dinámica del
circuito de decisión en el espacio de estados, donde las tasas de disparo de las poblaciones
neuronales selectivas a las diferentes opciones se grafican una en función de la otra (Fig.
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Fig. 1.3: Figura adaptada de (Wang, 2012). A, esquema de un ANN que decide entre dos alternativas. B, La
tasa de disparo para una de las poblaciones A o B como función del tiempo en tres ensayos separados. C, se
muestra la actividad de las poblaciones A y B como función del tiempo (en forma de una imagen rasterizada
arriba y como la actividad media abajo) para dos est́ımulos variables. D, se muestra el paisaje del espacio de
estados representando los estados estables (ćırculos blancos) e inestables (ćırculos vaćıos) y las nulclinas del
sistema dinámico como función de la actividad de las poblaciones A y B. Se representan en colores diferentes
las basinas de atracción de los distintos estados estables para las condiciones sin est́ımulo (izquierda), con
est́ımulos similares (centro) y est́ımulos muy diferentes (derecha). En estos últimos dos también se representan
dos trayectorias de ensayos individuales. F, trayectorias de la actividad de las poblaciones en el espacio
de estados (se representa el nivel de fluorescencia observada para tres neuronas donde la fluorescencia se
correlaciona con la tasa de disparo (Harvey et al., 2012)). El panel de la izquierda muestra varias secuencias
de trayectorias para los ensayos correctos que se responde hacia la izquierda (azul) y la derecha (rojo). En
los paneles central y de la derecha se muestra la trayectoria (gris y negro) de un ensayo erróneo donde se
respondió hacia la izquierda y hacia la derecha respectivamente.
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1.3.D). De acuerdo con este punto de vista, las distintas opciones son representadas por dis-
tintos estados ‘atractores’. El término matemático ‘atractor’ simplemente significa un estado
del sistema dinámico que es estable contra pequeñas perturbaciones. Un atractor no tiene
por qué ser un estado de equilibrio, si no que puede ser un patrón complejo espacio-temporal.
Además, el paisaje de atractores cambia dinámicamente; cualquier entrada sináptica a las
poblaciones (un est́ımulo sensorial externo o una señal de control cognitivo proveniente de
áreas superiores de la cortez) altera el paisaje del espacio de estados, como se muestra en la
Fig. 1.3.D. El marco conceptual del espacio de estados enfatiza la importancia de la dinámica
de las poblaciones en lugar de la actividad de las neuronas individuales. Biológicamente, la
noción del umbral de decisión debe ser entendida como la tasa de disparo de las poblaciones
de la ANN que se requiere para desencadenar una la respuesta de las neuronas premotoras
encargadas de ejecutar la acción (Lo and Wang, 2006). El trabajo de Harvey et al. (2012)
proporcionó un apoyo notable para la perspectiva de la dinámica de poblaciones. Harvey et
al. Harvey et al. (2012) registraron en promedio 65 (entre 37-94), neuronas individuales en
la corteza parietal (utilizando microscoṕıa por fluorescencia de calcio) de ratones mientras
se comportaban. En una tarea de toma de decisiones de navegación virtual, se les mostraba
a los animales una señal que indicaba, luego de un retardo, cuál de dos caminos posibles
(izquierda o derecha) era el correcto que entregaba una recompensa. Sus resultados mostra-
ron que las dos alternativas generaban trayectorias separables en el espacio de estados (Fig.
1.3.E). Por otro lado, en los ensayos donde los animales comet́ıan un error, se observaba que
la trayectoria en el espacio de estados comenzaba cerca de la trayectoria correcta pero que
luego por algún motivo se desviaba e iba a la otra (Fig. 1.3.E, ĺıneas grises de los paneles
del medio y de la derecha).

Por otra parte, la dinámica de las ANN depende de las fuerzas de las conexiones recu-
rrentes, la inhibición cruzada y la excitación de fondo, por lo que se pueden describir varios
tipos de dinámica diferentes con el mismo modelo. En particular, como la mayoŕıa de los
experimentos neurofisiológicos registran una neurona a la vez, el tren de disparos es dema-
siado irregular como para determinar si la tasa de disparo subyacente crece cuasi-linealmente
(modo rampa) o salta rápidamente entre dos estados de alta y baja actividad (modo salto).
Esta última forma dinámica, al ser promediada a lo largo de varios ensayos y con otros regis-
tros puede dar lugar al aparente crecimiento lineal y resultar indistinguible del modo rampa.
La implementación de la biestabilidad subyacente al modo salto puede deberse por ejemplo
a la presencia de corrientes de entrada activadas por calcio dotando de biestabilidad a las
neuronas individuales (Okamoto et al., 2007; Wang, 2001) o al nivel poblacional (Deco et al.,
2007, 2009). Todav́ıa no están entendidas al nivel teórico qué diferencias debeŕıan existir en
las varianzas de los registros simultáneos de muchas neuronas para poder discriminar entre
los dos reǵımenes pero a lo largo del trabajo presentado en esta tesis, usaremos el modo
rampa. Por último, otra ventaja de las ANN es que pueden ser adaptadas para generar un
cont́ınuo de posibles estados atractores y ser capaces de ajustar el comportamiento y los
registros neuronales en tareas de decisión entre más de dos opciones (Furman and Wang,
2008).



Caṕıtulo 2

Bases estad́ısticas de la toma de

decisiones

En el caṕıtulo 1 se detallaron los experimentos neurofisiológicos que dieron lugar a las
bases del conocimiento neuronal que se tiene actualmente de la toma de decisiones. También
se expusieron las caracteŕısticas principales de los modelos biológicamente detallados con los
que se consigue ajustar los datos experimentales más relevantes. Sin embargo, existe una
gran cantidad de trabajos de modelado que estudian el problema en un nivel más abstracto
y normativo, priorizando el entendimiento de los requisitos matemáticos necesarios para ge-
nerar un comportamiento óptimo. Estos modelos cognitivos tienen sus bases en la psicoloǵıa
experimental, la neurociencia cognitiva, y la probabilidad y estad́ıstica. Uno de los primeros
modelos matemáticos de toma de decisiones que se usó para estudiar el comportamiento fue
la teoŕıa de detección de señales. Esta teoŕıa se desarrolló en un principio con el objetivo de
poder discriminar de forma estad́ısticamente óptima si una dada observación era producto
de la existencia de una señal espećıfica o simplemente se deb́ıa a una fluctuación ruidosa. Por
ejemplo, se deseaba distinguir si una dada señal observada por un radar era el resultado de
una fluctuación ruidosa o se deb́ıa a la existencia de una aeronave. Cada alternativa corres-
pond́ıa a una hipótesis sobre cómo hab́ıa sido generada la señal x, si por ruido (H0) o por
una aeronave (H1). Lo que se conoćıan eran las distribuciones de probabilidad de señales de
radar tanto si una aeronave estaba efectivamente presente o no, o sea que se sab́ıa la verosi-
militud de las observaciones dado que el avión estaba o no (L(x|H)). La teoŕıa de detección
de señales demostró que se pod́ıa establecer un criterio donde la cantidad de falsos positivos
(veces que se cree que hay un avión cuando en realidad no) y fallos (veces que se cree que no
hay nada pero en realidad śı) se minimizaban conjuntamente. Esto se consegúıa analizando
el cociente de las verosimilitudes, una prueba estad́ıstica muy común (Bogacz et al., 2006).

Las decisiones que se pod́ıan estudiar con este modelo eran aquellas donde el est́ımulo
no fluctuara con el tiempo. Para extenderlo al estudio de las decisiones perceptuales en los
experimentos del movimiento de puntos, se deb́ıa incorporar la información de las sucesivas
muestras de evidencia sensorial. Esto consiguió con una extensión previamente estudiada,
llamada la prueba de cociente de probabilidades secuencial (SPRT por su sigla en inglés)
(Bogacz et al., 2006). Este modelo, propone que existe una variable que gobierna la decisión
(DV por su sigla en inglés). Esta variable representa el cociente de verosimilitudes de que el
conjunto de datos observados ({x0, x1, . . . , xN}) sea producto de cada una de las hipótesis,
o sea

DV = log

(

L({x0, x1, . . . , xN}|H1)

L({x0, x1, . . . , xN}|H0)

)

. (2.1)

11
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Cuando DV alcanza un cierto valor, se puede afirmar que los datos provienen de H1 o
H0 con cierta significancia estad́ıstica. Es claro que DV cambia a medida que se acumulan
muestras de señal, xn. Se supone generalmente que estas muestras corresponden a distintos
pasos temporales con lo que xn = x(tn). Esto permite generalizar la prueba SPRT a la
situación en que se tiene un continuo temporal de muestras, haciendo que DV siga una
dinámica estocástica similar a un proceso de difusión con deriva (Gold and Shadlen, 2007;
Ratcliff and McKoon, 2008). Justamente, estos modelos de difusión son sumamente populares
para describir los datos comportamentales y los registros neuronales. Por un lado, porque
representan un proceso donde la evidencia sensorial es integrada hasta un umbral donde
señalan la decisión, una dinámica similar a la observada en las neuronas de LIP (sección
1.1). Por otro lado, reproducen con bastante precisión variables comportamentales como
tiempos de respuesta, desempeño en tareas de decisión y la confianza subjetiva (Bogacz et al.,
2006; Kiani and Shadlen, 2009; Kiani et al., 2014; Ratcliff and McKoon, 2008). Pero lo más
interesante es que deriva de la forma óptima de tomar decisiones frente a la incertidumbre, o
sea que está en el primer nivel de la escala de Marr (Marr, 1982). Por este motivo, durante el
siguiente caṕıtulo se expondrá la deducción a partir de la inferencia bayesiana, de la forma
óptima de decidir entre dos alternativas. Esta no da lugar a la misma DV que deriva del
SPRT pero también sigue un proceso difusivo.

2.1. Modelo generativo

Suponemos que el objetivo del sujeto es determinar por cuál de dos alternativas (H0 y
H1) son generados los datos que observa, {δx0, δx1, . . . δxT}. Suponemos para esto que ambas
alternativas o hipótesis generan un dato δxt en el intervalo [t, t+ δt) como

δxt ∼ N(µδt|σ2δt) (2.2)

donde N es la distribución normal con media µδt y varianza σ2δt, donde |µ| representa la
fuerza de la evidencia y µ ≥ 0 corresponde a la hipótesis H1 y µ < 0 a H0. Suponemos el
caso sencillo donde µ y σ son constantes en el tiempo, y el valor de σ es conocido. De este
modo, x(t) =

∫

δxtdt sigue una dinámica estocástica del tipo

∂x(t)

∂t
= µ+ ση(t) (2.3)

donde η(t) es ruido blanco con varianza unitaria. Se supone que luego de haber observado al
est́ımulo durante un tiempo t, el sujeto tiene una creencia de que la hipótesis H1 es correcta
igual a g(t) = P (H1|δx0...t) = P (µ ≥ 0|δx0...t). La creencia de que H0 es correcta es igual
a 1 − g(t), y la forma exacta de la misma depende de la probabilidad a priori de que cada
hipótesis sea correcta. Por lo tanto, es natural que este problema sea formulado como un
problema de inferencia bayesiana, donde se intente inferir µ a partir de las observaciones y
la distribución a priori.

Algo clave es que suponemos que el sujeto recibe una recompensa Rij al elegir la hipótesis
Hi cuando la hipótesis Hj era correcta. Esta recompensa puede ser positiva (recompensa la
decisión tomada) o negativa (penaliza la decisión tomada). A su vez, asumimos que el paso
del tiempo trae aparejado un costo para el sujeto, dado por la función c(t). El costo es
momentario de forma tal que el costo total en el que se incurre en una decisión que tardó Td

es igual a C(Td) =
∫ Td

0
c(t)dt. A su vez, cada ensayo dura un tiempo Tt que es seguido por
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una demora entre ensayos de ti y, opcionalmente, un tiempo de penalización tp. Asumimos
que los sujetos intentan maximizar la tasa de recompensa que reciben dada por

ρ =
⟨R⟩ − ⟨C(Td)⟩

⟨Tt⟩+ ⟨Ti⟩+ ⟨Tp⟩
(2.4)

donde los promedios son sobre las decisiones y tiempos transcurridos durante los ensayos.
En ensayos donde la duración del experimento es constante, el sujeto sólo debe maximizar
el numerador de la expresión, mientras que si tienen la libertad de elegir cuando lo deseen
deben balancear ambos términos.

2.2. Comportamiento óptimo

El comportamiento óptimo se deriva, como se mencionó antes, de la intención del sujeto
de maximizar la tasa de recompensa recibida. Esto implica que durante un ensayo, el sujeto
debe decidir si le es más conveniente responder por una de las dos hipótesis o continuar con
la acumulación de evidencia. Las primeras dos opciones dan una recompensa o penalización
inmediata, terminando el ensayo rápidamente (lo cual minimiza el denominador de la ec. 2.4).
Sin embargo, la creencia subjetiva de que la hipótesis seleccionada es correcta puede ser muy
pequeña. Esto implica que la probabilidad de efectivamente recibir una recompensa puede
ser baja, haciendo que el numerador de la ec. 2.4 sea pequeño también. Por el otro lado, la
opción de elegir en un instante posterior trae aparejado el costo del paso del tiempo pero a
su vez la expectativa del sujeto de que la evidencia futura mejore la probabilidad de acertar
en su decisión. Esto da lugar a que el sujeto deba ponderar las recompensas potenciales que
puede recibir a futuro con las recompensas inmediatas, dada la creencia g(t). Esto no es más
que definir el valor V (g, t) de tener la creencia g de que la hipótesis H1 sea la correcta a un
tiempo t, o sea

V (g, t) = máx

{

gR11 + (1− g)R12, (1− g)R22 + gR21,
⟨V (g(t+ δt), t+ δt|g, t)⟩g(t+δt) − c(t)δt

}

. (2.5)

Donde el primer término es el valor esperado de responder en favor de la hipótesis H1 en el
tiempo t con la creencia g y el segundo término es lo mismo pero en favor de la hipótesis
H0. El tercer término es el valor de seguir acumulando evidencia, lo que depende el valor
futuro medio que se espera conseguir, ⟨V (g(t+ δt), t+ δt|g, t)⟩g(t+δt), y del costo del paso del
tiempo. Este tipo de ecuación se denomina ecuación de Bellman (Sutton and Barto, 1998), y
permite computar V con la complicación de que se debe conocer el valor de V en los instantes
posteriores. Existen varios algoritmos por los cuales se puede computar V , nosotros usamos
el método de programación dinámica donde se supone como dato el valor en un tiempo lejano
y se propaga hacia atrás, siguiendo la ec. 2.5. El comportamiento óptimo del sujeto también
deriva de esta ecuación. La acción óptima a realizar en el tiempo t dado que el sujeto tiene
una creencia g de que la hipótesis H1 es correcta es la que maximiza la tasa de recompensa,
ρ. Si todos los ensayos durasen lo mismo, esto correspondeŕıa directamente a maximizar el
valor V .

Sin embargo, para maximizar ρ, se debe tener en cuenta la secuencia completa de ensayos,
el tiempo que se tarda en responder en todos y la recompensa esperada futura de cada uno.
Esto hace que computar V sea muy engorroso, por lo que se opta por computar el valor
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ajustado a la media Ṽ (g, t) = V (g, t)− ρt (Mahadevan, 1996):

Ṽ (g, t) = máx











gR11 + (1− g)R12 − (⟨ti⟩+ (1− g) ⟨tp⟩)ρ,
(1− g)R22 + gR21 − (⟨ti⟩+ g ⟨tp⟩)ρ,

⟨

Ṽ (g(t+ δt), t+ δt|g, t)
⟩

g(t+δt)
− c(t)δt− ρδt











. (2.6)

Esta expresión ya toma en cuenta la tasa de recompensa media ρ y estima cómo V se aparta
de ella. El algoritmo para computar Ṽ es similar pero con la condición de contorno de que
Ṽ (1/2, 0) = 0, lo cual permite determinar ρ ya que en el tiempo t = 0, g = 1/2.

Otra complicación para resolver la ecuación 2.6 es que se debe computar el valor futuro

promedio dado que se teńıa un valor de g en el tiempo t,
⟨

Ṽ (g(t+ δt), t+ δt|g, t)
⟩

g(t+δt)
.

Para hacer esto, se debe conocer la distribución de probabilidades de transición de creencias
en el tiempo dado el modelo generativo de los datos.

2.3. Probabilidad de transición de creencias

Dado que el modelo generativo es gaussiano (ec. 2.2) y que la creencia g es la probabilidad
de que µ sea mayor o igual a 0, se puede escribir g a partir de la interpretación bayesiana de la
variable µ. Esto implica que a medida que pasa el tiempo y se tienen observaciones sensoriales,
se va a ir actualizando la distribución de probabilidad de valores posibles asociados a µ
siguiendo la regla de bayes, o sea:

P (µ|{δx0, δx1, . . . δxt}, µ0, σ0) ∝ P ({δx0, δx1, . . . δxt}|µ)P (µ|µ0, σ0) (2.7)

donde µ0 y σ0 son los hiperparámetros de la distribución a priori P (µ|µ0, σ0), que si es tomada
como gaussiana se denomina prior conjugada, y {δx0, δx1, . . . δxT} es el conjunto de datos
observados. Usando que la probabilidad de los datos dado un valor de µ está determinada
por el modelo gaussiano elegido y que la distribución a priori también es gaussiana se tiene
que

P (µ|{δx0, δx1, . . . δxt}, µ0, σ0) = N

(

µ

∣

∣

∣

∣

x(t)/σ2 + µ0/σ
2
0

t/σ2 + σ−2
0

,
1

t/σ2 + σ2
0

)

(2.8)

donde σ es la dispersión por unidad de tiempo del modelo generativo de los datos, que se
supone conocida, y x(t) =

∫ t

0
δx. Esto permite escribir a partir de la definición de g(t)

g(t) = P (µ ≥ 0|{δx0, δx1, . . . δxt}, µ0, σ0) = Φ

(

x(t)/σ2 + µ0/σ
2
0

√

t/σ2 + 1/σ2
0

)

, (2.9)

donde Φ(y) =
∫ y

0
e−x2

dx es la función error estándar.
Esto pone en evidencia una relación biyectiva entre x(t) y g(t):

x(t) = σ2

[

Φ−1(g(t))
√

t/σ2 + 1/σ2
0 − µ0/σ0

]

. (2.10)

Esto es clave para poder computar la probabilidad de transición entre creencias o sea,

P (g(t+ δt)|g(t))δg(t+ δt) = P (x(t+ δt)|x(t))δx(t+ δt). (2.11)
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Por lo tanto, la densidad de probabilidad de transición queda

P (g(t+ δt)|g(t)) = P (x(t+ δt)|x(t))
1

∂g(t+δt)
∂x(t+δt)

. (2.12)

El primer término se puede computar a partir de la denominada probabilidad a posteriori
predictiva:

P (x(t+ δt)|x(t)) =

∫

P (x(t+ δt|µ, x(t))P (µ|x(t))dµ = N(x(t+ δt)|µ̃(t) + x(t), σ̃(t)2 + σ2)

(2.13)
donde µ̃(t) y σ̃(t)2 son

σ̃(t)2 =
1

t/σ2 + 1/σ0

(2.14)

µ̃(t) =

(

x(t)

σ2
+

µ0

σ2
0

)

σ̃(t)2. (2.15)

El término de la derivada parcial se puede computar directamente a partir de las ec. 2.9 y
2.10. Con lo cual

P (g(t+ δt)|g(t)) ∝ exp

[

1
2

(

Φ−1(g(t+δt))σ̃(t+δt)
σ̃(t)2

)2

−

σ2

2(σ̃(t)2+σ2)

(

Φ−1(g(t+δt))
σ̃(t+δt)2

− Φ−1(g(t))
σ̃(t)2

− µ̃(t)
)2
] (2.16)

Esta probabilidad de transición también se puede escribir para distribuciones a priori no
gausianas, pero simétricas y discretas como se muestra en (Drugowitsch et al., 2012).

2.4. Criterio óptimo de decisión

Dada la probabilidad de transición de la ec. 2.16, se puede resolver la ecuación de Bellman
para determinar el valor ajustado al promedio y, por ende, determinar el comportamien-
to óptimo. Para efectivamente resolver la ecuación, usamos un algoritmo de programación
dinámica, donde primero discretizamos el espacio de creencias g. Por otra parte, elegimos un
tiempo grande arbitrario T , donde suponemos que el valor de seguir acumulando evidencia
es despreciable frente a la alternativa de decidir inmediatamente con lo cual:

Ṽ (g, T ) = máx

{

gR11 + (1− g)R12 − (⟨ti⟩+ (1− g) ⟨tp⟩)ρ,
(1− g)R22 + gR21 − (⟨ti⟩+ g ⟨tp⟩)ρ

}

. (2.17)

Esto genera una condición de contorno sobre el valor V que puede ser artificial. Por ejemplo, si
no hay un costo para la acumulación de evidencia, al sujeto puede serle más redituable esperar
más que el tiempo T para decidir. Sin embargo, los datos de experimentos comportamentales
en monos y humanos muestran que los sujetos suelen decidir en tiempos relativamente cortos
(menores a decenas de segundos) (Palmer et al., 2005; Roitman and Shadlen, 2002). A partir
de Ṽ (g, T ), se computa Ṽ (g, T − δt) usando la ec. 2.6 donde,

⟨

Ṽ (g(t+ δt), t+ δt|g, t)
⟩

g(t+δt)
=
∑

g(t+δt)

Ṽ (g(t+ δt), t+ δt)P (g(t+ δt), t+ δt|g, t). (2.18)
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Fig. 2.1: Se muestran Ṽ (g, t), y cómo se determinan los umbrales de decisión para un conjunto de parámetros.
Se eligieron R11 = R22 = 1, R12 = R21 = 0, ti = 10s, tp = 5s, c(t) = 5Hz, σ = 1250Hz, µ0 = 0, σ0 = 20 y

T = 100s. A, se muestra Ṽ (g, t) como función de g y t. B, se muestra el valor de elegir inmediatamente (curva
punteada negra) y el valor de continuar explorando para algunos tiempos. Se muestra expĺıcatamente para
un tiempo, la región de g para la cual es más valioso seguir acumulando evidencia o decidir por una de las
dos hipótesis. Las fronteras de estas regiones determinan el umbral de decisión de H1 y H0. C, se muestran
los umbrales para elegir H1 y H0 (θ+ y θ− respectivamente en el espacio de creencias. D, se muestran los
mismos umbrales que C pero en el espacio de posiciones de las muestras que difunden, x(t). A su vez, se
grafican algunas muestras del proceso difusivo que terminan en la selección de H1 (azul) y H0 (verde).
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Para conseguir una solución consistente, se ajusta iterativamente el valor de ρ hasta conseguir
que Ṽ (1/2, 0) = 0 usando un algoritmo cualquiera de búsqueda de raices. En particular
usamos el algoritmo de Brent (Brent, 1973, ch 3-4).

Una vez computado el valor V (g, t) (Fig. 2.1.A), se pueden establecer las cotas superior e
inferior en el espacio g(t) a partir de las cuales es más valioso decidir que seguir acumulando
información (θ+ y θ−, Fig. 2.1.B y C). Para problemas en los que R12 = R21, R11 = R22 y la
distribución a priori es simétrica (µ0 = 0 en el caso de prior gaussiano), estos umbrales de
decisión son simétricos. Por otro lado, es posible aplicar la ec. 2.10 para transformar estos
umbrales desde el nivel de creencia, g, que se debe tener para tomar la decisión, a umbrales en
x(t) (Fig. 2.1.D). Estos umbrales representan cuanta información sensorial se debe integrar,
x(t), para tomar una decisión. Por otro lado, la variable x(t) sigue una dinámica de difusión
con deriva (ec. 2.3), con lo cual se puede concluir que el comportamiento óptimo se puede
conseguir con los modelos difusivos de toma de decisión, con umbrales que dependen del
tiempo, de la recompensa interna que se asocia a los resultados de la decisión, y al costo
asociado al paso del tiempo. Esto tiene un correlato fisiológico que es la existencia de las
denominadas señales de urgencia que efectivamente bajan el umbral de decisión con el paso
del tiempo (Bogacz et al., 2010; Hanks et al., 2014; Simen et al., 2006).

Estos modelos óptimos de comportamiento son capaces de explicar una gran cantidad de
datos experimentales con una precisión sorprendente (Drugowitsch et al., 2012). Sin embargo,
hay situaciones en las cuales los sujetos se apartan de la optimalidad, lo cual es esperable
ya que la inferencia bayesiana óptima puede resultar incomputable o la determinación del
valor V (g, t) de las decisiones futuras puede ser imposible de computar de forma cerrada.
Por lo tanto, para superar estas dificultades, se cree que el cerebro implementa una forma
de inferencia aproximada, tanto al nivel algoŕıtmico (Sanborn et al., 2010; Shi et al., 2008)
como al nivel fisiológico (Smith and McKenzie, 2011; Soltani and Wang, 2010), que se acerca
a la forma óptima en ciertos casos pero se aleja en otros.
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Codificación neuronal de la confianza

en toma de decisiones

Paz L., Insabato A., Zylberberg A., Deco G. & Sigman M. “Confidence th-
rough consensus: a neural mechanism for uncertainty monitoring”. Scientific
Reports (Accepeted, Jan 2016)

Como se contó en caṕıtulos anteriores, el proceso de toma de decisiones ha sido modelado
ampliamente como la integración de evidencia estocástica hasta un umbral (Bogacz et al.,
2006; Brown and Heathcote, 2008; Smith and McKenzie, 2011; Smith and Ratcliff, 2004;
Usher and McClelland, 2001). Estos modelos han sido usados para explicar con gran detalle
cuantitativo la precisión en tareas, los tiempos de respuesta y la confianza (Audley, 1960;
Fetsch et al., 2014; Kepecs et al., 2008; Vickers et al., 1985a), sin embargo, sigue sin estar
claro cómo es que la confianza se codifica en el cerebro. Un modelo clásico de Vickers (Vickers
et al., 1985b) asume que, cuando se decide entre varias alternativas basado en la evidencia
sensorial, la evidencia en favor de cada opción se integra ruidosamente hasta una alcanza el
umbral. Luego de esta carrera, la opción que alcanzó el umbral primera es elegida y el balance
de la evidencia entre las dos alternativas (diferencia del valor integrado por las dos opciones)
codifica la confianza. Por otro lado, un modelo t́ıpico que se deriva de la teoŕıa de decisión
estad́ıstica óptima, codifica una única variable de decisión que integra la diferencia entre las
evidencias en favor de cada alternativa (Kiani and Shadlen, 2009; Kiani et al., 2014). Esta
variable está relacionada con el logaritmo del cociente entre las probabilidades de que cada
alternativa sea la correcta dada la evidencia percibida hasta el momento, y sigue un proceso
difusivo hasta un umbral de admisibilidad. La confianza está dada por la creencia de haber
respondido correctamente dado el logaritmo del cociente.

Ambos modelos han sido usados exitosamente para explicar varios aspectos comporta-
mentales de la confianza en toma de decisiones, siendo las más notable las relaciones entre
confianza y la dificultad de la tarea, y la confianza y los tiempos de respuesta (Kepecs et al.,
2008; Moreno-Bote, 2010; Pleskac and Busemeyer, 2010; Rolls et al., 2010). T́ıpicamente, la
confianza es baja para ensayos dif́ıciles y alta para ensayos fáciles, y si los sujetos son libres
de responder cuando lo deseen, su confianza es más alta para respuestas rápidas (Festinger,
1943; Garret, 1922; Henmon, 1911; Johnson, 1939; Kornell et al., 2011; Reed, 1951; Vickers,
1979; Volkmann, 1934). Ambos modelos tienen fallas, por ejemplo no están bien definidos
para estudiar la confianza en tareas con más de dos alternativas. Además, experimentos psi-
cof́ısicos recientes han sido capaces de medir la influencia de la evidencia sensorial sobre la
decisión y confianza resultantes como función del tiempo (Zylberberg et al., 2012). Al dejar
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que el ruido externo, en lugar del ruido interno, limite el desempeño en la tarea, el promedio
del ruido condicionado por las elecciones del sujeto dan lugar a una estimación de la ventana
de integración de la evidencia y la sensibilidad de las decisiones a las fluctuaciones como
función del tiempo (o sea, la influencia de la evidencia sensorial sobre la decisión en un dado
tiempo) (Ahumada, 1996). Estos promedios son llamados los kernels de decisión y de con-
fianza. La caracteŕıstica principal de estos kernels (al menos para tareas de dos alternativas)
es que las fluctuaciones de la evidencia en favor de una opción tienen la misma influencia
sobre la decisión resultante que las fluctuaciones en contra de la alternativa. Este no es el
caso para el kernel de confianza, donde las fluctuaciones en favor de una opción aumentan
la confianza, mientras que las fluctuaciones en contra de la alternativa casi no afectan la
confianza resultante. Esta propiedad contradice fuertemente las predicciones de los modelos
difusión y balance de la evidencia (Zylberberg et al., 2012). Los modelos de difusión son
inherentemente simétricos, en el sentido de que las fluctuaciones en favor de una opción se
transforman instantáneamente en fluctuaciones en contra de la alternativa contra la que se
compite. El balance de evidencia también falla ya que toma en cuenta la diferencia entre
las evidencias acumuladas por cada opción para construir los reportes de confianza, y por lo
tanto resulta simétricamente afectado por la fluctuaciones.

En este caṕıtulo, proponemos un modelo que es capaz de explicar los kernels de decisión
y de confianza. Hacemos una suposición clave basándonos en el hecho de que la integración
de evidencia está corrompida por ruido interno y externo (Kahneman and Tversky, 1982).
Esto implica que la integral que gúıa la selección va estar aleatoriamente distribuida. Si los
sujetos tienen acceso a una representación de la distribución de probabilidad de esta integral
(como una estad́ıstica del estilo de la media y la varianza), se puede estimar la creencia
de que la decisión es correcta. Esta creencia dependerá de la confiabilidad de la evidencia,
y asumimos que está normativamente asociada la confianza a través de la dispersión de la
distribución de integrales de la evidencia (Meyniel et al., 2015). Por ejemplo, un est́ımulo
muy confiable va a estar asociado a reportes altos de confianza mientras que est́ımulos poco
confiables producirán reportes de confianza bajos. Además, basamos nuestra propuesta en
tres relaciones fundamentales.

1. En procesos estocásticos, la varianza de la integral de la evidencia está muy correla-
cionada con el tiempo que transcurre (Gardiner, 1985). Por lo tanto, al basarnos en la
dispersión para construir reportes de confianza, la misma va a estar muy correlacionada
con el tiempo de respuesta.

2. Se ha mostrado que las redes neuronales atractoras (ANN por su sigla en inglés) im-
plementan la integración de la evidencia para toma de decisiones probabiĺısticas (Gold
and Shadlen, 2007; Wang, 2012). Estos atractores se basan en la competencia de dos
poblaciones que codifican las dos opciones por las que se debe optar y que reciben
entrada sensorial en favor de la alternativa codificada. La competencia está mediada
por la dinámica de la excitación recurrente lenta, para integrar la corriente de entrada
rápida, y inhibición lateral, para forzar la selección de una opción. Las fluctuaciones
de la evidencia sensorial tienen una influencia asimétrica en los tiempos de respuesta
de los atractores, como consecuencia de dos mecanismos: 1) las fluctuaciones positivas
llevan más corriente total a la red con respecto a las fluctuaciones negativas y 2) la
entrada sensorial a una población afecta su tasa de disparo casi instantáneamente pero
tarda más tiempo en afectar la dinámica de la población contra la que compite.

3. Hay evidencia que avala la coexistencia de múltiples procesos de integración en el
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cerebro, incluso para el mismo est́ımulo sensorial (Brunton et al., 2013; Hanks et al.,
2015; Lafuente et al., 2015). Por ejemplo, Lafuente et al. (2015) muestran en una tarea
donde monos deben discriminar la dirección del movimiento de una nube de puntos,
que neuronas de las cortezas Media y Lateral Intra Parietal (MIP y LIP) integran
la evidencia cuando la decisión se reporta con un movimiento del brazo, y que LIP
también integra, pero MIP no, cuando la decisión se reporta con una sacada de los ojos.
Nosotros proponemos que pueden coexistir varios procesos de integración mayormente
independientes en la misma región del cerebro.

Proponemos que el proceso de toma decisión es llevada a cabo de forma redundante y en
paralelo por muchos módulos débilmente interconectados que integran la evidencia sensorial.
Estos módulos forman una muestra de la distribución de probabilidad de la integral de la
evidencia y, por lo tanto, pueden ser usados para estimar la varianza, que a su vez puede
ser usada para reportar la confianza. Además, proponemos que cada módulo es un ANN.
Nuestra hipótesis es que la influencia asimétrica de las fluctuaciones sobre el tiempo de
decisión de cada ANN debeŕıa traducirse en una influencia asimétrica sobre la dispersión de
las muestras, y por lo tanto a kernels de confianza asimétricos.

Nuestra propuesta es similar al modelo de auto consistencia de Koriat (2012) donde se
supone que los sujetos extraen una muestra de “representaciones” de las alternativas. Lue-
go los sujetos deciden basados en cuál fue la “representación” mayoritaria y determinan su
confianza basados en la consistencia de la muestra que extrajeron. Koriat supone que la
consistencia de las muestras es una medida de la confiabilidad de la alternativa selecciona,
tal como nosotros suponemos que la dispersión es una medida de la confiabilidad. Sin em-
bargo, Koriat supone que la consistencia es medida a partir de la diferencia entre el número
de representaciones en favor y en contra de la opción seleccionada, mientras que nosotros
usamos la dispersión dentro de las muestras de la alternativa seleccionada. Nuestro modelo
además provee una implementación neurofisiológica, mientras que el de Koriat es puramente
abstracto.

Nuestra propuesta es independiente de la implementación particular de los módulos de
decisión. Sin embargo, proveemos una implementación computacional como ejemplo para
estudiar los siguientes problemas:

1. ¿Cuál es el máximo grado de interconectividad entre los módulos para que no puedan
considerarse más como muestras independientes de la distribución de la integral de
la evidencia? Para encarar esto, estudiamos la correlación entre la dispersión entre
módulo con el parámetro de interconexión IC.

2. ¿Cómo se puede leer la decisión a partir de la actividad de los módulos? Proponemos
una “esquema de votación” donde cada módulo “vota” por una de las dos opciones
y la que consigue más de la mitad de los votos es seleccionada. Proveemos una im-
plementación sencilla para leer el voto usando un mecanismo para la detección de un
umbral de actividad.

3. ¿Cómo se puede medir la varianza a partir de la distribución de tasas de disparo?
Mostramos que una medida indirecta de la dispersión se puede computar contando la
cantidad de módulos que tienen su tasa de disparo en un rango alrededor del umbral
de votación. Esto es equivalente a computar percentiles de la distribución de actividad.
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4. ¿Cómo se transforma la varianza en un reporte binario de confianza? Proponemos que
esto ocurre en una red separada que reporta alta o baja confianza con una probabilidad
sigmoidea que depende de la estimación de la dispersión.

Fig. 3.1 muestra una representación esquemática de la operación de nuestro modelo para
la toma de decisiones y la asignación de confianza. El trabajo detallado en este caṕıtulo se
encuentra en (Paz et al., 2016).

3.1. Resultados

3.1.1. Construcción del modelo

Asumimos que para decidir, la evidencia sensorial se integra hasta un umbral. Suponemos
que la confianza es determinada por una estimación de la confiabilidad de la evidencia
sensorial, que puede decodificarse de la dispersión de la distribución de probabilidad de
integrales de la evidencia. Para conseguir esa estimación, proponemos una red constituida
por muchos módulos que integran la misma evidencia sensorial en paralelo y deciden de
forma colectiva (Fig. 3.1.A). Proponemos que cada módulo puede ser interpretado como una
muestra de la distribución de probabilidad de la integral de evidencia, y por lo tanto la
confiabilidad sensorial, y por ende la confianza, puede decodificarse de una estimación de
la dispersión inter-módulo de la tasa de disparo de las poblaciones asociadas a la opción
seleccionada (σdv) en el momento de la decisión (Fig. 3.1.B).

Además, proponemos que cada módulo es un ANN, una implementación neuronal bas-
tante estudiada de integración de evidencia, que se basa en la reverberación de la actividad
de dos poblaciones que compiten inhibiéndose mutuamente. La competencia es mediada por
la dinámica lenta de apertura de los canales de NMDA (Mart́ı et al., 2008; Wang, 2002, 2008;
Wong and Wang, 2006). La decisión de cada ANN depende de la actividad de las poblacio-
nes que codifican la decisión. Cuando un umbral de actividad (λ) es cruzado, el ANN se
compromete a una decisión. Estudiamos el caso simplificado donde λ se mantiene constante
(lo tomamos igual a 15Hz), a pesar de que hay evidencia que indica que vaŕıa (Bogacz et al.,
2010; Churchland et al., 2008; Hanks et al., 2014; Thura et al., 2012). Cuando el ANN de
un módulo elige una opción, decimos que vota en favor de ella. La decisión global se toma
cuando una opción es votada por más de la mitad de los módulos (Fig. 3.1.A).

Suponemos que la confianza está codificada en una estimación de σdv (proveemos los
detalles en la Sec. 3.1.3) en una capa separada. Nuestro objetivo es modelar los reportes
binarios de confianza (alta o baja confianza), por lo que la capa encargada de decodificar
la confianza a partir de σdv debe producir valores binarios. Proponemos que la probabilidad
de reportar alta confianza está dada por una distribución sigmoidea de la forma PHigh(x) =
1/1 + exp[a(σdv − c)]. Los parámetros de la sigmoidea controlan la pendiente y el sesgo de
la transición desde baja a alta confianza (Fig. 3.1.B).

3.1.2. Efectos de la interconectividad de los módulos

Para probar nuestra propuesta, primero estudiamos cómo la interconectividad de los
módulos (controlada por el parámetro IC) afecta nuestra supuesto de que σdv puede usarse
para decodificar confianza. Para hacer esto, estudiamos la correlación entre σdv, y la discri-
minabilidad del est́ımulo, el desempeño en la tarea y los tiempos de respuesta (RT) para
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Fig. 3.1: Una representación esquemática del modelo. A, muestra el mecanismo de decisión. La entrada
sensorial de las alternativas que compiten va a N módulos separados. Cada módulo está construido por un
ANN con dos poblaciones que tienen excitación recurrente e inhibición lateral, y reciben la entrada sensorial
de una de las alternativas junto con una actividad ruidosa basal. Todos los módulos están interconectados
y el grado de interconexión es controlado por el parámetro IC. Cada módulo vota en favor de una de las
opciones dependiendo del resultado de la competencia. Cuando una opción es votada por más de la mitad
de los módulos (representada en la figura con una estrella), es seleccionada. B, muestra el mecanismo de la
confianza. Todos los módulos integran evidencia y toman una decisión global en un dado tiempo. En ese
momento, la dispersión entre la actividad de las poblaciones de la opción elegida, σdv, es estimada y su valor
transmitido a una capa externa. Esta capa determina el reporte binario de confianza con una probabilidad
sigmoidea que depende de la estimación de la dispersión.
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varios valores de IC en decisiones perceptuales con tiempos de respuesta libre (Fig. 3.2).
Cuando IC = 0, los módulos son completamente independientes, mientras que para IC = 1
los módulos están completamente conectados. Simulamos una red de N = 100 módulos que
debe decidir cuál de dos est́ımulos es más brillante. El brillo de ambos vaŕıa alrededor de
una media constante cada 40ms. La media del distractor estaba fija y la del objetivo variaba.
La discriminabilidad del est́ımulo mide la diferencia entre los brillos medios del objetivo y el
distractor. Simulamos 2000 ensayos para cada discriminabilidad y valor de IC.
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Fig. 3.2: Como IC afecta la habilidad de σdv para codificar la confianza. A y B muestran el desempeño
(promedio de ensayos correctos) y tiempos de respuesta como función de la discriminabilidad entre est́ımulos
para varios valores de IC. Estos valores están representados en distintos colores como se muestra en la barra
lateral. Los puntos negros representan IC = 0,5. Es claro que el desempeño y el RT no ven afectados por IC.
C, D y E muestran σdv como función de la discriminabilidad, el RT y el desempeño para varios valores de
IC. En C y D, los datos marcados con un cuadrado representan valores promediados sobre ensayos correctos
y las cruces sobre ensayos incorrectos. Es claro que σdv está correlacionada con la discriminabilidad, RT
y el desempeño para valores pequeños de IC, y que la correlación desaparece para valores grandes de IC.
También es claro que para discriminabilidades bajas, σdv es en promedio mayor, y por ende la confianza
será menor. En C, también se ve que los ensayos erróneos tienen un σdv en promedio más alto para todas las
discriminabilidades, y también tendrán asociados confianzas menores. Sin embargo, el incremento del valor
de σdv en los ensayos erróneos no altera la dependencia funcional entre σdv y RT, como se ve en D.

Un primer resultado importante es que IC no altera ni el desempeño ni el RT medio para
los ensayos como función de la discriminabilidad (Fig. 3.2.A y B). Sin embargo, para valores
bajos de IC, el promedio de σdv está fuertemente correlacionada con la discriminabilidad,
RT y el desempeño (Fig. 3.2.C, D y E). Esta correlación desaparece para valores crecientes
de IC. Es claro que para IC chico, σdv promedio decrece a medida que la discriminabili-
dad crece, y crece junto al RT medio. De hecho la correlación entre σdv y RT se mantiene
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incluso dentro del mismo nivel de discriminabilidad (Fig. 3.3). Como suponemos que σdv es
una medida inversa de la confiabilidad del est́ımulo, valores altos de σdv estarán asociados
a, en promedio, confianzas más bajas. Esto implica que nuestro modelo reproduce las corre-
laciones conocidas entre la confianza y la discriminabilidad (Garret, 1922; Vickers, 1979), y
la confianza con el RT (Festinger, 1943; Johnson, 1939). Además, nuestro modelo también
reproduce la resolución positiva de la confianza - confianza más alta para ensayos correctos
comparada con los incorrectos (Fig. 3.2.C). Sin embargo, la tarea estudiada sólo da lugar a
errores lentos (Fig. 3.2.D) y no es adecuada para estudiar la capacidad de nuestro modelo
para predecir la confianza en tareas caracterizadas por errores rápidos (Ratcliff and Rouder,
1998; Swensson and Edwards, 1971).

Fig. 3.3: σdv como función de RT para distintos valores de discriminabilidad (di en cd/m2), y de IC. IC
está codificada en el color como se muestra en la barra lateral. Los datos en negro corresponden a IC = 0,5.

Por lo tanto, aún cuando los módulos están interconectados, las correlaciones conocidas
entre confianza y otros observables comportamentales relevantes (desempeño, RT y discri-
minabilidad) son preservadas. Sin embargo, esta interconexión debe ser baja.

3.1.3. Un mecanismo neuronal para decidir y estimar σdv

En las secciones anteriores dijimos que el modelo decide basado en los “votos” de todos
los módulos y decodifica la confianza de σdv. En esta sección proveemos una implementación
neuronal del método de decisión y la estimación de σdv.

Proponemos que cuando la actividad de una de las poblaciones que compiten, por ejemplo
las poblaciones sensibles a la opción A, en un módulo superan un umbral λ, el módulo “vota”
en favor de A. Detectar ese cruce es fácil de conseguir con un microcircuito desinhibitorio
(Chevalier and Deniau, 1990; Letzkus et al., 2011; Lo and Wang, 2006). Brevemente, el cruce
es señalado por una población binaria separada que o puede tener actividad basal o alta.
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Fig. 3.4: A y B, muestran esquemáticamente la relación entre la fracción de módulos en la región de conteo,
FMC, y σdv. El rango de conteo está ubicado entre λ y λ + ∆λ. Cuando una opción es seleccionada, la
mediana de la actividad de las poblaciones que codifican votos en favor de esa opción es igual a λ y FMC
es inversamente relacionada con σdv. C, medida de la relación entre σdv y FMC medios para diferentes
discriminabilidades y valores de IC. Los colores indican el valor de IC como se indica en la barra lateral.
Los puntos en negro representan IC = 0,5. D, E y F muestran FMC como función de la discriminabilidad,
el RT y el desempeño. Es claro que el valor medio de FMC está inversamente correlacionado con σdv, por lo
tanto, para valores bajos de IC, FMC está correlacionado con RT, el desempeño y la discriminabilidad. Sin
embargo, la relación inversa entre FMC y σdv hace que valores grandes de FMC estén asociados con mayor
proporción de reportes de alta confianza y valores bajos de FMC con baja confianza.
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Esta población se encuentra normalmente silenciada por un grupo de interneuronas que,
cuando la población que compite supera λ, es inhibida. Esto provoca la liberación de la
inhibición y lleva a que la población binaria tenga alta actividad. Por lo tanto, contar los
votos corresponde simplemente a sumar la actividad de las poblaciones binarias involucradas.

Este mecanismo de decisión implica que, en el tiempo de respuesta, la mediana de la
distribución de actividad de las poblaciones de la opción elegida es igual a λ. Por lo tanto, σdv

puede estimarse simplemente a partir de la fracción de módulos en la vecindad de λ (Cecchi
et al., 2000). En particular, es suficiente contar la fracción de módulos que tienen actividad
entre λ y un nivel un poco superior λ+∆λ (FMC). Tomamos λ = 15Hz y ∆λ = 5Hz. Esto
se consigue restando la suma de poblaciones binarias que indican actividades mayores a λ
con un segundo grupo que indica actividades mayores que λ+∆λ (Fig. 3.1.B y Fig. 3.12).

Fig. 3.5: FMC como función de σdv para distintas discriminabilidades (di en cd/m2), y valores de IC. IC
está indicado por el color como se muestra en la barra lateral. Los puntos negros corresponden a IC = 0,5.

La intuición detrás del mecanismo es simple: si la varianza es baja, la tasa de disparo
de todos los módulos debe estar en un rango angosto relativo a la mediana. Si, en cambio,
la varianza es alta, sólo unos pocos módulos tendrán su tasa de disparo en ese rango (Fig.
3.4.A y B). Esta relación puede probarse emṕıricamente (Fig. 3.4.C). Es claro que FMC
está inversamente correlacionado con σdv y que la correlación con la discriminabilidad, RT
y el desempeño es preservada con una dependencia invertida ((Fig. 3.4.D, E y F, la relación
inversa también existe para el mismo nivel de discriminabilidad Fig. 3.5). Por lo tanto,
FMC es una representación válida de la confiabilidad del est́ımulo y puede ser usada para
decodificar la confianza.
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Fig. 3.6: Influencia asimétrica de las fluctuaciones sensoriales en la decisión del modelo. Los paneles superiores
muestran esquemáticamente los dos protocolos de estimulación (SP 1 y SP 2). SP 1 tiene una fluctuación
positiva breve en favor de A y SP 2 tiene la misma fluctuación pero negativa en contra de B. A, muestra
el desempeño de la red para ambos protocolos. B, muestra el tiempo de votación de un módulo. C, D y E
muestran el RT, σdv y FMC medios para la red bajo los dos protocolos.

3.1.4. Influencia asimétrica de las fluctuaciones en los ANNs

Una relación clave, que no hab́ıa sido estudiada previamente, y en la que nos apoyamos es
la influencia asimétrica de las fluctuaciones en los RT de los ANN. Nuestra hipótesis es que
esta asimetŕıa debeŕıa transferirse al RT de toda la red y a la confianza, debido a la relación
entre RT y σdv. Para ilustrar esta propiedad, simulamos una red de N = 100 módulos y
medimos el RT de la red, σdv, FMC, el desempeño y el tiempo que tarda uno de los módulos
en votar (tiempo de voto) bajo dos protocolos de estimulación (SP). En uno de ellos, se
presenta un breve pulso positivo (un aumento de 1cd/m2 durante 40ms) a la población A,
y otro en donde se presenta el mismo pulso pero negativo a la población B (Fig. 3.6, la
luminancia basal es 50cd/m2). Una simulación de 105 ensayos para cada condición muestra,
como era esperado, que ambas manipulaciones dan efectos comparables en el desempeño
(Fig. 3.6.A), aumentando la probabilidad de elegir la opción A respecto a la selección al azar
para ambos SPs. Sin embargo, las dos manipulaciones tienen efectos diferentes en el RT. El
tiempo de voto en las elecciones correctas eran más rápidas para SP 1 (Fig. 3.6.B).

Esto muestra que al nivel de un módulo, el tiempo de voto es afectado asimétricamente por
las fluctuaciones. Esta asimetŕıa puede ser una consecuencia del hecho de que una fluctuación
positiva entrega más corriente total (entrada combinada a las dos poblaciones que compiten)
mientras que una fluctuación negativa entrega menos. Cuando un módulo tiene más corriente
total, decide más rápido, lo que forma la base neuronal para la implementación del balance
de la velocidad y la precisión en la toma de decisiones (Bogacz et al., 2010; Hanks et al.,
2014). Además, la influencia asimétrica puede ser derivarse de la diferencia de la latencia
con la que las fluctuaciones en favor de una opción se transforman en corriente sináptica
en contra de la otra alternativa. La evidencia sensorial en favor de la opción codificada se
propaga rápidamente (en V1, se observó que es mediada por receptores de AMPA (Self
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et al., 2012)) y por lo tanto es integrada rápidamente, mientras que la inhibición lateral
tiene un tiempo de crecimiento más lento gobernado por las constantes temporales de los
receptores de NMDA y el tiempo caracteŕıstico de recursión del circuito (Wang et al., 2013;
Wang, 2002). Por lo tanto, esto puede interpretarse como una de las causas de la influencia
asimétrica de las fluctuaciones en las poblaciones que compiten, que a su vez se transfieren
a los tiempos de voto de cada módulo.

Como dijimos antes nuestra hipótesis es que la influencia asimétrica de las fluctuaciones
sobre el tiempo de voto debe transferirse al RT de la red y a la dispersión. Con las mismas
simulaciones para los dos SPs confirmamos nuestra hipótesis al encontrar que los RT de la
red son significativamente más rápidos para SP 1 (Fig. 3.6.C) y que σdv es significativamente
más bajo (Fig. 3.6.D). FMC también es afectado asimétricamente (Fig. 3.6.E) reflejando un
dispersión menor para SP 1, y por lo tanto llevando a en promedio más confianza para SP
1 con respecto a SP 2. Esto implica que las fluctuaciones positivas del est́ımulo selecciona-
do producen en promedio reportes de mayor confianza que las fluctuaciones negativas del
est́ımulo no seleccionado.

3.1.5. El modelo es capaz de explicar el desempeño y la confianza

observadas en los sujetos

En esta sección mostramos que nuestro modelo es capaz de reproducir el desempeño y los
reportes de confianza, además de los kernels de decisión y confianza, de sujetos que realizaron
una tarea de decisión perceptual de dos alternativas. En la tarea estudiada, los sujetos eran
libres de responder cuando quisieran. Este paradigma se llama de tiempo de reacción.

Nuestro objetivo es modelar los datos experimentales obtenidos por Zylberberg et al.
(2012). En este experimento, participantes humanos deb́ıan elegir entre dos parches cuál era
el más brillante, reportando simultáneamente su elección (‘izquierda’ o ‘derecha’) y confianza
(‘alta’ o ‘baja’) (Fig. 3.7.A). La manipulación cŕıtica era el agregado de ruido en la señal
luminosa de forma que el brillo cambiaba cada 40ms alrededor de una media constante. Ha-
ciendo que el ruido externo en lugar del interno limitara el desempeño, el promedio del ruido
condicionado por las selecciones de los sujetos da una estimación de la ventana de integración
y la influencia de la evidencia sensorial a cada tiempo sobre la decisión (Ahumada, 1996)
(Fig. 3.7.B muestra un ensayo como ejemplo de las fluctuaciones de los parches seleccionados
y no seleccionados). El promedio de las fluctuaciones sólo condicionado por la selección da
lugar al kernel de decisión (DS y DN), y mide la influencia de las fluctuaciones de los par-
ches seleccionados y no seleccionados sobre la decisión (Fig. 3.7.C). Este promedio también
puede hacerse discriminando los reportes de confianza dando lugar al kernel de confianza
(CS y CN), que mide la influencia de las fluctuaciones sobre el reporte de confianza (Fig.
3.7.D). Zylberberg et al. (2012), encontraron que el kernel de decisión era simétrico pero que
el de confianza no, lo cual es inconsistente con las predicciones de los modelos de difusión y
balance de evidencia.

Para mostrar que nuestro modelo predice un kernel de confianza asimétrica, ajustamos
el kernel de decisión de los sujetos y su desempeño en la tarea. Para hacerlo, simulamos
una red de N = 100 módulos que recibe entrada sensorial de dos fuentes con la misma
distribución de brillo medio que los observados por los sujetos. Proponemos que la señal
de brillo es transformada linealmente en corriente de entrada a las poblaciones neuronales
como I = g(L − b), donde I es la corriente neuronal, L es el brillo observado, g y b son
respectivamente la ganancia y el sesgo de la entrada. Determinamos los valores de g y b
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respuesta manual. B, perfil espacio-temporal de la señal luminosa. La ĺınea roja vertical representa el punto
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ajustado el kernel de decisión y el desempeño del modelo al de los sujetos (Fig. 3.8.A). Luego
de obtener los parámetros de transformación de la luminancia, ajustamos los parámetros de
la sigmoidea que es usada para transformar FMC en un reporte binario de confianza. Para
esto, ajustamos el desempeño discriminado de acuerdo a la confianza (o sea, el número de
aciertos de alta y baja confianza, además del número de fallos de alta y baja confianza,
Fig. 3.8.B). Algo crucial es que el kernel de confianza de los sujetos no se usaron en ningún
momento del ajuste con lo que el kernel de confianza del modelo puede tomarse como una
predicción del modelo. Encontramos que el modelo predice un kernel de confianza asimétrico
y en gran acuerdo con el observado en los sujetos (Fig. 3.8.C).

3.1.6. Tarea de tiempo de presentación fijo
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Fig. 3.9: A, B y C, muestran respectivamente σdv, FMC y el desempeño como función de la duración del
est́ımulo.

Hasta ahora mostramos cómo se desempeñaba el modelo en tareas de tiempo de reacción,
donde el est́ımulo pod́ıa durar todo el tiempo necesario para decidir. Esto es porque los datos
comportamentales usados para realizar el ajuste fueron tomados en una tarea de ese estilo.
Sin embargo, muchos experimentos usan otro paradigma llamado de duración fija donde el
est́ımulo es presentado por un tiempo fijo y los sujetos deben responder (Kiani et al., 2008;
Mazurek et al., 2003). Zylberberg et al. (2012) también estudiaron una tarea de este tipo
(movimiento de una nube de puntos) y encontraron que los kernels de decisión y confianza
eran cualitativamente similares a los medidos en la tarea de luminancia. Sin embargo, sólo
midieron una duración del est́ımulo que era relativamente larga. Cuando los est́ımulos son
presentados por poco tiempo, los reportes subjetivos tienden a ser de baja confianza. A
medida que la duración aumenta, también lo hace la cantidad de reportes de alta confianza
(Irwin et al., 1956; Vickers and Packer, 1982; Vickers et al., 1985a,b). Nuestro modelo, con
una pequeña extensión, es capaz de capturar este hecho (Fig. 3.9). Si el est́ımulo es demasiado
corto, la red puede no haber llegado a decidir antes de que la estimulación desaparezca. Esto
implica que algunos de los módulos pueden llegar a volver a un estado de baja actividad y
nunca voten por ninguna de las opciones. La extensión que proponemos es que en el momento
en que desaparece el est́ımulo, la red fuerza la selección de una de las opciones aumentando
la corriente de fondo a las dos poblaciones.
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Probamos la habilidad de nuestro modelo para explicar la dependencia de la confianza
con la duración del est́ımulo, presentándole dos entradas fluctuantes que duraban tiempos
diferentes. Pudimos observar que en el momento de la decisión, la dispersión medida tanto
por σdv como por FMC baja a medida que aumenta la duración del est́ımulo (Fig. 3.9.A
y B). Esto reproduce las observaciones conocidas donde la confianza aumenta junto con la
duración del est́ımulo. El desempeño en la tarea también aumenta con la duración hasta
alcanzar un nivel estable (Fig. 3.9.C).

Esta prueba es suficiente para decir que cuando la duración del est́ımulo es controlada
externamente, modula la confianza de nuestro modelo. Sin embargo, si el modelo estuviera
al tanto de la duración del est́ımulo de antemano, podŕıa cambiar su criterio para favorecer
decisiones rápidas por sobre la precisión. Esto implicaŕıa que el modelo debeŕıa cambiar la
entrada de fondo para controlar el balance de velocidad y precisión (Bogacz et al., 2010;
Hanks et al., 2014). Probando varios niveles de excitación externa (IBackground) observamos
que, efectivamente, para valores bajos se dan respuestas con mayor RT y más precisas (Fig.
3.10.A y B). Sin embargo, σdv y FMC no tienen una dependencia monótona con IBackground

(Fig. 3.10.C y D). Observaciones experimentales muestran que los sujetos responden con
mayor confianza cuando favorecen la precisión (Irwin et al., 1956; Vickers et al., 1985a). Para
reproducir esto, σdv debeŕıa aumentar monótonamente con IBackground, lo cual claramente no
se da. Es importante notar que para valores de IBackground mayores a 0,3255nA (el valor
usado en el resto de las simulaciones), σdv (FMC) aumenta (disminuye) monótonamente,
lo cual podŕıa tomarse como un indicio de que nuestro modelo puede explicar el balance
de velocidad y precisión en un rango limitado de corrientes de fondo. A pesar de esto, la
dependencia no monótona entre σdv e IBackground aparentemente contradice las observaciones
experimentales; sin embargo, construimos nuestro modelo suponiendo que el balance entre
velocidad y precisión constante. Por lo tanto, no estudiamos el problema de la calibración de
la confianza (Meyniel et al., 2015). La calibración es un proceso por el cual una estad́ıstica
(en nuestro caso σdv o FMC) es transformada en un nivel de certeza o un reporte de confianza
(que asumimos que ocurre en una capa separada). Este problema requiere conexiones hacia
atrás y el ajuste fino de los parámetros para aprender la calibración adecuada. Esto también
implica que los parámetros que determinan la probabilidad de un reporte de alta confianza
debeŕıan cambiar junto a IBackground. Este problema interesante está más allá de lo que
estudiamos en este caṕıtulo y amerita investigaciones futuras.

3.2. Discusión

En este caṕıtulo presentamos un modelo neuronal para decisiones de dos alternativas
donde un ensemble de módulos deciden colectivamente y, más importante, codifican la con-
fianza en la dispersión de la tasa de disparo. Mostramos que nuestro modelo es capaz de
reproducir las relaciones conocidas entre la confianza y la dificultad de la tarea (confianza
alta para ensayos fáciles (Festinger, 1943; Garret, 1922; Johnson, 1939; Kornell et al., 2011;
Vickers, 1979)), y la confianza y el RT (confianza alta para decisiones rápidas (Festinger,
1943; Moreno-Bote, 2010; Vickers and Packer, 1982; Vickers et al., 1985b)). Más importante
aún, nuestro modelo es capaz de explicar la influencia asimétrica de las fluctuaciones sobre
la confianza (Zylberberg et al., 2012).

La suposición clave de nuestro modelo es que la confianza es decodificada de la distribu-
ción inter-módulo de las tasas de disparo de las neuronas sensibles a la opción seleccionada.
Asumimos que la actividad de cada módulo puede ser interpretada como una muestra de la
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integral de la evidencia sensorial a lo largo del tiempo. Si los sujetos tienen acceso a una
representación de la densidad de probabilidad de dichas integrales, pueden estimar su certeza
de haber decido correctamente, o sea su confianza. Esta interpretación se basa en la noción
bayesiana de confianza (Meyniel et al., 2015). Brevemente, la noción bayesiana supone que
los sujetos deciden haciendo inferencia bayesiana para estimar la distribución de probabi-
lidad (posterior) de que cada alternativa es la correcta dada la evidencia (confianza de la
distribución). Los sujetos después reportan un valor de confianza que combina la información
de la distribución a posteriori (puede ser un valor binario - alto/bajo - o un valor continuo).
Para hacerlo, los sujetos se pueden basar en estad́ısticas (como la media y la varianza) que
resuman la información presente en toda la distribución. Nuestro modelo sólo tiene acceso
a muestras de integrales de la evidencia, no a la distribución de probabilidad, y decodifica
la confianza a partir de la dispersión entre módulos (una única estad́ıstica). Razonamos que
sólo le hace falta esto porque la dispersión está fuertemente relacionada con la confiabilidad
de la evidencia sensorial, o sea la relación entre señal y ruido, la cual es una heuŕıstica para
estimar la confianza en śı misma (Maniscalco and Lau, 2012). Sin embargo, nuestro mode-
lo podŕıa usar más información a partir de las muestras para decodificar la confianza. Por
ejemplo, muchos modelos de confianza usan la diferencia entre la tasa de disparo entre las
poblaciones seleccionadas y no seleccionadas (Wei and Wang, 2015) (de una forma parecida
al balance de evidencia (Vickers et al., 1985b)). Además, esta diferencia puede vincularse
directamente al logaritmo del cociente de probabilidades usada por los modelos de difusión
para codificar la confianza (Kiani and Shadlen, 2009; Kiani et al., 2014), si uno asume que las
neuronas forman una población que codifica una probabilidad (probabilistic population code
en inglés) (Beck et al., 2008; Ma et al., 2006). La diferencia principal con nuestro modelo
es que usamos muchos módulos que deciden y entonces tenemos acceso a muchas muestras
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de integrales de la evidencia sensorial. Por lo tanto, nuestro modelo tiene acceso a más es-
tad́ısticas para construir la confianza, y no sólo la diferencia de actividad de las poblaciones
que compiten.

Hay otras propuestas que también suponen que la confianza es determinada a partir de
muchas muestras, como por ejemplo de el modelo de auto consistencia de Koriat (2012).
Sin embargo, la regla de consistencia de Koriat es similar al “balance de evidencia” ya que
construye la confianza a partir de la diferencia entre el número de muestras en favor y en
contra de la opción elegida. Nuestro modelo usa una estad́ıstica que sólo toma en cuenta las
muestras de la opción seleccionada, e ignora las muestras de la opción no seleccionada. Por
lo tanto, nuestra propuesta, de cierta manera, implementa algo conocido como un sesgo con-
firmativo (Kahneman and Tversky, 1973; Nickerson, 1998), un error estereotipado presente
en diversos tipos de evaluaciones de confianza en humanos, donde la evidencia consistente
con la decisión es la que se usa para reportar la confianza.

Nuestra contribución principal es que nuestro modelo es capaz de reproducir el kernel
de confianza asimétrico, mientras que los modelos de “balance de evidencia” no (Zylberberg
et al., 2012). Esto es posible gracias a la influencia asimétrica que tienen las fluctuaciones
sensoriales sobre los tiempos de votación de cada módulo, que transfieren tanto al RT de
la red como a la dispersión entre los módulos. Esta asimetŕıa puede interpretarse como una
consecuencia del hecho de que una fluctuación positiva entrega más corriente total de entra-
da (corriente combinada a ambas poblaciones que compiten) mientras que una fluctuación
negativa funciona al revés. Cuando un módulo tiene más corriente total de entrada, decide
más rápido, lo que es la base para la implementación neuronal del balance de velocidad y
precisión en la toma de decisiones (Bogacz et al., 2010; Hanks et al., 2014). A su vez, la
influencia asimétrica puede derivar de las latencias diferentes con los que las fluctuaciones
en favor de una opción se transforman en corriente neuronal en contra de la otra alternativa.
La evidencia sensorial en favor de la opción codificada se propaga rápidamente (en V1, se
observó que es mediada por receptores de AMPA (Self et al., 2012)) y es integrada rápida-
mente, mientras que la inhibición lateral tiene un tiempo de crecimiento más lento gobernado
por las constantes temporales de los receptores de NMDA y el tiempo caracteŕıstico de re-
cursión del circuito (Wang et al., 2013; Wang, 2002). Por lo tanto, esto puede interpretarse
como una de las causas de la influencia asimétrica de las fluctuaciones en las poblaciones
que compiten, que a su vez se transfieren a los tiempos de voto de cada módulo.

Por otra parte, nuestro modelo es capaz de explicar la confianza en paradigmas experi-
mentales diferentes como en tareas de duración fija (Irwin et al., 1956; Kiani and Shadlen,
2009; Moreno-Bote, 2010). En este paradigma, se les presenta a los sujetos un est́ımulo por
un intervalo fijo y son obligados a decidir después de que el est́ımulo desaparece. El resulta-
do principal es que para est́ımulos más largos, la confianza sube, una propiedad que nuestro
modelo reproduce (Fig. 3.9). Sin embargo no estudiamos varias propiedades conocidas de la
confianza. Por ejemplo no estudiamos tareas caracterizadas por errores rápidos (Ratcliff and
Rouder, 1998; Swensson and Edwards, 1971). Estos están normalmente vinculados a tareas
en las que los sujetos son obligados a balancear su velocidad y precisión debido a un costo
incurrido por el paso del tiempo. El compromiso entre la velocidad y la precisión en nuestro
modelo puede manipularse cambiando la corriente de fondo de todas las poblaciones (Fig.
3.10). Sin embargo, construimos nuestro modelo suponiendo que el balance entre velocidad y
precisión constante. Por lo tanto, no estudiamos el problema de la calibración de la confianza
(Meyniel et al., 2015). La calibración es un proceso por el cual una estad́ıstica (en nuestro
caso σdv o FMC) es transformada en un nivel de certeza o un reporte de confianza (que asu-
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mimos que ocurre en una capa separada). Este problema requiere conexiones hacia atrás y el
ajuste fino de los parámetros para aprender la calibración adecuada. Esto también implica
que los parámetros que determinan la probabilidad de un reporte de alta confianza debeŕıan
cambiar junto a IBackground. Este problema interesante está más allá de lo que estudiamos en
este caṕıtulo y amerita investigaciones futuras.

Una de las principales preguntas que se deben intentar resolver en estudios futuros es:
“¿cómo surge la modularidad?” Nuestro modelo supone que la red que decide está formada
por módulos que son en śı mismos redes con muchas neuronas. Es crucial estudiar cómo
esta arquitectura modular puede surgir, o por una propiedad de la topoloǵıa, la conectividad
esparsa o la plasticidad sináptica. De todos modos, uno de nuestros hallazgos importantes es
que los módulos no necesariamente deben ser completamente independientes. Cierto grado
de interconexión no hace que la dispersión entre módulos se vuelva menos informativa, por
lo tanto, las neuronas que residen en un dado módulo pueden tener conexiones con neuronas
afuera de él y la red todav́ıa podŕıa seguir funcionando. Es necesario un estudio detallado
de la extensión de nuestro modelo a una red de neuronas individuales.

También reportamos una predicción novedosa de nuestro modelo para probar en nuevos
experimentos. Los módulos de la red son ANNs, que cuando son estimulados, aumentan su
tasa de disparo hasta estar en la vecindad de un estado estable estacionario que tiene a
una población con alta actividad y la otra con baja. Esto implica que a medida que pasa
el tiempo, más módulos alcanzarán un estado estable estacionario y la variabilidad bajará o
alcanzará un nivel constante. Nuestra predicción es que la variabilidad entre módulos debeŕıa
crecer como función de RT y la dificultad de la tarea. Esta predicción debeŕıa ser probada
con experimentos de neurofisioloǵıa con registros simultáneos, donde el RT y la confianza
sean observados. Además, nuestro modelo está construido sobre la idea de que la decisión
es tomada de manera redundante por muchos módulos. Esto implica que la covarianza entre
pares de neuronas que “integran” no sólo es descripta como dos muestras provenientes de
la misma probabilidad subyacente, si no que hasta cierto punto deben integrar la evidencia
independientemente y, por lo tanto, podŕıan llegar a conclusiones opuestas.

3.3. Métodos

3.3.1. Modelo de la red

Proponemos que la red encargada de integrar la evidencia sensorial, tomar la decisión
y codificar la confianza está compuesta por N módulos. Cada módulo es una red neuronal
atractora (ANN por su sigla en inglés). La implementación de los ANN que usamos deri-
va de un modelo extensamente estudiado de toma de decisiones donde cuatro poblaciones
neuronales interactúan (Wang, 2002). Dos de ellas son sensibles a la entrada sensorial y son
neuronas piramidales (o sea, excitarias). De las dos restantes, una es un grupo de neuronas
piramidales insensible a la entrada sensorial asociada a la tarea y la otra es una población
de interneuronas (inhibitorias). En el modelo de Wang (2002), todas las neuronas están co-
nectadas entre śı, a través de sinápsis mediadas por los neurotransmisores AMPA (ácido
α-amino-3-hidroxi-5-metilo-4-isoxazolpropiónico), NMDA (N-metil-D-aspartato) y GABAA

(ácido γ-aminobut́ırico) (Fig. 3.11.A). Las conexiones salientes de las neuronas piramida-
les son dirigidas a receptores AMPA y NMDA, mientras que las de las interneuronas están
dirigidas a los receptores GABAA. Además, todas las poblaciones de neuronas reciben es-
timulación externa independiente del est́ımulo sensorial de otras áreas del cerebro que se
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modelan como espigas con distribución Poisson, que son dirigidos a receptores AMPA. La
dinámica lenta de los canales de NMDA, junto con el balance de la inhibición y las conexiones
excitatorias recurrentes, llevan al ANN a un estado biestable cuando recibe la estimulación
sensorial. Cada estado estable corresponde a un punto donde una de las poblaciones sensi-
bles al est́ımulo sensorial presenta una actividad elevada (tasa de disparo alta) mientras que
la otra tiene una actividad baja. Esto implica que el ANN desarrolla una competencia del
tipo Winner-Take-All (WTA) donde una población logra aumentar su actividad mientras
que la otra no. La red de neuronas individuales y la dinámica de sus canales de neurotrans-
misores puede reducirse a un modelo de campo medio efectivo de dos dimensiones, donde
la fracción de canales abiertos de NMDA de las poblaciones sensibles al est́ımulo son las
variables relevantes (Mart́ı et al., 2008; Wong and Wang, 2006) (Fig. 3.11.A). La deducción
completa de esta reducción puede encontrarse en (Wong and Wang, 2006). Es importante
notar que con esta reducción se pasa de cientos de neuronas en las cuatro poblaciones, con
una dinámica detallada para tes canales de neurontransmisores, a dos poblaciones efectivas
cuya dinámica está gobernada por un único neurotransmisor. Por lo tanto, estas poblaciones
efectivas son una mezcla de neuronas piramidales e interneuronas, y como tal siguen una
relación de entrada/salida (o sea, la tasa de disparo como función de la corriente de entrada)
alterada. Además, la entrada sináptica de fondo, que es vital para el modelo, se incluye en
el modelo de campo medio como un proceso dinámico de Ornstein-Ulhenbeck (Uhlenbeck
and Ornstein, 1930) sumado a un valor medio fijo. En las simulaciones numéricas, se usa un
método de actualización exacta para muestrear el ruido de Ornstein-Ulhenbeck (Ver la Eq.
E-12b en Gillespie (1992)).

Estímulo

A B

No Selectiva

Estímulo

A B

Estímulo

A B

No Selectiva

Estímulo

A

B

DA

DB

B2B1

A1 A2

A

B

Fig. 3.11: A, Esquema de un ANN tomado de (Wong and Wang, 2006). La red está dividida en las poblaciones
excitatorias (azules), inhibitorias (rojas) y no selectivas al est́ımulo (blancas). La progresión muestra la
reducción hacia un modelo de campo medio de dos poblaciones efectivas. B, muestra el mecanismo de
detección del cruce de un umbral de actividad propuesto en (Lo and Wang, 2006). Las poblaciones A y B
compiten, cuando una cruza el umbral logran activar A1 o B1 lo suficiente como para inhibir a A2 o B2.
Esto libera la inhibición sobre DA o DB, que aumentan bruscamente su actividad debido a las conexiones
directas desde A y B. Lo and Wang (2006) proponen que las poblaciones de interneuronas que median la
detección se encuentran en el Núcleo Caudado y el Coĺıculo Superior dentro del Ganglio de la Base.
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Si luego de la presentación del est́ımulo, la población A tiene un tasa de disparo elevada
mientras que la población B tiene una actividad basal o menor, la opción A es la selec-
cionada. La tasa de disparo de cada población puede interpretarse como una medida de la
evidencia sensorial acumulada en favor de cada opción y la selección tiene lugar cuando esta
actividad sobrepasa un umbral de actividad λ. El cruce del umbral puede señalizarse con una
población binaria. Lo and Wang (2006) propusieron una posible implementación, mostrada
esquemáticamente en la Fig. 3.11.B. Ellos suponen que las poblaciones A y B compiten entre
ellas, e intentan producir una acción motora que es ejecutada por alguna de las poblaciones
DA o DB. DA y DB se encuentran inhibidas por las interneuronas A2 y B2, que normalmente
presentan alta actividad. Por lo tanto, Lo and Wang (2006) proponen que A y B se conectan
con las interneuronas A1 y B1, que consiguen aumentar lo suficiente su actividad como para
inhibir a A2 o B2 sólo cuando A o B superan un umbral de actividad determinado, que es
controlado por el peso de la conexión entre A y A1, o B y B1. Al liberar la inhibición sobre
DA o DB, las conexiones directas desde A o B llevan a un aumento brusco de la actividad
que señala la decisión y en el caso estudiado por Lo and Wang (2006), una acción motora.
Nosotros proponemos una implementación similar pero diferente, donde las poblaciones DA
y DB no reciben conexiones directas desde A y B, si no que se activan, una vez que la
inhibición es liberada, debido a la corriente de entrada de fondo presente constantemente.
Ambas propuestas se basan en circuitos des-inhibitorios, que se han estudiado ampliamente
en diversos circuitos cerebrales (Azouz and Gray, 2008; Chevalier and Deniau, 1990; Cohen
and Frank, 2009; Letzkus et al., 2011; Rudolph et al., 2007).

Dividimos la implementación neuronal en tres capas:

1. La capa de la competencia

2. La capa de detección del cruce del umbral

3. La capa de conteo

La capa de la competencia está formada por las poblaciones dentro de ANNs que reciben
la estimulación sensorial. A su vez, están organizadas en N módulos, y son el corazón del
modelo de decisión como se esquematiza en la Fig. 3.2.A. La actividad de las poblaciones,
la detección del voto de cada módulo, σdv y FMC, pueden ser léıdos externamente (o sea,
artificialmente durante las simulaciones, sin ser señalados por otra población neuronal). Las
otras dos capas simplemente implementan neuronalmente los métodos de detección de votos
y estimación de FMC. La capa de la competencia sigue las ecuaciones dinámicas detalladas
en la tabla 3.1:

Tabla 3.1: Dinámica de la capa de competencia
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A Resumen del modelo

Poblaciones N módulos idénticos con dos poblaciones, A y B, cada uno. Ak es la población
A del módulo k-ésimo.

Topoloǵıa Conexiones excitatorias recurrentes y inhibitorias laterales dentro de cada módu-
lo. Las poblaciones de cada módulo están interconectados con las demás con co-
nexiones excitatorias (inhibitorias) si ambas poblaciones son del mismo (distinto)
tipo. O sea, una población A con otra A o una B con otra B.

Conectividad Todas las poblaciones están interconectadas pero la fuerza de las conexiones entre
distintos módulos es controlada por el parámetro IC.

Modelo neuronal Modelo de campo medio gobernado por una relación fija de entrada sináptica -
tasa de disparo.

Modelo de canales Dinámica instantánea de los canales de AMPA y GABAA (o sea, la fracción
de canales abiertos es proporcional a la tasa de disparo presináptica). Dinámica
detallada de los canales NMDA.

Modelo de sinapsis Corriente continua que depende de la fracción de canales de NMDA abiertos.

Plasticidad Ninguna.

Entrada Dos est́ımulos sensoriales, uno dado a todas las poblaciones A y otro a todas las
poblaciones B. Bombardeo sináptico de fondo dado por una corriente constante
más un proceso de Ornstein-Ulhenbeck.

Medidas Tasa de disparo, número de neuronas A y B que cruzan un umbral λ, σdv y FMC.

B Poblaciones

Nombre Elementos Tamaño

A Aproximación de campo medio de la competencia 1 por módulo

B Aproximación de campo medio de la competencia 1 por módulo

C Conectividad

Nombre Origen Destino Patrón

AA Ak Ak′

peso 0,2609(1− IC(1− 1/N)) si k = k′, 0,2609(IC/N) si no

BB Bk Bk′

peso 0,2609(1− IC(1− 1/N)) si k = k′, 0,2609(IC/N) si no

AB Ak Bk′

peso −0,0497(1− IC(1− 1/N)) si k = k′, −0,0497(IC/N) si no

BA Bk Ak′

peso −0,0497(1− IC(1− 1/N)) si k = k′, −0,0497(IC/N) si no

D Modelo de las neuronas y sinápsis

Nombre Aproximación de campo medio de la competencia

Tipo Tasa de disparo (ρ) y canal NMDA (s)

Ecuaciones

dinámicas

∂ski (t)

∂t
= −

−ski (t)

τNMDA
+ γρki (t)

(

1− ski (t)
)

ρki (t) = Φ

[(

N
∑

k′=1

Jkk′

ii sk
′

i (t)− Jkk′

ij sk
′

j (t)

)

+ Iki ext(t)

]

Φ(x) =
270 1/nC x+ 108Hz

1− exp [−0,154s (270 1/nC x+ 108Hz)]
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E Entrada

Ecuaciones

dinámicas

Iki ext(t) = Ii stim(t) + IBackground + Iki noise(t)

IBackground = 0,3255nA

Iki noise(t+ dt) = (1− dt/τnoise)I
k
i noise(t) + η(t)

√

0,5 ∗ (1− exp(2dt/τnoise))0,02nA

En la tabla 3.1, ρki (t) es la tasa de disparo de la población i-ésima (población A o B) del
módulo k al tiempo t, ski (t) es la fracción de canales de NMDA abiertos para esa población,
τNMDA es el tiempo caracteŕıstico de cierre de los canales NMDA y γ es un parámetro de la
apertura de los canales NMDA. Φ es la relación entrada/salida efectiva para las poblaciones
de los ANN que transforman la corriente sináptica total recibida, Iki ext(t), en la tasa de disparo
al tiempo t. Jkk′

ij es el peso de la conexión de la población i en el módulo k a la población j en el
módulo k′. Este peso es determinado por el parámetro IC y Jij que es el peso de conexiones
entre las poblaciones de un mismo módulo cuando todos los módulos son independientes
(IC = 0). Cuando IC = 1, todos los módulos están completamente conectados entre śı, por
lo que todas las poblaciones i a lo largo de toda la red están conectadas con el mismo peso
a todas las poblaciones j, independientemente del módulo al que pertenezcan. Los pesos de
conexión son J11 = J22 = 0,2609nA y J12 = J21 = 0,0497nA. La corriente sináptica total
que llega a la población i del módulo k, Iki ext, tiene dos contribuciones, la entrada sensorial
Ii stim(t), que es igual para todos los módulos, y el ruido externo producido por el bombardeo
sináptico. Este último se descompone como una componente constante IBackground, y otra
variable, Iki noise(t), que sigue una dinámica de Ornstein-Ulhenbeck y es diferente para todos
las poblaciones. Este tipo de dinámica surge debido a que se filtra el ruido Poissoniano con
el que son bombardeadas todas las poblaciones por los tiempos caracteŕısticos de los canales
AMPA que reciben esa excitación (Wong and Wang, 2006). τnoise = 10ms es el tiempo
caracteŕıstico del proceso O-U y su varianza es 4 · 10−4 nA2.

Proponemos que la red decide con un mecanismo de votos. Cuando alguna de las pobla-
ciones de un módulo, por ejemplo la población A, tiene una actividad mayor que un umbral,
o sea cuando ρkA(t) >= λ (suponemos λ = 15Hz), proponemos que ese módulo vota por la
opción A. Cuando una opción es votada por más de la mitad de los módulos, entonces es
seleccionada. Esto implica que cuando la opción A es seleccionada, la mediana de la distribu-
ción de ρkA(t) es mayor o igual a λ. Este criterio de decisión podŕıa ser diferente, por ejemplo
se podŕıa suponer que la red decide cuando la media de la distribución de ρki (t) es mayor o
igual que λ. Este criterio requeriŕıa que se lleve a cabo una operación de normalización para
computar la media de la distribución de tasas de disparos. El mecanismo por el cual esta
operación podŕıa tener lugar en el cerebro todav́ıa es poco comprendido pero hay evidencia
que indica que la normalización es un cómputo que el cerebro es capaz de hacer (Carandini
and Heeger, 2012).

El esquema de decisión que proponemos requiere una capa especializada en detectar el
voto de cada módulo. Además, como suponemos que la confianza está codificada en FMC, que
es la fracción de módulos que se encuentran entre λ y λ+∆λ (donde ∆ = 5Hz) es necesario
también detectar si las poblaciones tienen una actividad superior a λ + ∆λ. Proponemos
que el método para la detección del cruce de los umbrales es similar al propuesto por Lo
and Wang (2006), pero con la diferencia que las poblaciones binarias se activan debido a
la corriente externa que reciben (Fig. 3.12). La capa de detección del cruce de los umbrales
sigue la dinámica detallada en la tabla 3.2:
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Estímulo

Capa de competencia

Capa de detección del
cruce de umbrales

Capa de contadores.
Recibe corriente de todos

los módulos

DA DB HA HB

CA CB

LA1

A B

Módulo 1

LA2

LB1

LB2

UA1

UA2

UB1

UB2LA2 LB2 UA2 UB2

LA2 LB2 UA2 UB2LB3 UA3 UB3LA3

LA1

A B

LA2

LB1

LB2

UA1

UA2

UB1

UB2LA2 LB2 UA2 UB2

LA2 LB2 UA2 UB2LB3 UA3 UB3LA3

LA1

A B

LA2

LB1

LB2

UA1

UA2

UB1

UB2LA2 LB2 UA2 UB2

LA2 LB2 UA2 UB2LB3 UA3 UB3LA3

Módulo N-1 Módulo N

Fig. 3.12: Esquema de la implementación neuronal extendida con la capa de competencia (poblaciones A y
B), las capas encargadas de detectar los cruces de los umbrales (poblaciones L y U), y la capa encargada en
contar la cantidad de votos y el FMC (poblaciones D, H y C). Todos los módulos están interconectados en
el nivel de la capa de competencia, pero esas conexiones no se muestran aqúı para simplificar el esquema.
Proponemos que todas las poblaciones reciben distintos niveles de corriente sináptica de fondo. Este fondo
permite que las poblaciones L2 y U2 tengan una actividad alta, y que las poblaciones L3 y U3 se activen
cuando la inhibición de la capa superior desaparece.
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Tabla 3.2: Dinámica de la capa de detección del cruce de umbrales

A Resumen del modelo

Poblaciones N módulos independientes. Poblaciones L1(A/B)k, L2(A/B)k, L3(A/B)k y
U1(A/B)k, U2(A/B)k, U3(A/B)k

Topoloǵıa Ramas independientes con conexiones direccionadas hacia capas más profundas.

Conectividad —

Modelo neuronal Modelo de campo medio gobernado por una relación fija de entrada sináptica -
tasa de disparo.

Modelo de canales Dinámica instantánea de los canales de AMPA y GABAA (o sea, la fracción
de canales abiertos es proporcional a la tasa de disparo presináptica). Dinámica
detallada de los canales NMDA.

Modelo de sinapsis Corriente continua que depende de la fracción de canales de NMDA abiertos o,
si se está en las primeras dos capas, la tasa de disparo presináptica.

Plasticidad —

Entrada Salida de las poblaciones Ak y Bk alcanza a la primer capa. La segunda y tercer
capa reciben entrada de fondo a partir de bombardeo sináptico y también de las
conexiones de la capa inmediatamente superior.

Medidas —

B Poblaciones

Nombre Elementos Tamaño

L1(A/B), L2(A/B), U1(A/B),
U2(A/B)

Aproximación de campo medio
de interneuronas

1 por módulo

L3(A/B) and U3(A/B) Aproximación de campo medio
de neuronas piramidales

1 por módulo

C Conectividad

Nombre Origen Destino Patrón

capa de competencia a L1 Ak (Bk) L1Ak (L1Bk) peso JL = Ith(1 +
1/(15HzγτNMDA))

capa de competencia a U1 Ak (Bk) U1Ak (U1Bk) peso JU = Ith(1 +
1/(20HzγτNMDA))

primer a segunda capa L1Ak (o cualquier po-
blación en la capa 1)

L2Ak (correspondiente
población en la capa 2)

peso JI = 0,07nC

segunda a tercer capa L2Ak (o cualquier po-
blación en la capa 2)

L3Ak (correspondiente
población en la capa 3)

peso JI = 0,07nC

D Modelo de neuronas y sinapsis

Nombre Aproximación de campo medio de neuronas piramidales e interneuronas

Tipo Tasa de disparo, canales AMPA y GABAA instantáneos

Ecuaciones

dinámicas

ρki (t) = Φ
(

Iki net(t) + Iki ext(t)
)

Φ(x) =
615 1/nC x+ 177Hz

1− exp [−0,087s (615 1/nC x+ 177Hz)]
si es una interneurona

Φ(x) =
310 1/nC x+ 125Hz

1− exp [−0,16s (310 1/nC x+ 125Hz)]
si es una neurona piramidal

Iki net(t) =











JL/Us
k
A(t) si i es L1Ak o U1Ak

JL/Us
k
B(t) si i es L1Bk o U1Bk

JIρ
k
i−1(t) si i es una población en la capa 2 o 3
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E Entrada

Ecuaciones

dinámicas

Iki ext(t) = IBackground + Iki noise(t)

IBackground =











0nA si la población está en la capa 1

0,416nA si la población está en la capa 2

0,9nA si la población está en la capa 3

Iki noise(t+ dt) = (1− dt/τnoise)I
k
i noise(t) + η(t)

√

0,5 ∗ (1− exp(2dt/τnoise))σi

σi = 0,002nA si i es una interneurona

σi = 0,01nA si i es una neurona piramidal

Como se muestra en la Fig. 3.12, las poblaciones de cada módulo de la capa de competen-
cia se conectan con las ramas L(A/B) y U(A/B) que son las encargadas en señalar el cruce
del umbral λ y λ+∆λ respectivamente. La capa de detección del cruce del umbral se divide
en tres estratos, el primero que recibe la excitación de parte de la capa de competencia, el
segundo que normalmente está activo y es inhibido por el primer estrato cuando alguna de
las poblaciones de la capa de competencia supera un nivel de actividad, y el tercer estrato
que funciona como un indicador binario. Si L3Ak se activa, señala que la población Ak tiene
una actividad superior a λ, si U3Ak se encuentra activa eso implica que Ak superó el umbral
de λ+∆λ.

La capa de contadores es la encargada de contar la cantidad de votos y también medir
FMC (Fig. 3.12). Las poblaciones DA, DB, HA y HB reciben excitación de parte de las
poblaciones L3A, L3B, U3A y U3B de todos los módulos, y por lo tanto cuentan la cantidad
de poblaciones superaron el umbral inferior (DA y DB) y el superior (HA y DB). Esto
implica que la actividad de DA y DB es un indicador de la cantidad de votos que recibe
cada opción. FMC se obtiene simplemente restando las actividades de DA (DB) y HA (HB).
Esto lo implementamos en las poblaciones CA y CB que son excitadas por DA y DB, pero
inhibidas por HA y HB. La dinámica que sigue la capa de contadores se detalla en la tabla
3.3:

Tabla 3.3: Dinámica de la capa de conteo

A Resumen del modelo

Poblaciones 6 poblaciones DA, DB, HA, HB, CA y CB.

Topoloǵıa Como se indica en la Fig. 3.12.

Conectividad —

Modelo neuronal Modelo de campo medio gobernado por una relación fija de entrada sináptica -
tasa de disparo.

Modelo de canales Dinámica instantánea de los canales de AMPA y GABAA (o sea, la fracción de
canales abiertos es proporcional a la tasa de disparo presenáptica).

Modelo de sinapsis Corriente continua dependiente de la tasa de disparo presináptica.

Plasticidad —

Entrada Salida de las poblaciones LA3k, LB3k, UA3k y UB3k. Bombardeo sináptico
externo dado por una corriente media constante más un proceso de Ornstein-
Ulhenbeck.

Medidas Tasa de disparo.
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B Poblaciones

Nombre Elementos Tamaño

DA Aproximación de campo medio
de neuronas piramidales

1

DB Aproximación de campo medio
de neuronas piramidales

1

HA Aproximación de campo medio
de neuronas piramidales

1

HB Aproximación de campo medio
de neuronas piramidales

1

CA Aproximación de campo medio
de neuronas piramidales

1

CB Aproximación de campo medio
de neuronas piramidales

1

C Conectividad

Nombre Origen Destino Patrón

capa 3 a D L3A/Bk DA/B peso JD = 0,68/N

capa 3 a H U3A/Bk HA/B peso JD = 0,68/N

D y H, a C DA/B y HA/B CA/B peso JC = 0,0032

D Modelo de neuronas y sinapsis

Nombre Aproximación de campo medio de neuronas piramidales.

Tipo Tasa de disparo, canales AMPA y GABAA instantáneos.

Ecuaciones

dinámicas

ρi(t) = Φ (Ii net(t) + Ii ext(t))

Φ(x) =
310 1/nC x+ 125Hz

1− exp [−0,16s (310 1/nC x+ 125Hz)]

Ii net(t) =



















∑

k

JDskLA3/LB3(t) si i es DA/B

∑

k

JDskUA3/UB3(t) si i es HA/B

JC(ρDA/B(t)− ρHA/B(t)) si i es CA/B

E Entrada

Ecuaciones

dinámicas

Ii ext(t) = IBackground + Iki noise(t)

IBackground = 0,416nA

Iki noise(t+ dt) = (1− dt/τnoise)I
k
i noise(t) + η(t)

√

0,5 ∗ (1− exp(2dt/τnoise))0,01nA

La capa de detección del cruce de umbrales y la capa de contadores siguen una dinámica
similar. Las poblaciones en cada capa son aproximaciones de campo medio de grupos de
neuronas individuales. Sin embargo, a diferencia de la capa de competencia donde cada po-
blación era una mezcla de neuronas excitatorias e inhibitorias, estas capas están compuestas
por neuronas de un único tipo. Por lo tanto, siguen relaciones de entrada/salida y dinámica
de sus sinapsis diferentes. Las principales diferencias son que:

1. Las conexiones salientes de las interneuronas sólo se dirigen a los receptores GABA.
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La dinámica de estos canales se aproxima como instantáneo, por lo que la corriente
post-sináptica es proporcional a la tasa de disparo de la interneurona presináptica.

2. Las conexiones excitatorias de la capa de contadores es mediada sólo por AMPA. Esto
implica que, al igual que las interneuronas, la corriente post-sináptica es proporcional
a la tasa de disparo presináptica.

La capa de contadores es la que suponemos que es léıda por capas superiores para deter-
minar cuándo se toma la decisión y la confianza en esa decisión. Para determinar el momento
en que la red decide, se observa el momento en que la población DA o DB supera una tasa de
disparo igual a 97,68Hz (de acuerdo a los parámetros usados), que corresponde a la actividad
alcanzada cuando la mitad de los módulos votan por la misma opción. La confianza se estima
de la misma forma que cuando se mide artificialmente FMC, si se seleccionó la opción A,
la actividad de CA se usa como entrada a una sigmoidea que determina la probabilidad de
realizar un reporte de alta confianza como PHigh(x) = 1/1+exp[a(x−c)]. Los parámetros de
la sigmoidea controlan la pendiente y el sesgo de la transición desde baja a alta confianza.

Descripción de la dinámica de la red

Se muestra la dinámica de toda la red durante un ensayo en la Fig. 3.13. Durante este
ensayo, la red, de N = 100 módulos, deb́ıa decidir entre dos opciones, la dirigida a las
poblaciones A que teńıa una media de 52cd/m2, la otra una igual a 50cd/m2. A la señal
luminosa se le agregaba un ruido gaussiano de media 0 y dispersión 5cd/m2 que variaba
cada 40ms. Además, en el ensayo presentado, se fijó IC = 0.

La capa de competencia integra la entrada sensorial para cada opción. Se muestra en la
Fig. 3.13.A la actividad de las poblaciones A1 and B1 del primer módulo. Estas poblaciones
excitan a las neuronas del primer estrato de la capa de detección del cruce de umbrales, que
inhiben a las del segundo estrato (Fig. 3.13.B). Estas liberan la inhibición existente sobre
LA3, LB3, UA3 y UB3 (Fig. 3.13.C). La actividad de estas se suma en DA, DB, HA y HB
para luego conseguir la media de FMC en la actividad de CA y CB (Fig. 3.13.D).

Las poblaciones LA1, LB1, UA1 y UB1 son excitadas por las neuronas que compiten,
suben su tasa de disparo y alcanzan un nivel suficiente como para inhibir a las poblaciones
LA2, LB2, UA2 y UB2 una vez que les entra una corriente sináptica mayor que Ith. El valor
de Ith lo determinamos para conseguir un método adecuado de conteo.

Cuando la población A tiene un tasa de disparo constante, ρA, su fracción de canales de
NMDA abiertos es prácticamente constante e igual a sA = (1 + 1/(ρAγτNMDA))

−1. Por lo
tanto, la corriente sináptica enviada a LA1 y UA1 es igual a

IL/U = wL/U

(

1 +
1

ρAγτNMDA

)−1

(3.1)

donde wL/U es el peso de la conexión a las poblaciones LA1 o UA1. Suponiendo un dado
valor de Ith, el peso de las conexiones necesaria para detectar el cruce del umbral como

wL = Ith(1 + 1/[λγτNMDA]) (3.2)

wU = Ith(1 + 1/[(λ+∆λ)γτNMDA]). (3.3)

El mejor valor de Ith se obtiene como el que brinda la mejor dependencia lineal entre la
cantidad de poblaciones en la capa de competencia que cruzaron los umbral y la tasa de
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Fig. 3.13: Ejemplo de la dinámica de la red durante un ensayo. A, B y C muestran las tasas de disparo de
las poblaciones en el módulo 1. A, muestra la actividad de las poblaciones A y B de la capa de competencia.
En este módulo particular, la opción A gana la competencia. B, se muestra la actividad de los primeros dos
estratos de la capa de detección del cruce del umbral. C, muestra la actividad de las poblaciones que operan
como indicadores binarios. D, muestra la actividad de las poblaciones de la capa de contadores. Cabe resaltar
que estas miden la actividad para toda la red y no para un único módulo. La ĺınea vertical punteada indica
el tiempo en el que DA supera el umbral de decisión resultando en la selección de la opción A.
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disparo de las poblaciones DA, DB, HA y HB. Sin embargo, el ruido sináptico en la capa de
detección del cruce del umbral y la capa de contadores induce una variabilidad adicional que
dificulta la medición de Ith. Por lo tanto, para medir Ith, fijamos el ruido para estas capas
en cero y observamos que la mejor dependencia se consigue para Ith = 0,29nA (Fig. 3.14).
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Fig. 3.14: Dependencia lineal entre el conteo artificial y el obtenido en la capa de conteo. A, muestra la
actividad de las poblaciones DA y DB como función de la cantidad de poblaciones A y B con una actividad
mayor que λ = 15Hz. Los puntos corresponden a la medida de tasa de disparo y número de poblaciones
contadas para cada paso temporal de la simulación de un único ensayo. B, igual que A pero con las poblaciones
HA y HB, y las poblaciones con actividades superiores a λ+∆λ = 20Hz. C, residuo del ajuste lineal como
función de Ith. Para valores pequeños de Ith, DA, DB, HA y HB siempre mantienen actividad baja, llevando a
un ajuste lineal excelente pero con pendiente cero. Por lo tanto, los puntos para Ith < 0,21nA se despreciaron.

La red final da el mismo comportamiento que la red cuando se detectan la decisión y
FMC artificialmente.

3.3.2. Tarea comportamental

Tomado de (Zylberberg et al., 2012), los participantes fijaban su vista en un punto rojo
central (de 0,56◦ de diámetro) en una pantalla con un fondo gris (50 cd/m2) durante 200ms.
Dos parches titilantes eran presentados a ambos lados del punto de fijación hasta que el sujeto
respond́ıa. Los parches eran presentados en el meridiano horizontal, centrados a ±1,04◦ de
distancia del punto de fijación. Cada parches estaba compuesto por cuatro barras verticales,
espacialmente adyacentes (0,14◦ × 0,56◦). El brillo de las barras era actualizada de forma
sincronizada cada 40ms, muestreada de una distribución Gaussiana con desv́ıo estándar igual
a 10cd/m2. La media de la distribución era igual al brillo del fondo para uno de los parches y
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era un poco superior para el otro (referido como el “objetivo”). Los sujetos deb́ıan reportar
simultáneamente la ubicación en la que consideraban que se encontraba el objetivo y la
confianza binaria en su decisión (alta o baja).

3.3.3. Kernels psicof́ısicos

Las fluctuaciones de luminancia son agrupadas en cuatro grupos que dependen de la
selección y confianza de los sujetos. Los grupos son: LT,k

HS(t)/ LT,k
LS (t) (fluctuaciones del par-

che seleccionado con alta/baja confianza) y LT,k
HN(t) / LT,k

LN(t) (fluctuaciones del parche no
seleccionado con alta/baja confianza), donde el supeŕındice T indica el ensayo, k indica la
barra dentro del parche, y t es el tiempo. Los kernels psicof́ısicos de decisión y confianza se
computan a partir de estos grupos como:

DS(t) =
⟨{

LT,k
HS(t)

}

∪
{

LT,k
LS (t)

}⟩

T,k
(3.4)

DN(t) =
⟨{

LT,k
HN(t)

}

∪
{

LT,k
LN(t)

}⟩

T,k
(3.5)

CS(t) =
⟨

LT,k
HS(t)

⟩

T
−
⟨

LT,k
LS (t)

⟩

T,k
(3.6)

CN(t) =
⟨

LT,k
HN(t)

⟩

T
−
⟨

LT,k
LN(t)

⟩

T,k
(3.7)

donde el promedio es tomado sobre los ensayos y las barras dentro de cada parche, y DS/N(t)
y CS/N son los kernels de decisión y confianza respectivamente.

3.3.4. Protocolo de estimulación

Los estudios de correlación entre el desempeño, RT y la discriminabilidad dentro de
nuestro modelo fueron realizados simulando 2000 ensayos independientes para varios IC y
discriminabilidades (di), donde la red de N = 100 módulos era estimulada con dos señales
sensoriales que compet́ıan. Ambas señales eran muestreadas cada 40ms de una distribución
gaussiana con desv́ıo estándar 5cd/m2, y media 50cd/m2 (distractor) y (50+di)cd/m

2 (obje-
tivo). La red pasaba 200ms sin ser estimulada antes del inicio del est́ımulo. La señal sensorial
se transformaba en corriente sináptica como Ii,s(t) = g(Li(t) − b), donde g = 3,379 10−3nA
m2/cd y b = 45,4cd/m2.

La influencia asimétrica de las fluctuaciones sensoriales sobre los RT de los ANN se
estudió simulando 10000 ensayos independientes, donde la red deb́ıa decidir bajo 2 protocolos
de estimulación diferentes (SP 1 y SP 2 de la Fig. 3.6). En todos los protocolos, la red no
teńıa estimulación durante 200ms y después todos los est́ımulos eran encendidos. La entrada
sensorial de base era 50cd/m2. En el SP 1, la entrada dirigida a A teńıa una fluctuación
positiva de 1cd/m2 durante los primeros 40ms. En SP 2, la entrada dirigida a B teńıa una
fluctuación negativa de 1cd/m2 durante los primeros 40ms.

Estudiamos la capacidad de nuestro modelo para explicar la dependencia entre la confian-
za y la duración del est́ımulo simulando la misma red de N = 100 módulos que deb́ıa elegir
entre dos opciones fluctuantes. Las entradas eran muestreadas cada 40ms de una gaussiana
con medias 52cd/m2 y 50cd/m2, y 5cd/m2 de desv́ıo estándar. Los est́ımulos eran presentados
luego de 1s y duraban distintos tiempos. Luego de que los est́ımulos desaparecieran, la red era
forzada a elegir una opción aumentando la corriente de fondo como IBackground = 0,3455nA.
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3.3.5. Ajuste de datos

Para ajustar los datos comportamentales, la entrada sensorial, que representaba el brillo
promedio del parche que observaban los sujetos, era presentada a una red de N = 100
módulos. El est́ımulo se encend́ıa luego de un peŕıodo de espera de 1s. El brillo del parche
era muestreado cada 40ms de una gaussiana con desv́ıo estándar 5cd/m2, y un valor medio
que cambiaba entre cada ensayo. El valor medio del brillo era tomado de la distribución de
brillos medios observados por los sujetos, y el brillo del distractor se fijaba en 50cd/m2. La
red era forzada a decidir luego de 1 de haberse presentado el est́ımulo, y era penalizado si
no lo consegúıa, o si decid́ıa antes de haberse encendido el est́ımulo. La entrada sensorial
era transformada en corriente sináptica con una transformación lineal de la forma Ii,s(t) =
g(Li(t) − b). Los parámetros g y b fueron determinados ajustando el kernel de decisión y
el desempeño de los sujetos, usando una algoritmo evolutivo de adaptación de la matriz de
covarianza (CMA-ES). El algoritmo explora eficientemente el espacio de parámetros para
encontrar los valores que minimizan una función de mérito. La implementación fue tomada
de (Hansen et al., 2009). La función de mérito usada fue:

f(g, b) = wk

(

∑

i=S,N

∫

dt
(

Di(t)−Dsim
i (t, g, b)

)2

)

+ wp (Hp(g, b)) +Ne +Nnd (3.8)

el primer término es la diferencia cuadrática entre los kernels de decisión de los sujetos y
del modelo, Di(t) and Dsim

i (t, g, b) respectivamente. En el segundo término, Hp(g, b) es la
estad́ıstica de chi cuadrado de Pearson (Plackett, 1983) que indica si el numero de acierto y
fallos de los sujetos y la simulación provienen de la misma distribución multinomial. wk =
50 es el peso del término de la distancia cuadrática y wp = 1 es el peso que se le da a
la estad́ıstica de Pearson. La función de mérito es penalizada por el número de ensayos
donde se decide antes de haber sido encendido el est́ımulo (Ne) y el número de ensayos
donde la red no decide (Nd). Estos forzaban a la red a elegir durante el primer segundo
luego de la presentación del est́ımulo. El kernel de decisión y el desempeño del modelo se
estimaron simulando 10000 ensayos independientes para cada conjunto de parámetros. Los
brillos medios simulados teńıan la misma distribución que los observados por los sujetos. Los
valores de g yb que minimizaron la función de mérito fueron g = (3,379±0,03)10−3nA m2/cd
y b = (45,4± 0,6)cd/m2.

Una vez que el kernel de decisión y el desempeño fueron ajustados usando los parámetros
de transformación del brillo, se ajustó el desempeño discriminado por confianza (número de
aciertos y fallos de alta y baja confianza). Nuestra propuesta consiste en que la red determina
la probabilidad de reportar alta confianza a partir de una estimación de σdv, implementada
por la tasa de disparo de las poblaciones CA y CB de la capa de conteo. La probabilidad de
alta confianza es igual a PHigh(x) = 1/1+exp[a(x−c)], donde x es la tasa de disparo de CA o
CB de acuerdo a si se eligió la opción A o B. Determinamos los valores de a y c muestreando
los reportes de confianza para nuestro modelo a partir de PHigh y minimizando la estad́ıstica
de Pearson entre el desempeño discriminado por confianza para el modelo y los sujetos. De
nuevo, usado el mismo algoritmo de optimización CMA-Es para hacer estos ajustes (Hansen
et al., 2009). Los parámetros resultantes fueron, a = 0,0631s y c = 52,6Hz. Los resultados no
vaŕıan cualitativamente cuando se usa el valor de FMC medido artificialmente como entrada
a la probabilidad de alta confianza.



Caṕıtulo 4

Requisitos computacionales para

encadenar decisiones

Zylberberg A., Paz L., Roelfsema P.R., Dehaene S. & Sigman M. “A neu-
ronal device for the control of multi-step computations”. Papers in Physics 5
(050006), 2013

4.1. Introducción

El cerebro humano puede resolver eficientemente varias operaciones como el reconoci-
miento de objetos y la categorización de los mismos a través de una red paralela masiva
de procesadores dedicados. Sin embargo, la cognición también depende de la habilidad de
desempeñarse bien en un enorme conjunto de tareas recombinando los distintos procesadores
de maneras diversas. La flexibilidad de procesamiento que permite esto trae aparejado un
comportamiento secuencial en varias tareas de toma de decisión y de respuestas motoras.

En los caṕıtulos anteriores expusimos los resultados conocidos sobre modelos de tomas
de decisiones sencillas, o sea que resultan en una única acción. Sin embargo, si se considera
la tarea de encontrar un trayecto entre dos lugares en un mapa. Probablemente se empiece
buscando las posiciones iniciales y finales, indentificando posibles caminos entre ellos para
después elegir el que considere más corto o adecuado. Este ejemplo sencillo sirve para resaltar
el hecho de que casi cualquier tarea que uno tiene que realizar puede organizarse como una
secuencia de operaciones que podemos identificar como “atómicas” (aqúı, búsqueda, memoria
y toma de decisiones). Al contrario del conocimiento neurofisiológico detallado que se tiene
de varias de estas operaciones atómicas (Gold and Shadlen, 2007; Platt and Glimcher, 1999;
Schall, 2001), la neurociencia recién está comenzando a entender cómo se pueden organizar
en programas flexibles (Moro et al., 2010; Roelfsema et al., 2003; Romo and Salinas, 2003).
Esto se debe en parte a lo dif́ıcil que es implementar una tarea compuesta en modelos
animales. Por lo que la toma de decisiones secuenciales ha sido enfocada normalmente desde
la perspectiva de la inteligencia artificial, la ciencia cognitiva o la psicoloǵıa.

El objetivo que nos propusimos en este caṕıtulo fue ir más allá de la evidencia neurofi-
siológica existente para mostrar cómo podŕıa el cerebro encadenar operaciones para construir
programas cognitivos de muchos pasos. Para esto, suponemos que existen operaciones ele-
mentales similares a las rutinas de Ullman (Ullman, 1984), aunque no sólo limitadas al
dominio visual. Es de especial interés para el enfoque propuesto aqúı, el conjunto de tra-
bajos que surgieron a partir del trabajo seminal de John Anderson (Anderson and Lebiere,
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1998). A partir de la noción de “sistemas de producciones” (Newell, 1973), Anderson y sus
colegas desarrollaron ACT-R, una arquitectura para describir la cognición humana que hace
énfasis en la naturaleza secuencial de la cognición. Se basa en un mecanismo general para
seleccionar entre producciones impulsado por módulos sensoriales, motores, de objetivos y
de memorias. En cualquier momento de la ejecución de la tarea, la información colocada en
búferes dentro de cada módulo provee la entrada a un sistema central de producciones que
se conecta hacia atrás hacia los mismos módulos, afectando la información de los búferes. El
trabajo detallado en este caṕıtulo se encuentra publicado en (Zylberberg et al., 2013).

A pesar del gran progreso que se dio recientemente en nuestro entendimiento del proceso
de toma de decisiones en tareas perceptuales sencillas (Gold and Shadlen, 2007), sigue sin
estar claro cómo es que las operaciones requeridas por las arquitecturas cognitivas pueden
ser implementadas al nivel neuronal. Aqúı, encaramos algunos de los desaf́ıos que implica
traducir las operaciones de las arquitecturas cognitivas a neuronas. O sea, cómo un circuito
neuronal podŕıa implementar una operación atómica, cómo es que muchas operaciones pue-
den ordenarse en una secuencia, cómo es que la salida de cada operación puede ser léıda por
la siguiente.

4.2. Supuestos fundamentales e implementación neu-

ronal

4.2.1. La base para operaciones individuales

motor

A B

acciones
motoras que
compiten

evidencia
provista por
unidades
sensoriales
y mnemónicas

umbral

Producción apunta a
pocos símbolos, 

se pasa al próximo
paso difusivo

«Programas» surgen
del encadenamiento
de procesos difusivos

cambia estado
de unidades
sensoriales
y mnemónicas

umbral

Paso 1 Paso 2

Fig. 4.1: Procesos de difusión en tareas de uno o varios pasos. A, En tareas sensori-motoras sencillas, la
respuesta es seleccionada mediante la acumulación de evidencia sensorial hasta un umbral de decisión. B,
En tareas que involucran muchas pasos, hay una competencia entre un subconjunto de “reglas de produccio-
nes”, implementada por poblaciones de neuronas que acumulan evidencia hasta un umbral. La producción
seleccionada puede tener efectos sobre el mundo externo (acciones motoras) como también efectos internos
que se representan como cambios en el estado de la memoria, iniciando después otro ciclo.

El conocimiento actual que se tiene de la maquinaria que subyace a las asociaciones
sensori-motoras proviene de experimentos de electrofisiológicos en monos que se expusieron
en el caṕıtulo 1. Los estudios de decisiones oculomotoras - enfocadas principalmente en la
corteza Lateral Intra Parietal (LIP) (Gottlieb and Balan, 2010) - mostraron que las neuronas
en esta área reflejan la acumulación de evidencia que llevan a la decisión (Gold and Shadlen,
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2007). En un paradigma muy estudiado, los monos son entrenados para discriminar la direc-
ción de movimiento de una nube de puntos sobre una pantalla, y reportar su respuesta con
un movimiento de la vista hacia un blanco ubicado en la dirección del movimiento (Roitman
and Shadlen, 2002). Algunas de las neuronas en LIP responden con alta actividad cuando
los monos realizan sacadas oculares a porciones espećıficas del espacio. Durante la tarea de
decisión, al registrar estas neuronas, se observa que su actividad forma una rampa creciente
con una pendiente que depende de la dificultad. Esta es controlada por la proporción de
puntos que se mueven coherentemente en una dirección (Shadlen and Newsome, 1996). En
una versión de decisión libre de la tarea (Roitman and Shadlen, 2002), donde los monos son
libres de decidir cuando quieran después del inicio del movimiento de los puntos, las neu-
ronas acumulan actividad hasta un nivel fijo, señalando la sacada que se está por producir
(Fig. 4.1.A). Un dato crucial es que el nivel alcanzado por las neuronas previo a la sacada
no depende de la dificultad de la tarea o del tiempo de respuesta. Esto da lugar a pensar
que la acumulación de actividad de las neuronas en LIP se corresponde a la integración de
evidencia sensorial y que al alcanzar un umbral fijo desencadenan la decisión. Esta evidencia
fisiológica le dio un gran sustento a los modelos de toma de decisión basados en carreras
de acumulación, que hab́ıan sido postulados previamente para explicar el desempeño y los
tiempos de respuesta en tareas sencillas (Bogacz et al., 2006). El foco experimental estu-
vo centrado principalmente en caracterizar el flujo de información desde áreas sensoriales
hacia áreas motoras, la acumulación de evidencia también se ve modulada por información
contextual y relevante a la tarea, incluyendo el conocimiento previo sobre la probabilidad
de recompensa de cada alternativa (Sugrue et al., 2004; Wallis et al., 2001). Es interesante
que la actividad neuronal en áreas pre motoras puede ser la moneda común que subyace a
estas influencias aparentemente desiguales que existen sobre el proceso de formación de la
decisión.

4.2.2. El encadenamiento de múltiples operaciones

Los circuitos cerebrales pueden integrar evidencia sensorial a lo largo de centenas de mili-
segundos. Esto ilustra cómo el cerebro decide basado en evidencia poco fiable, promediando
a lo largo del tiempo para limpiar el ruido. Sin embargo, la duración de un único proceso de
acumulación está condicionado por su carácter analógico, un problema que Von Neumann
señaló en su libro The computer and the Brain (Von Neumann, 1958): “durante cálculos
largos, los errores no sólo se suman si no que los que fueron cometidos en los primeros pasos
se amplifican por los pasos siguientes...”. Las computadoras moderan evitan el problema de
la amplificación del ruido usando cómputos digitales en lugar de analógicos. Hemos sugerido
que el cerebro puede lidiar con la amplificación del ruido, encadenando serialmente varios
pasos de integración individuales, donde los cambios hechos por un proceso de acumulación
hasta el umbral representan el estado inicial para el siguiente (Fig. 4.1 b) (Dehaene and
Sigman, 2012; Zylberberg et al., 2011).

La dinámica de rampas de actividad ha sido observada en tareas donde las decisiones
reflejan la selección de un plan motor (Gold and Shadlen, 2007; Maimon and Assad, 2006).
Como otros (Shadlen et al., 2008), proponemos que el proceso de rampeo para la selección de
acciones no está restringido a acciones motoras, si no que puede también ser el mecanismo
por el que se diriman acciones internas como: a dónde atender, qué almacenar en memoria
o qué pregunta hacer después. Por lo tanto, la evidencia sensorial y mnemónica debe ser
integrada en un circuito que codifique la competencia de las distintas acciones internas y
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externas (motoras). Durante la competencia para ejecutar una única acción, la información
es integrada en paralelo. La serialidad surge como consecuencia de la selección competitiva
de acciones internas o externas que dan lugar a una secuencia de cambios discretos en el
estado del circuito cerebral. Estos pasos discretos limpian el ruido y permiten el flujo lógico
de los cómputos.

A B

Tiempo

Fig. 4.2: A. Muestra un diagrama de las conexiones involucradas en la ejecución de una producción P1.
B. Muestra la dinámica particular de las neuronas. El color negro indica máxima tasa de disparo y blanco
es el estado basal. Se marcan algunos tiempos relevantes de la ejecución. El tiempo t1 muestra parte de la
integración de la producción P1. El tiempo t2 corresponde al tiempo en que la población ph detecta el cruce
del umbral por parte de P1. El tiempo t3 marca cuando iph empieza a disparar. El tiempo t4 muestra el
momento en que P1 y SM1 son completamente inhibidos. La frecuencia de disparo es normalizada entre 0
(blanco que es la actividad basal) y 1 (negro que es la actividad máxima)

Vamos a llamar a las neuronas que ‘rampean’, siguiendo la terminoloǵıa de las arquitectu-
ras cognitivas simbólicas, neuronas de producciones. La competencia entre las producciones
es impulsada por las entradas sensoriales y de neuronas de memoria, y por la actividad
espontánea en la red de producciones. Como en las decisiones individuales (Roitman and
Shadlen, 2002), la carrera entre las producciones concluye cuando las neuronas que codifican
una de ellas alcanza un umbral de decisión. Las neuronas que detectan el cruce del umbral
también son las mediadoras del efecto de la producción, ya sea activar o desactivar otros
circuitos cerebrales. Estos circuitos pueden ser motores o producir efectos en el estado de
la memoria de trabajo (eligiendo qué recordar), activar y transmitir información que estaba
en un estado latente (como trazas sensoriales y memorias sensoriales (Mongillo et al., 2008;
Zylberberg et al., 2009)), o activar procesos periféricos capaces de llevar a cabo funciones
espećıficas (como cambiar el foco de atención, separar una figura de su fondo, o rastrear una
curva).

Para ejemplificar, mostramos el efecto de una producción sencilla que sólo cambia el
estado de la memoria (Fig. 4.2). Suponemos una única producción P1 que recibe la excitación
de la memoria de trabajo SM1. La acción de P1 es cambiar el estado de memoria, silenciando
SM1 y encendiendo SM2. Para esto, acumula la entrada mnemónica hasta alcanzar un
umbral. La población ph detecta este cruce y entra a un estado de alta actividad (la dinámica
no lineal de encendido de ph se puede generar con un circuito desinhibitorio (Lo and Wang,
2006)). La población ph ejecuta las activaciones en las memorias de trabajo, o sea que activa
SM2. La inhibición de SM1, y de P1, viene de la mano de una segunda población binaria,
iph que detecta que la producción P1 terminó las activaciones necesarias. Para esto, recibe
excitación subumbral tanto de la producción P1 como de SM2, con lo que iph detecta
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la conjunción de que la producción P1 está activa y que la memoria de trabajo que deb́ıa
encenderse se encendió.

4.2.3. Punteros

Para poder realizar cómputos de manera flexible y versátil, el cerebro debe poder im-
plementar algunas operaciones claves de las máquinas de Turing. Por ejemplo, si se desea
sumar dos números, x e y, es posible representar la operación como mover y pasos el valor
de x. Esta representación de las sumas como movimientos en la recta numérica, además
de describir la conexión entre el movimiento en el espacio y las operaciones matemáticas,
muestra la necesidad de que las operaciones se apliquen sobre variables que temporalmente
se asocien a un valor para poder conseguir flexibilidad.

En esta sección, describimos cómo es posible implementar con circuitos neuronales las
operaciones básicas involucradas en asignar un valor a una variable (o sea x = 5), en de-
terminar la igualdad de dos variables y en recuperar el valor asignado a una variable. Esta
es una prueba de concepto, y por supuesto, no podemos afirmar que esta implementación
es única. Sin embargo, intentamos fijar nuestra propuesta en principios importantes de neu-
rofisioloǵıa y creemos que esta construcción resalta aspectos importantes y limitaciones que
seguramente se transfieran a otras propuestas neuronales para la asignación de variables, y
comparación y recuperación de sus valores.

Aqúı introducimos el concepto de punteros; una población de neuronas que pueden tem-
poralmente apuntar a otro circuito. Cuando el puntero es activado, facilita la activación del
circuito al cual está apuntando y que es asignado durante el curso de un cómputo.

Un puntero “apunta” a un área cortical (por ejemplo V1). Esta área representa el espacio
de valores que esa variable puede tomar. La corteza está organizada en mapas espaciales que
representan caracteŕıstica (espacio, orientación, color, movimiento, etc) y un puntero es capaz
de ligarse temporalmente a un conjunto de valores de modo tal que al activar al puntero se
active el valor al cual está asignado. Existen diversas propuesta de mecanismos fisiológicos
capaces de ligar circuitos neuronales temporalmente (Hahnloser et al., 1999; O’Reilly, 2006;
Shastri and Ajjanagadde, 1993). Una clase de propuesta se basa en la actividad neuronal,
reverberante y sostenida (Hahnloser et al., 1999). Otra clase diferente se basa en pequeñas
modificaciones a la actividad sináptica, la cual constituye una memoria silenciosa en las
conexiones latentes (Mongillo et al., 2008). Aqúı, optamos por la segunda clase, en primer
lugar porque tiene la gran ventaja metabólica de compartir muchas memorias a un bajo
costo, y en segundo lugar porque separa los procesos de la asignación y la recuperación de
valores de una variable. Como describimos más abajo, en esta arquitectura, el estado actual
de la variable no se transmite a otras áreas hasta que se lo requiera expĺıcitamente.

Para espećıficamente implementar la asignación en elementos similares a neuronas, se-
guimos la suposición clásica de que cuando dos grupos de neuronas se encuentran activas
simultáneamente, el subconjunto de conexiones entre ellas se refuerza (Fig. 4.3). Este refuer-
zo de las sinapsis es en ambos sentidos, y es responsable de la ligadura entre las poblaciones
neuronales. Para evitar la saturación de las conexiones y permitir que se generen nuevas
asociaciones, la fuerza de estas conexiones debe decaer exponencialmente dentro de algunos
cientos de milisegundos. Espećıficamente, si la fuerza de la conexión inicial es wbase, cuando
ambas poblaciones se encuentren simultáneamente activas, la fuerza subirá con un tiempo
caracteŕıstico τrise hasta un máximo wmax. Cuando una o ambas poblaciones se desactiven,
la fuerza de la conexión decaerá exponencialmente hasta wbase con una constante temporal
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τdecay.

a

aa a

Punteros

Dominio

Asociación por coactivación Recuperar el valor de un puntero

Competencia WTA

Sesga la competencia

Fig. 4.3: Implementación de variables a través de sinapsis plásticas. Cuando dos neuronas se activan, las
conexiones entre ellas se refuerzan rápidamente, formando una asociación transitorio que decae luego de
algunas centenas de milisegundos. El valor de un puntero puede ser recuperado forzando una competencia
“winner-take-all” y activando el puntero. Esto sesga la competencia en favor del valor que teńıa una conexión
fortalecida.

El mecanismo descripto aqúı genera un acoplamiento silencioso entre un puntero y el
valor al que apunta. ¿Cómo es que este valor es recuperado? En otras palabras, ¿cómo
pueden saber los otros elementos del programa cuál es el valor de la variable X? Esto se
consigue forzando al dominio de la variable a una situación de competencia “winner-take-
all” (WTA) y activando el circuito del puntero. La competencia WTA - conseguida por
conexiones excitatorias recurrentes e inhibición lateral (Wang, 2006) - asegura que sólo un
valor es recuperado a la vez. El puntero, al tener la conexión hacia las neuronas que codifican
su valor reforzada, sesga la competencia, favoreciendo su activación y, por ende, exponiendo
el valor de la variable (Fig. 4.3). La activación del puntero por śı sólo no es suficiente para
como para activar las neuronas que codifican su valor, pero śı sesga la competencia cuando
la red del dominio de la variable también recibe una entrada sináptica de fondo.

Esta arquitectura es flexible y económica. Las neuronas que codifican el dominio de
valores que pueden tomar las variables solo se encienden cuando a una variable se le asigna
un valor o se intenta recuperar su valor. Por lo tanto, la cantidad de variables asignadas
depende del número de conexiones y no de la cantidad de valores posibles que puede tomar.
Sin embargo, una limitación de este método es que las variables que comparten el mismo
dominio deben asignarse de a una por vez.

La comparación del valor de dos variables

Si dos variables X e Y se ligan a valores del mismo dominio, es posible determinar si
ambas tienen el mismo valor. El mecanismo detrás de esto es similar al proceso por el que
se recupera el valor de una variable. Las neuronas puntero 1 X e Y se co-activan.

La igualdad de los valores de X e Y se puede probar con un detector de coincidencias.
Si se ajusta la excitabilidad de las neuronas del dominio para que se activen al recibir la
excitación simultánea de dos punteros pero no de uno solo, los valores del dominio se van
a encender indicando que X e Y tienen el mismo valor. Esta propuesta es muy similar a
los circuitos en el tronco encefálico que - basados en ĺıneas de retardo con detección de

1En nuestra propuesta, las neuronas punteros pueden ser en realidad una población de varias neuronas
que funcionan como un único puntero.
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coincidencias - codifican la diferencia de tiempo interaural (diferencia de tiempo que tarda
un sonido en llegar a cada óıdo) (Carr and Konishi, 1990). Esto muestra la plausibilidad
concreta de usar un umbral dinámico que actúe como un detector de coincidencias.

Asignar el valor de una variable a otra

De una forma similar, para asignarle el valor de la variable X a la variable Y (Y ← x),
el valor de X tiene que recuperarse como se indicó antes, activando X y forzando una
competencia en el dominio de valores. Luego, la población de la variable Y debe activarse de
modo que las conexiones entre la misma y la población que codifica el valor, x, se refuercen
y generen una nueva asociación.

4.3. Implementación concreta de programas neurona-

les

En las secciones anteriores presentamos los principios por los que circuitos neuronales pue-
den controlar operaciones de muchos pasos y almacenar la información temporal en búferes
de memoria, para compartirla en distintas operaciones.

Aqúı mostramos, como una prueba de concepto, una implementación neuronal de dichos
circuitos en dos tareas sencillas.

La primera es la implementación de un contador aritmético, donde una red debe contar
números enteros desde un valor inicial nini hasta un valor final nend. Esta tarea esencialmente
se puede considerar como una implementación de un “while-loop” (por su término de progra-
mación en inglés) donde se debe repetir una operación mientras se satisfaga una condición.
Por lo que esta tarea constituye expone un nivel intermedio necesario para la realización de
la mayoŕıa de las tareas complejas. El segundo ejemplo es un problema de “blocks-world”, un
problema paradigmático de inteligencia artificial (Slaney and Thiébaux, 2001). El objetivo
de la primer tarea es ilustrar como los distintos elementos que se expusieron en las secciones
anteriores, se coordinan para implementar programas neuronales. La motivación detrás de
la implementación de bloques es el vincular estas ideas con las nociones de rutinas visuales
(Roelfsema, 2005; Roelfsema et al., 2000; Ullman, 1984).

4.3.1. Contador

Diseñamos la red para ser genérica, o sea que sea capaz de resolver cualquier instancia de
nini y nend. Cada nodo de la red está compuesto por una población de neuronas, y representa
o una variable, una producción, un valor del dominio numérico o una memoria de trabajo.
Las interconexiones entre las neuronas se ajustaron a mano y entender cómo es que estos
pesos podŕıan ser aprendidos de forma automática es un problema importante que se deja
para trabajos futuros.

Cada número es representado por un nodo de la red, que es selectiva al correspondiente
valor de numerosidad (Dehaene and Changeux, 1993). Un área donde potencialmente puede
encontrarse el dominio numérico es el Sulco Intra Parietal (IPS) (Piazza et al., 2004), donde
se han encontrado neuronas que codifican numerosidad, tanto en humanos como en monos
(Nieder and Dehaene, 2009). En nuestra red, las neuronas numéricas interactúan a través de
conexiones laterales inhibitorias y conexiones autoexcitatorias. Esto permite que, como se
describió antes, se instancie la competencia en el dominio numérico para poder recuperar los
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valores asignados a las variables, colapsando una distribución amplia de neuronas numéricas
a un único nodo activo (Dehaene and Changeux, 1993). Esto hace que la red del dominio
numérico pueda estar o silenciosa (ninguna población activa) o en una competencia WTA.
Suponemos que la red aprendió una noción de proximidad numérica y de continuidad, im-
plementada como una red que permite transiciones de actividad de un valor numérico al
próximo. Una dada neurona que representa el número n excita una correspondiente neurona
en la red de transición n→ n+ 1. Esta excita la población numérica que representa el valor
n + 1. Esto lo suponemos como un mecanismo consolidado y no nos involucramos en cómo
es que la red puede aprender las transiciones.

Nuestra implementación de la red cuenta con dos poblaciones que codifican las variables
Count, que almacena el valor del conteo y cambia a lo largo del programa, y End que
almacena el valor hasta el que se debe contar. Inicialmente se les asigna a las variables
Count y End, nini y nend respectivamente.

La red se comporta como un ciclo “while”, incrementando el valor de Count mientras
no tenga el mismo valor que End. Para incrementar el valor de Count, se utiliza la red de
transiciones que daba la noción de continuidad. Esta red está en paralelo a la del dominio
numérico. Existe un nodo por cada población del dominio numérico que codifica la transición
hacia el siguiente número cuyo valor es mayor n → n + 1 (también podŕıa existir una
segunda rama que codifique las transiciones decrecientes). Esta población recibe conexiones
excitatorias desde la población que representa el valor numérico n, y de ella salen conexiones
excitatorias hacia el valor n + 1. Sin embargo, la excitación del dominio numérico no es
suficiente para encender la red de transiciones. Para activarse, también debe recibir excitación
de la población que representa la producción de incrementar en uno el valor numérico. Como
dijimos antes, no discutimos cómo la estructura de transiciones es aprendida. Aprender a
contar es un proceso costoso durante la infancia (Lebiere, 1999) por el cual los niños aprenden
las reglas de transición entre números. Postulamos que estas relaciones están codificadas en
estructuras que se parecen a las conexiones horizontales en la corteza (Gilbert et al., 1991;
McGuire et al., 1991; Ts’o et al., 1986). Se ha observado que las conexiones horizontales
incorporan probabilidades de transición de la orientación de objetos, y después de un proceso
lento de aprendizaje (Gilbert et al., 2001; Sigman et al., 2001) producen una sensación
psicológica (Gestalt) natural de continuidad. Argumentamos que las conexiones horizontales
entre neuronas que codifican numerosidad pueden producir el mismo efecto de transición y
continuidad natural pero en el espacio de números.

Nuestra descripción postula por lo tanto que existen un número de operaciones o rutinas
que están embebidas en el dominio numérico de la corteza. Esto no es algo extraño, por ejem-
plo en la corteza visual, más en particular en V1, las neuronas son sensibles a la orientación
de las ĺıneas observadas y pueden rastrear una curva en el campo visual. El programa puede
controlar qué operaciones se activan en cada momento, controlando la activación del conjun-
to de conexiones horizontales, un proceso conocido como “direccionando” la corteza (Gilbert
and Sigman, 2007). Si se considera el caso de los niños mayores que son capaces de contar de
varios números, como por ejemplo de a 3 (1, 4, 7, etc), postulamos que les es posible porque
aprendieron una nueva rutina capaz de establecer la transición n→ n + 3. El repertorio de
rutinas es dinámica y puede cambiar con el aprendizaje (Kapadia et al., 1995), pero como
ya mencionamos antes, no estudiamos los mecanismos de aprendizaje involucrados.

Contar requiere una secuencia particular de operaciones. Cada operación (recuperar el
valor de una variable, comparar valores, aumentar el valor numérico, etc) está gobernada por
las neuronas de producciones. El orden en que las producciones se encienden es controlado



Sección 4.3 57

A B

Tiempo

transiciones

neuronas
numéricas

punteros

Memoria

Producciones

Fig. 4.4: Esquema de la red que implementa el contador. A. La red está dividida en 5 grupos: producciones,
memorias de trabajo, punteros (o variables), números y la red de transiciones. El orden en que disparan las
producciones está controlada por el estado de las memorias, que a su vez son controladas por el sistema de
producciones. B. La dinámica de un subconjunto de neuronas de la red. Todas las unidades son binarias
excepto por las producciones (violeta) que acumulan evidencia gradualmente hasta un umbral.

por el contenido de las memorias de trabajo que determinan el estado del programa (Fig.
4.4). Enfatizamos que a pesar de que las producciones acumulan evidencia en paralelo, la
producción que resulta seleccionada inhibe fuertemente a las demás y lleva a que se ejecuten
de a una por vez 2. En Fig. 4.4 simulamos una red que debe contar desde el 2 hasta el 6.
Una vez que se asignan los valores iniciales a las variables, la red pasa por un ciclo de seis
producciones. La primera que resulta seleccionada es PrepareNext, que enciende la red de
transiciones para sumarle 1 al valor actual de textitCount, además de modificar el estado
de las memorias para preparar la segunda producción. Para hacer esto, primero recupera
el valor de Count y excita la red de transiciones de modo. Esto hace que, si Count toma
está asignado al valor 2, se encienda 2 → 3. Sin embargo, la población que codifica 3 no
se enciende debido a la inhibición lateral de la población 2 que está activa. La transición
se produce gracias a la segunda producción, IncrementCount. Esta producción inhibe al
dominio numérico silenciando el valor 2. La población en la red de transición no se apaga
debido a que tiene conexiones recurrentes excitatorias con lo que puede mantener actividad
sostenida y debe ser inhibida externamente para silenciarse. Esto hace que la población
numérica 3, a pesar de estar inhibida por la producción IncrementCount, se activa por la
excitación de 2→ 3 y la desaparición de la inhibición lateral de 2. IncrementCount, también
sostiene la activación de Count con lo que las conexiones entre 3 y esta variable se refuerzan,
resultando en la asignación de un nuevo valor. Por lo tanto, el efecto neto de las primeras
dos producciones es aumentar en 1 el valor actual del contador. La tercera producción,
ClearNext, silencia la red de transiciones y debido a la desaparición de la excitación producida
por IncrementCount, la variable Count se silencia. Además prepara la cuarta producción,
RetrieveEnd que recupera el valor almacenado en la variable End. Esto se hace porque si
transcurre mucho tiempo, la memoria dinámica codificada en el peso sináptico se diluye con
lo que End pierde la memoria de cuál era el valor que teńıa asignado. Finalmente, la última
producción, CheckEqual, prueba si las variables Count y End son iguales. Si lo son, se cambia
el estado de la memoria para que dispare la producción Halt que detiene el proceso de conteo;
si no, se activa la producción PrepareNext para repetir el ciclo. En la Fig. 4.4.B se muestra
la dinámica de un grupo de neuronas de la red en el proceso de contar desde 2 a 6.

2En ausencia de ruido en las corrientes sinápticas (como en las simulaciones actuales), sólo la producción
que recibe la mayor corriente de entrada aumenta su actividad.
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Con este ejemplo mostramos que, incluso para llevar a cabo una tarea sencilla como con-
tar, parece ser necesario un conjunto complejo de procedimientos para coordinar y estabilizar
los cómputos, cuando son ejecutados por neuronas.

4.3.2. Sistema visual

En el ejemplo del contador de la sección pasada, todas las producciones eran internas
y no hab́ıa ningún tipo de interacción con el ambiente exterior. Una extensión natural es
la incorporación de producciones motoras y un sistema de censado del entorno. Por este
motivo, estudiamos una organización simplificada del sistema visual.

El sistema visual puede desempeñar una gran variedad de cómputos. Puede codificar una
gran cantidad de caracteŕısticas visuales en paralelo alimentado de forma directa por la en-
trada sensorial, construyendo la llamada representación base visual, (Lamme and Roelfsema,
2000; Roelfsema et al., 2000; Thorpe et al., 1996; Ullman, 1984). Además, puede almace-
nar estas caracteŕısticas de forma temporaria y distribuida (Felleman and Van Essen, 1991;
Graziano and Sigman, 2008; Sperling, 1960). Por otro lado, conexiones laterales, operadas
por áreas corticales superiores, son capaces de detectar conjunciones de estas caracteŕısticas
para poder reconocer objetos.

Análogamente a las rutinas motoras, el sistema visual también utiliza el encadenamiento
serial de operaciones elementales para conseguir flexibilidad en sus cómputos (Roelfsema,
2005; Ullman, 1984). Hay muchas propuestas de qué operaciones son efectivamente elemen-
tales (Roelfsema, 2005), pero, como se discutió antes, este grupo puede cambiar de forma
dinámica con el aprendizaje (Gilbert and Sigman, 2007). En nuestro marco teórico, las ope-
raciones elementales están directamente codificadas en los dominios de valores (como las
transiciones numéricas en el contador).

Aqúı, vamos a enfocarnos en un grupo simplificado de tres operaciones:

Búsqueda visual: la capacidad del sistema visual de identificar la ubicación de una carac-
teŕıstica dada. En particular vamos a centrarnos en la búsqueda de colores en el campo
visual pero el mecanismo puede extenderse a otras caracteŕısticas visuales.

Interrogación visual: la capacidad de resaltar las caracteŕısticas presentes en una dada
posición.

Mover el foco de procesamiento: un método guiado por la atención para enfocar el pro-
cesamiento de caracteŕısticas visuales a una dada posición.

Usamos un modelo simplificado del sistema visual basado en estudios previos (Hamker,
1999, 2004; Heinke and Humphreys, 2003). Suponemos que existe una jerarqúıa de dos ca-
pas de neuronas. La primera (capa temprana) está conformada por neuronas con campos
receptivos pequeños y además son sensibles a colores espećıficos. Esto quiere decir que la
actividad de las neuronas de la primer codifica colores y posiciones espećıficas. La segunda
capa tiene dos grupos diferentes, uno que tiene neuronas con campos receptivos tan amplios
que no discrimina posiciones espećıficas pero tiene una especificidad con el color, o sea que
codifican color sin importar la posición. El otro grupo es insensible al color pero śı discrimi-
na ubicaciones particulares (Fig. 4.5). El modelo asume que las neuronas de la primer capa
sintonizadas a un color y ubicación retinotópica particular tienen conexiones rećıprocas con
las unidades de la segunda capa que codifican el mismo color o ubicación. Por otro lado, la
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capa temprana recibe el est́ımulo sensorial del medio exterior. Por lo tanto, esta arquitec-
tura propone una forma espećıfica para las conexiones hacia abajo que son moduladas por
circuitos atencionales (en nuestro caso el sistema de producciones controla esta modulación)
y conexiones hacia arriba que transmiten la entrada sensorial. Proponemos que la capa tem-
prana se divide en dos partes, una que recibe la entrada sensorial (capa sensorial) y otra
que es la que recibe conexiones desde la capa sensorial y, además, las conexiones hacia abajo
(capa atencional). Proponemos esta división para facilitar el diseño de las operaciones de
asignación de variables al dominio visual, pero podŕıa no ser necesaria.

Capa visual
temprana

Color Posición

Búsqueda Interrogación

Fig. 4.5: Un modelo simplificado del sistema visual usado para los problemas de BW. A. Muestra los diferentes
grupos de poblaciones y sus interconexiones. El área visual temprana está formada por una primer capa que
recibe los est́ımulos sensoriales externos y una segunda capa atencional que recibe conexiones de la capa
sensorial y de áreas más elevadas de la corteza. Las áreas superiores sólo son sensibles o al color o a la
posición, mientras que la capa temprana es sensible a conjunciones de ambos. Los nodos grises corresponden
a los que reciben mayor excitación subumbral. B. Muestra el flujo de activación para la operación de búsqueda
de la posición en la que está un color. Los nodos negros representan poblaciones con una tasa de disparo
elevada. C. Muestra el flujo de activación para la operación de interrogación del color presente en una
ubicación. En todos los paneles, las poblaciones sensibles a la posición que se esquematizaron codifican las
posiciones a una dada altura. Ubicaciones más altas o bajas se codifican en otras capas que son una copia
de las que se esquematizan aqúı.

Esta arquitectura es capaz de realizar la búsqueda de un color (podŕıa ser otra carac-
teŕıstica) en el campo visual usando un mecanismo de detección de conjunciones similar a la
operatoria de asignación de variables. La corteza temprana forma mapas espaciales sensibles
a distintos colores (mapas rojo, verde y azul de la Fig. 4.5). La distribución de estos mapas
dentro de la corteza no necesariamente es homogénea como con las columnas sensibles a la
orientación, que se mezclan llenando todo el campo visual con pequeños campos receptivos.
Si, por ejemplo, hay un objeto rojo presente en una posición (digamos que en la posición
“tres”), la neurona del mapa rojo tendrá una actividad elevada, a su vez esta actividad
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puede transferirse a las capas superiores sensibles sólo al color rojo y sólo a la posición 3.
Por lo tanto, si se tienen tres bloques de colores diferentes ubicados en distintas posiciones
(por ejemplo 2, 3 y 4 como en la Fig. 4.5.A), las neuronas espaciales correspondientes a esas
posiciones tienen una actividad elevada, además de la actividad elevada de las poblaciones
en los mapas de color espećıficos. Para buscar la ubicación de un bloque rojo, la actividad de
la población que sólo codifica al color rojo se debe aumentar. Este incremento se propaga a
la capa temprana visual que detecta conjunciones de posiciones espećıficas que contengan al
color rojo, y excitan a la capa que sólo codifica posiciones. Esto lleva a que las poblaciones
que codifican las posiciones que contienen un bloque rojo se vea aumentada (Fig. 4.5.B).
La selección de una única posición entre varias se puede dar por medio de una competencia
WTA. El color contenido en una posición espećıfica puede recuperarse de una forma casi
idéntica, excitando la población posicional de interés. Este aumento de actividad se propaga
hasta la red de colores por medio de la capa temprana, permitiendo recuperar sólo el color
de la posición deseada (Fig. 4.5.C). La búsqueda mediada por la propagación de señales
atencionales se ha usado previamente en varios modelos (Roelfsema, 2005; Zylberberg et al.,
2011).

Por último, al encadenar múltiples operaciones visuales, la atención se concentra en cier-
tas ubicaciones secuencialmente. Ullman (1984) interpretó esto como indicio de la existencia
de lo que denominó el foco de procesamiento (PF por su sigla en inglés)3. Nosotros interpre-
tamos al PF como una variable que puede estar asignada a posiciones del dominio visual,
que puede ser movido por el campo visual. Proponemos que este movimiento corresponde a
cambios de la posición asignada a la variable, que pueden darse como asignaciones directas
(por ejemplo por medio de la operación de búsqueda de color) o con movimientos discretos
(una posición hacia arriba, abajo, derecha o izquierda) implementados de una forma similar
al de las transiciones numéricas del contador.

4.3.3. Un mundo de bloques

Para vincular estas ideas, bien establecidas en la literatura visual (Lamme and Roelfsema,
2000; Roelfsema, 2005; Roelfsema et al., 2000), con las nociones de planeamiento y programas
mentales secuenciales, usamos la arquitectura visual propuesta para resolver un problema
paradigmático de la inteligencia artificial, el mundo de bloques (BW por su sigla en inglés).
BW consiste de un grupo de bloques de colores apilados formando columnas sobre una mesa.
El objetivo es reordenar los bloques hasta formar la distribución que se pide (objetivo). Sólo
se pueden agarrar los bloques más altos de las columnas, de a uno a la vez, y se lo puede
colocar en la cima de una columna o sobre la mesa. Nosotros estudiamos un BW restringido
a tres columnas, y donde el objetivo es poner todos los bloques en una columna particular
y en un orden espećıfico 4. Lo interesante del problema BW es que es fácil de resolver pero
requiere del encadenamiento complejo de varias acciones motoras individuales y del censado
de la posición de los bloques, o sea del exterior.

Para resolver el BW, implementamos una red con un grupo de neuronas que codifican
memorias de trabajo y producciones - análogas a las usadas en el contador - que coordinan
la ejecución de un programa comportamental espećıfico (Fig. 4.6.A).

3Otro nombre que se le da al PF es el de Puntero Déıctico y sugiere que es posible almacenarlo mante-
niendo la fijación o incluso un dedo en la ubicación relevante (Ballard et al., 1997)

4Este problema restringido es equivalente al juego “La torre de Londres (Shallice, 1982) que se usa para
evaluar la capacidad de planeamiento de pacientes con daño cerebral en la corteza prefrontal.
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Fig. 4.6: A. Esquema de la red que resuelve una instancia del problema BW. La configuración del juego
es percibida por la capa visual temprana, con poblaciones sensibles tanto a posiciones como colores. Las
flechas entre grupos de neuronas indican la existencia de conexiones con su dirección. El sistema visual
recibe conexiones tanto de los punteros, las producciones y de neuronas que regulan la competencia dentro
del dominio. B. Se esquematiza un subgrupo de neuronas del sistema visual que sólo codifica la posición.
Además se muestran las capas laterales que implementan las transiciones para mover el foco de procesamiento.

Las poblaciones neuronales se agrupan en los siguientes grupos:

La capa visual temprana (tanto sensorial como atencional) que censa la configuración
de bloques del problema.

Las capas visuales que codifican color y posiciones por separado.

Las poblaciones que representan las producciones que integran su entrada mnemónica
para competir y decidir qué operación realizar.

Las poblaciones que detectan el cruce del umbral de actividad por parte de las produc-
ciones y ejecutan la operación correspondiente (cambio de memorias, acción motora o
acción interna).

Las poblaciones que representan variables que pueden tomar valores del dominio visual.

Las memorias de trabajo que determinan el estado mnemónico del programa y gúıan
su ejecución.

Poblaciones que env́ıan corriente sináptica a los dominios visuales (color, posición, etc)
para forzar la activación de una única población por medio de una competencia WTA.
Son usadas para la asignación de variables y para el recuerdo del valor asignado, y las
llamamos neuronas forzantes.

Una capa motora simplificada que al activarse produce cambios en la configuración de
bloques.

Una población de neuronas que representa al foco de procesamiento (PF).

Para simplificar la implementación, suponemos que las neuronas sensoriales perciben las
posiciones discretas en las que se pueden encontrar los bloques. Además, como nos interesan
sólo las habilidades de resolución del problema y no los detalles del control motor, propo-
nemos acciones motoras simplificadas que hacen una acción completa en la configuración de
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bloques, o sea, que toman un bloque de la punta de una columna y lo depositan en la cima
de otra.

El conjunto de producciones elementales que se implementamos son:

Asignar un valor a una variable.

Recordar el valor asignado a una variable.

Mover el PF por el campo visual.

Recuperar el color observado por el PF.

Buscar la posición de un bloque de un dado color.

La acción motora correspondiente a mover un bloque desde una columna a otra.

El movimiento discreto del PF lo implementamos de una forma similar al que implementa
las transiciones entre números para el contador. La capa de neuronas sensibles únicamente
a posiciones tiene dos niveles, uno que codifica el punto {x, y} y otro que codifican x e y por
separado. En estos últimos niveles se agregan poblaciones asimétricas que permiten codificar
las transiciones hacia las posiciones vecinas (x+1, x−1, y+1 e y−1, como se muestra en la
Fig. 4.6.B). El sistema de producciones que permiten hacer esta transición son una copia de
las producciones PrepareNext y ClearNext del contador pero en lugar de Next usamos Up,
Down, Left y Right.

La otra forma propuesta para mover al PF es a través de la búsqueda de la posición
asociada a un color. Para esto, vamos a detallar el funcionamiento detallado de la producción
ColorSearch y GetColor. En la primera, el PF es silenciado y la población que codifica el
color que se desea buscar se activa. Esto se hace normalmente recordando el valor de una
variable (en nuestra implementación V2 es la variable que puede tomar valores de colores).
La excitación combinada de la capa de color, la capa sensorial del área visual temprana y de
una población forzante, permite activar las poblaciones de la capa atencional que tienen el
color que se busca. La excitación de la capa atencional al área que codifica la posición activa
las posiciones {x, y} donde se encuentran los bloques del color de interés. La competencia
WTA para seleccionar una única posición se produce en las poblaciones que codifican x e y
por separado. Esta producción es análoga a GetColor, donde la excitación viaja en el sentido
opuesto para recuperar el color asociado a alguna variable (PF o V1). Sin embargo, puede
ser que no haya ningún bloque en la posición donde se está atendiendo, lo que implica que
no se debeŕıa recuperar ningún color. Nosotros elegimos agregar una población neuronal que
representa el color nulo. En el momento de forzar la competencia en el dominio de colores,
esta población tiene una entrada sináptica un poco mayor lo cual le permite ser seleccionada
si ningún otro color recibe corriente de parte de la capa sensorial temprana.

Las instancias BW que intentamos resolver tienen todos los bloques en una única columna
target. Para resolver el problema, un algoritmo debe ser capaz de determinar si un bloque
está en la posición correcta. Para esto, debe primero recuperar el color de la posición en
cuestión y, luego, compararlo con el color que debeŕıa ir en alĺı. Esto lo hacemos ligando
variables separadas a las posiciones o colores que se deseen comparar y procediendo del
modo descripto en la sección 4.2.3. El programa que proponemos no necesariamente resuelve
la instancia de BW en la cantidad mı́nima de movimientos. Comienza comparando la columna
target (donde deben quedar apilados los bloques al final) con la configuración objetivo desde
abajo hacia arriba. Esto lo conseguimos encadenando muchos movimientos del PF, seguidos
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Fig. 4.7: Aqúı mostramos el diagrama de flujo del controlador de estado finito que implementamos para
resolver instancias genéricas de BW. Cada rectángulo corresponde a una producción que se activa. Los
cuadros cian representan acciones motoras. PF es el foco de procesamiento, y V1 y V2 son dos variables
adicionales que pueden tener valores de posiciones y colores respectivamente.
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por recuperaciones de color y posteriores comparaciones. Una vez que se encuentra una
diferencia, se quitan todos los bloques de la columna target hasta quitar el bloque con el
color incorrecto. Una vez terminado este proceso, la columna target ya está disponible para
que se le coloquen los bloques en el orden correcto con lo cual el siguiente paso del programa
es buscar la posición de un bloque del color adecuado como se describió antes. Al encontrarlo,
se mueve el PF a esa posición, y se quitan todos los bloques que haya arriba de él. Una vez
que se lo libera, se lo mueve a la columna target y se comienza de nuevo el proceso hasta
que se cumpla con la configuración objetivo (Fig. 4.7).

Nuestra implementación neuronal encadena producciones en un modo similar al del con-
tador. Hay una memoria de trabajo que codifica en que paso del diagrama de flujo de la Fig.
4.7 se encuentra el programa. Esta memoria lleva a que dispare la producción adecuada para
cambiar el estado de memoria, el valor de las variables y la configuración de bloques hasta
que el programa finaliza. Esto da lugar a un patrón complejo de actividad (Fig. 4.8).
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de color
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Fig. 4.8: Graficamos la tasa de disparo media de las poblaciones neuronales involucradas en la resolución la
instancia BW diagramada abajo. La tasa de disparo está normalizada entre 0 (blanco) y 1 (negro). El eje
horizontal representa el tiempo en unidades arbitrarias. Además, mostramos cómo cambia la configuración
de BW a medida que se la resuelve, señalando los momentos en que las acciones motoras son ejecutadas.
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4.4. Conclusions

Aqúı presentamos ideas intentando ligar la neurofisioloǵıa de decisiones sencillas y el
control de operaciones secuenciales. Nuestro marco teórico propone un conjunto espećıfico
de mecanismos por los que circuitos neuronales son capaces de controlar cómputos de mu-
chos pasos. La selección de acciones es determinada por una competencia en paralelo entre
neuronas que acumulan evidencia sensorial y mnemónica hasta un umbral. Concebimos las
acciones en un sentido amplio de la palabra, ya que pueden estar asociadas a efectos motores
o cambios internos del estado de la memoria. La ejecución de estas producciones da lugar
a cambios discretos en una red meta-estable, resultando en un mecanismo robusto ante el
ruido que permite el flujo lógico de los cómputos.

El entendimiento de la neurofisioloǵıa detrás de esta serialidad está dificultada por lo
complicado que es entrenar primates no-humanos para realizar tareas complejas de muchos
pasos. Las ideas que presentamos en este caṕıtulo pueden servir para guiar experimentos en
la búsqueda de los mecanismos necesarios para la realización de estas tareas. Por ejemplo,
la acumulación de actividad de las neuronas debeŕıa observarse incluso en ausencia de una
respuesta abierta, por ejemplo en la corteza prefrontal (en particular el Frontal Eye Field,
FEF) en monos despiertos para el control de la atención. Las neuronas de memoria debeŕıan
evidenciar transiciones rápidas entre estados metaestables, en promedio cada ∼ 100−250ms,
un tiempo compatible con los tiempos medios entre acciones en ACT-R (Anderson and
Lebiere, 1998).

Como mencionamos, las operaciones no se aprenden, como tampoco se aprende el orden
en que se deben ejecutar las producciones. Existen muchas propuestas para el aprendizaje
de secuencias de acciones para resolver tareas, por ejemplo el aprendizaje por refuerzos
(Roelfsema et al., 2010; Rombouts et al., 2012; Sutton and Barto, 1998). Dehaene and
Changeux (1997) mostraron cómo una red neuronal puede resolver una tarea similar al BW
que modelamos aqúı, pero donde el orden en el que disparan las producciones era controlada
por la distancia entre el estado del juego y el objetivo. Nuestro objetivo aqúı fue investigar
cómo el algoritmo (pseudo-código) puede ser implementado en circuitos neuronales - una vez
que ya se aprendió - a partir de un conjunto pequeño de principios genéricos. La forma en que
opera el dispositivo neuronal propuesto para la tarea aritmética y para resolver instancias
restringidas de BW, ilustran que nuestro marco teórico para el control de cómputos que
involucren muchos pasos es plausible.
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Planificación de múltiples acciones

Goldin A.P., Segretin M.S., Hermida M.J., Paz L., Lipina S.J. & Sig-
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Paz L., Goldin A.P., Diuk, C. & Sigman M. “Parsing Heuristic and For-
ward Search in First-Graders’ Game-Play Behavior”. Cognitive Science. 39(5),
944–971, 2015

5.1. Introducción

Hasta ahora, se estudiaron problemas de toma de decisiones sencillas o encadenadas, con
un foco principal en el sustrato neuronal. Sin embargo, como se mencionó en el caṕıtulo 4,
el conocimiento actual que se tiene sobre la base neurofisiológica del encadenamiento de ac-
ciones es muy limitado. Por otro lado, para varios problemas de encadenamiento de acciones
o planificación, no está claro cómo es la algoritmia que siguen los humanos u otros animales
para alcanzar su objetivo. Por ese motivo, durante el presente caṕıtulo nos enfocamos en
estudiar la habilidad de planeamiento de niños usando modelos heredados de la inteligencia
artificial. El trabajo detallado en este caṕıtulo se encuentra publicado en (Goldin et al., 2013;
Paz et al., 2015).

Los niños de edad preescolar tienen un repertorio de habilidades para la resolución de
problemas que muestra un cambio modesto con la edad (Klahr and Robinson, 1981; Mc-
Cormack and Atance, 2011). Esto es aśı incluso en problemas con subobjetivos dif́ıciles de
determinar, lo cual refuta la idea de Piaget de que los chicos se comportan azarosamente en
esos casos (Piaget, 1976).

Para inferir los recursos de resolución de problemas de niños, Klahr (1985) analizó las
trayectorias de juego en el grafo de estados de una variante de un N-rompecabezas (N-
puzzle) que llamaron el juego perro-gato-ratón (DCM por su sigla en inglés). En este grafo,
los nodos representan configuraciones de las fichas en un tablero y los enlaces representan la
existencia de una movida que lleva de una configuración a otra. Las trayectorias del juego
no pudieron ser explicadas por un caminante al azar (como sugeŕıa Piaget). La varianza de
los datos pudo explicarse mejor con un caminante que 1) evitaba movidas de retroceso, o sea
que volvieran al estado desde el cual hab́ıan llegado a su posición en ese momento, 2) que
eleǵıa avariciosamente (aún cuando no era óptimo) y 3) era capaz de determinar si el estado
objetivo estaba a dos o menos movidas de distancia. Estas son muestras de métodos débiles
que llevan a un comportamiento aparentemente inteligente incluso en dominios desconocidos
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(Newell et al., 1959; Pearl, 1984). Aqúı, revisitamos las ideas de Klahr con tres principales
objetivos novedosos:
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Fig. 5.1: Se muestra un ejemplo del juego DCM. A, muestra las cuatro configuraciones del juego por los que
se pasó durante el juego, resaltando con una flecha la movida realizada. B, muestra el grafo de estados del
juego y marca con una flecha la trayectoria dentro del grafo a la que corresponden los cuatro paneles de A.
Los ćırculos de colores representan los personajes (rosa = nena, azul = nene, verde = gato). Los cuadrados
representan las ubicaciones de las tres casas, y sus colores indican a qué personaje le pertenece. Los estados
del juego fueron rotulados con los números que se indican a su lado.

En primer lugar, examinar la dinámica del desempeño de los chicos a lo largo de muchas
sesiones de juego (McCormack and Atance, 2011).

En segundo lugar, para investigar si el desempeño de los chicos puede ser descripto
por un método de planeamiento estocástico con conocimiento parcial del juego, e inferir los
elementos del planeamiento (función valor, profundidad de búsqueda, estocasticidad, aversión
al retroceso).

En tercer lugar, identificar qué parámetros del modelo ajustados para cada niño pueden
predecir su desempeño en otros juegos de planeamiento.



Sección 5.1 69

5.1.1. El juego

Los datos fueron colectados durante un experimento en el que un total de 73 niños
de bajo nivel socioeconómico (SES por su sigla en inglés), de entre 6 y 7 años de edad,
jugaron tres juegos de computadora diferente a lo largo de 27 d́ıas escolares, no consecutivos
(Goldin et al., 2014). Aqúı nos enfocamos en uno de estos juegos, el DCM introducido por
Klahr (Klahr, 1985). El juego consiste en tres personajes que deben llegar a una ubicación
espećıfica en el tablero, pudiendo moverse a lo largo de caminos establecidos (representados
por escaleras), de a uno a la vez, sin que pueda haber dos personajes simultáneamente en
el mismo lugar. La única diferencia entre el DCM de Klahr y el juego que analizamos es
estética. Los personajes eran un niño, una niña y un gato en lugar de ser un perro, un gato y
un ratón, y las ubicaciones a las que deb́ıan ser llevados los personajes estaban representadas
como la casa de cada uno (ver Fig. 5.1.A). Una explicación en detalle puede encontrarse en
(Goldin et al., 2013).

En el grafo de estados del juego (espacio de estados), cada configuración del juego es re-
presentado por un nodo. Los enlaces entre nodos denotan la existencia de movidas permitidas
que conectan los dos estados (Fig. 5.1.B). En esta representación, es fácil definir la distancia
entre dos estados cualesquiera como el largo del camino mı́nimo, o sea la cantidad mı́nima
de movidas que es necesaria para ir de un estado al otro. Este grafo refleja la existencia de
tipos de movidas, como hab́ıa sido notado por Klahr en su trabajo original (Klahr, 1985):
1) rotaciones alrededor de los anillos del grafo, que en el juego corresponden a acciones que
mueven a los personajes a lo largo de los caminos periféricos y 2) permutaciones, que unen
dos estados de anillos diferentes y corresponden a movidas a través de la escalera diagonal.
Esta representación también muestra dos tipos de nodos: 1) aquellos en los que sólo es posi-
ble realizar rotaciones y 2) aquellos en los que existen tres movidas posibles, dos rotaciones
y una permutación.

Un aspecto muy importante de este juego (y, más en general, de todos los juegos que
puedan ser representados en un espacio de estados) es que tiene transiciones de Markov. Esto
quiere decir que las consecuencias de las acciones son insensibles a la historia del juego y
sólo dependen del estado actual, en particular, este juego tiene transiciones determińısticas
en contraposición con las transiciones probabiĺısticas que afectan otros juegos.

5.1.2. Estrategia anaĺıtica

El objetivo principal explayado en este caṕıtulo es inferir de la distribución de trayectorias
en el espacio de estados, la interacción entre dos componentes del proceso de planeamiento: el
valor esperado que se le asigna a cada estado y el procedimiento de búsqueda que determina
cómo se muestrean los estados. Para encarar esto cuantitativamente, implementamos un
modelo computacional del proceso de planeamiento y estudiamos su capacidad para ajustar
los datos comportamentales de los chicos.

Para hacer esto, proponemos un modelo de planeamiento con el que intentamos ajustar
el desempeño observado en el juego. Nuestro modelo se basa en una familia de modelos de la
inteligencia artificial (IA) llamada búsqueda en árboles por Monte Carlo (Monte Carlo Tree
Search, MCTS) donde las acciones se seleccionan por medio de una búsqueda en un árbol
de posibles movidas disponibles. Como se mencionó antes, los efectos de las movidas en el
juego DCM son determińısticos, pero además el estado es completamente observable, o sea
que los jugadores pueden identificar uńıvocamente el estado del juego con la información que
tienen a la vista. Esto es en contraposición con situaciones parcialmente observables donde
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los jugadores tienen información incompleta y puede haber muchos estados compatibles con
sus observaciones. Esto implica que se puede suponer que los agentes se enfrentan a un pro-
ceso de decisión de Markov (MDP por su sigla en inglés) (Puterman, 1994). Brevemente, un
MDP representa una situación en la que un agente puede seleccionar un grupo de acciones
en distintos instantes dando lugar a transiciones entre estados del entorno, siendo las proba-
bilidades de transición independientes de la historia de movidas anteriores, y, por lo tanto,
generando cadenas de Markov. El grafo de estados del juego define los estados posibles del
entorno, S, y las acciones disponibles A(s) a los agentes, para cambiar del estado original
s a los diferentes s′. Es importante resaltar que los agentes pueden actuar de un modo no
markoviano (eligiendo acciones basados en la historia pasada de movidas) aún en entornos
con transiciones markovianas. De hecho, esta es la base de uno de los hallazgos de nuestro
trabajo.

Para esto, primero analizamos el desempeño de un agente que usa un algoritmo de pla-
neamiento de búsqueda en árboles por Monte Carlo (Monte Carlo Tree Search, MCTS) para
decidir sus acciones. En el juego DCM, los efectos de las movidas son determińısticos y el
estado del juego es completamente observable, con lo que los jugadores pueden determinar
uńıvocamente el estado en el que se encuentran con la información disponible. Esto es en
contraposición con situaciones parcialmente observables donde puede haber muchos estados
compatibles con la información incompleta que se observa. Esto implica que se puede su-
poner que los agentes se enfrentan a un proceso de decisión de Markov (MDP por su sigla
en inglés) (Puterman, 1994). El grafo de estados del juego define los estados posibles del
entorno, S, y las acciones disponibles A(s) a los agentes, para cambiar del estado original
s a los diferentes s′. Es importante resaltar que los agentes pueden actuar de un modo no
markoviano (eligiendo acciones basados en la historia pasada de movidas) aún en entornos
con transiciones markovianas. De hecho, esta es la base de uno de los hallazgos de nuestro
trabajo.

En la sección 5.2.3, describimos en detalle el modelo de planeamiento usado. A grandes
rasgos, las acciones son encadenadas por un proceso de búsqueda en un árbol de posibles
movidas. Esta búsqueda es sesgada de acuerdo a una noción del valor de los estados futuros.
Nuestro modelo es una simplificación del proceso de decisión que sólo tiene sentido si los
datos comportamentales satisfacen las siguientes cuatro observaciones:

I. Los chicos deben conocer la dinámica del juego a priori (o sea las transiciones entre los
estados del juego). Esto no es cierto para todos los problemas de planeamiento donde
los efectos de las acciones llevadas a cabo pueden variar por muchos factores como la
aleatoriedad del entorno, el accionar de un oponente, etc. Adultos que supervisaron a
los chicos durante el juego verificaron que los niños hab́ıan entendido las acciones y
reglas del juego (Sec. 5.2.2).

II. El desempeño de los chicos en el DCM debe ser estacionario, o sea, no variar considera-
blemente con el número creciente de ensayos (analizado en Sec. 5.3.1). Si este no fuera
el caso, los parámetros del planeador debeŕıan variar a lo largo del juego por medio de
un proceso de aprendizaje.

III. El comportamiento de los chicos debe variar entre ensayos, y no deben elegir siempre
la misma secuencia de movidas cuando comienzan en un dado estado (discutido en la
Sec. 5.3.2).
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IV. El comportamiento de los chicos no debe ser puramente azaroso (analizado en la Sec.
5.3.2).

Todas estas caracteŕısticas se observan en los datos del los chicos, como se aclara en las
secciones mencionadas.

Además de estas observaciones, nuestro modelo tiene un conjunto de suposiciones gene-
rales:

Los chicos no consideran todas las posibles secuencias de movidas antes de actuar. Por
lo tanto, hacen una forma de planeamiento aproximado.

La posible secuencia de movidas que los chicos analizan mientras planean debe ser una
muestra pequeña del espacio de todas las secuencias posibles.

Para que esa muestra sea pequeña y lleve a desempeños buenos, el mecanismo de
muestreo debe estar sesgado hacia las movidas que los chicos consideran que son las
movidas más “prometedoras”.

Basados en estas suposiciones, el modelo que implementamos puede ser usado para exa-
minar las siguientes hipótesis:

A. La búsqueda estocástica tiene una profundidad de dos movidas (Klahr, 1985) (Sec.
5.3.3).

B. El proceso de búsqueda es influenciado por las movidas que se tomaron con anterioridad
(Sec. 5.3.2 y 5.3.3).

C. Los parámetros del modelo vinculados al proceso de búsqueda deben transferir hacia
otros problemas. Sin embargo, la calidad de las estimaciones de valor, se espera que
sean espećıficos al dominio en que fueron ajustados y no mostrar transferencia a otros
problemas.

5.2. Métodos

5.2.1. Datos comportamentales de los niños

El cuerpo de datos que usamos proviene de una intervención escolar a gran escala (Goldin
et al., 2013, 2014; López Rosenfeld et al., 2013). En particular del peŕıodo del 2010 (Goldin
et al., 2014), donde un total de 111 niños, de entre 6 y 7 años de edad y bajo SES (62
varones), participaron del estudio. Todos los participantes fueron reclutados de dos escuelas
diferentes de la Ciudad Autónoma de Buenos Aires, de un total de cinco aulas diferentes, a lo
largo del segundo semestre de su primer año escolar. La intervención consistió en tres etapas
diferentes. En la primera, los chicos realizaban una bateŕıa de pruebas cognitivas que inclúıan
jugar a la Torre de Londres (ToL). En el segundo estad́ıo, los chicos fueron divididos en dos
grupos, uno control (38 individuos) y otro experimental (73 individuos). El grupo control
jugó tres juegos que teńıan menor exigencia cognitiva, mientras que el grupo experimental
jugó otros tres juegos que estaban diseñados para ejercitar la memoria, el control inhibitorio
y el planeamiento. Por último, en el tercer estad́ıo los chicos repitieron la bateŕıa de pruebas
de la primer etapa. Todo el entrenamiento y las pruebas fueron llevadas a cabo por los
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investigadores dentro del establecimiento escolar, en salas apropiadas. Los encargados de los
niños dieron su consentimiento escrito para participar del estudio, que previamente hab́ıa
sido autorizado por el comité de ética CEMIC-CONICET. En cada sala, los chicos fueron
balanceados por género y divididos al azar en grupos experimental y de control.

La intervención duró un total de 27 d́ıas no consecutivos de clase, con sesiones de entre
15 y 20 minutos de juego en los tres juegos de computadora. A lo sumo se realizaron tres
sesiones experimentales cada semana. Los chicos jugaban tres sesiones en un juego y luego
pasaban a otro. Debido al ausentismo, los chicos jugaron en promedio 24 ± 1 sesiones. El
juego en el que nos enfocamos fue el que entrenaba planeamiento, la variante previamente
descripta del DCM.

Esta intervención dio lugar a un conjunto grande de datos cuyo objetivo principal -
descripto en otros trabajos (Goldin et al., 2013, 2014) - era medir si jugar estos juegos teńıa
un impacto en el desempeño escolar. Nosotros aprovechamos los datos generados para inferir
los mecanismos de planeamiento. Además aprovechamos el hecho de que los chicos jugaron
ToL, otro juego que se usa para medir la capacidad de planeamiento, durante la bateŕıa de
pruebas cognitivas para medir la correlación de su desempeño con los parámetros del modelo
ajustados para cada niño.

5.2.2. Datos de DCM

Antes de empezar a jugar al DCM, los chicos fueron instruidos en las reglas: se debe
llevar a cada personaje a su casa, sólo se puede mover de a uno por vez, se debe mover
a la casilla vaćıa, y sólo pueden moverse a lo largo de los caminos marcados con puentes.
También se les dijo que no se apresuraran ya que la velocidad no era necesaria para ganar.
El juego fue implementado en Javascript como parte de la primer plataforma MateMarote
López Rosenfeld et al. (2013), que continúa desarrollándose actualmente. Para mover a los
personajes, deb́ıan cliquear en ellos con el mouse y arrastrarlos hasta la nueva posición. Si se
soltaba al personaje fuera de una de las casas, en un lugar no disponible o lo dejaban en el
lugar donde lo hab́ıan dejado, el personaje volv́ıa al lugar desde donde se lo hab́ıa tomado y
no se registraba ninguna movida. En todas las sesiones de juego, los chicos eran acompañados
por un adulto que estaba presente para explicarles las reglas (la primera vez) o recordárselas
(cuando fuera necesario), y motivarlos si lo requeŕıa (por ejemplo, algunos chicos necesitaban
que alguien les dijera que jugaban bien y que perder era sólo parte del juego). Todos los
experimentadores repet́ıan las mismas instrucciones cada vez que explicaban las reglas. Cada
adulto supervisor notó que los chicos entend́ıan las reglas del juego a la perfección después de
menos de tres ensayos. En particular, los chicos entend́ıan perfectamente la correspondencia
entre sus acciones (movimientos con el mouse) y las consecuencias en el juego (desplazamiento
de los personaje) Esto justifica el uso de un modelo que no necesita aprender activamente
las transiciones entre estados para intentar explicar el comportamiento de los chicos (como
se expuso en la condición I enumerada en la Sec. 5.1.2).

Los chicos jugaban en una secuencia de cuatro fases. En cada fase, el ensayo del juego
era contado como correcto si los chicos eran capaces de mover a todos los personajes a sus
casas. Además, en todas las fases, excepto de la 4, los chicos eran informados de la cantidad
mı́nima de movidas necesaria para resolver el problema.

En la fase 1, los chicos eran felicitados cuando mov́ıan a todos los personajes a sus casas,
aún cuando no lo haćıan en la mı́nima cantidad de movidas. Por otro lado, en las fases 2, 3
y 4, los niños eran informados de que perdeŕıan si no pod́ıan resolver el rompecabezas en la
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cantidad mı́nima de movidas, en cuyo caso recib́ıan un retorno negativo del juego.
En las fases 1 y 2, los chicos primero jugaban un ensayo en el que la configuración inicial

se pod́ıa resolver en dos movidas. Después de que ganaran tres ensayos consecutivos, la
distancia entre la configuración inicial y el objetivo era aumentado en una movida. Esto
se repet́ıa hasta que los chicos ganaban tres ensayos consecutivos en la distancia máxima,
después de lo cual avanzaban a la siguiente fase del juego.

En la fase 3, la distancia entre la configuración inicial y el objetivo era tomada al azar.
Los chicos avanzaban a la siguiente fase si consegúıan completar seis checkpoints. Avanzaban
un checkpoint luego de resolver correctamente tres ensayos consecutivos.

La fase 4 era igual a la 3 con la única diferencia de que no se les informaba del número
mı́nimo de movidas en las que se pod́ıa ganar el ensayo. Los chicos jugaban en esta fase
indefinidamente hasta el final de la intervención.

Para los análisis realizados consideramos que los ensayos hab́ıan sido correctamente re-
sultados cuando consegúıan llegar al objetivo en la cantidad mı́nima de movidas.

5.2.3. Algoritmo de planeamiento

Para un dado problema (por ejemplo, una instancia de DCM), un algoritmo de planifi-
cación identifica una secuencia de acciones que llevan al estado objetivo, o más en general,
maximizan la recompensa acumulada (Russell and Norvig, 2010). Algoritmos clásicos de
planeamiento consiguen esto llevando a cabo una búsqueda a futuro en el espacio de estados
del problema. Esto se logra expandiendo un árbol de posibles estados futuros recursivamente
a partir de un estado “ráız”. Cuando el tamaño del espacio de estados es demasiado gran-
de, la búsqueda exhaustiva es impracticable. Una forma en que se lidia con esta barrera
computacional es muestrear trayectorias a través del espacio de estados en vez de explorarlo
completamente, idealmente usando una estrategia de muestreo que esté sesgada hacia los
estados más “promisorios”. La búsqueda en árboles por Monte Carlo (MCTS) es una familia
de algoritmos que emplean esa estrategia.

El método de búsqueda gúıa la selección de una rama por sobre otra usando sus “valores”
asociados. La definición de “valor” es tomada del área de aprendizaje por refuerzos (RL)
(Puterman, 1994; Sutton and Barto, 1998). Alĺı, el agente recibe una recompensa en cada
estado y su objetivo es adaptar su comportamiento para maximizar la recompensa acumulada
a largo plazo. El valor de un estado es definido entonces como la recompensa que se espera
recibir a futuro al empezar a actuar desde alĺı. En la clase de juego que consideramos aqúı,
suponemos que el agente sólo recibe una recompensa positiva al llegar al estado objetivo (o
conjunto de estados objetivos), no recibe ningún tipo de recompensa o penalización en los
otros estados. Usando una función de descuento (las recompensas muy alejadas en el tiempo
generan menos valor que las inmediatas), un agente intenta llegar a su objetivo en la menor
cantidad de pasos posibles.

El valor de cada estado puede ser estimada por una función de valor (Péret and Garcia,
2004), como el promedio de los resultados de juegos simulados que empiecen alĺı (Kocsis
and Szepesvári, 2006), o deducidas a partir de la estructura del juego (McDermott, 1996).
Además, algunos algoritmos propagan los valores que se observaron efectivamente a los
estados por los que se pasó y aprenden una mejor estimación del valor (Kocsis and Szepesvári,
2006). Aqúı proponemos un modelo basado en una función de valor que combina heuŕısticas
con un conocimiento parcial del juego.

Muchos algoritmos MCTS no tienen el conocimiento del valor de los estados antes de la
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búsqueda (Browne et al., 2012) y los estiman a través de simulaciones (llamadas roll-outs)
del juego. Estos algoritmos estiman el valor de los estados desconocidos (no visitados con
anterioridad) con un método Monte Carlo pero después se comportan determińısticamente.

El algoritmo de planificación que usamos aqúı tiene dos diferencias principales: 1) propone
una forma a priori de la función de valor y 2) genera estocásticamente varias secuencias
de acciones (planes) usando un método de búsqueda guiado por el valor de los estados.
Llamamos el proceso estocástico que genera un plan, un roll-out.

El grafo de estados de DCM es no direccionado y ćıclico, con lo que los árboles que se
desarrollan en el planeamiento pueden ser infinitamente largos. Nuestra propuesta asume que
se generan planes de un largo determinado, H, que llamamos el horizonte de planificación y
una cantidad fija de roll-outs, R.

El valor de un estado que puede ser alcanzado en el paso temporal t + 1, V (st+1), es
determinado por:

V (st+1|st−1) = γD(st+1) − nr(st+1, st−1)
D(st+1) = ηK(st+1) + (1− η)G(st+1)

nr(st+1, st−1) =

{

nr si t ≥ 1 y st+1 = st−1

0 si no

(5.1)

En estas ecuaciones, D(st+1) es una estimación de la distancia entre el estado st+1 y el
objetivo. D deriva de dos lugares. Primero, de una representación fiel K de la distancia entre
St+1 y el objetivo. Segundo, de una función heuŕıstica G (G viene de greediness, avaricioso
en inglés) que simplemente computa la cantidad de personajes que están fuera de su casa.
Basados en los resultados de Klahr (Klahr, 1985) suponemos que los chicos debeŕıan usar
esta heuŕıstica para estimar la proximidad al objetivo.

En este modelo, η controla simultáneamente dos aspectos diferentes del conocimiento
de los chicos. Para valores de η ≃ 0, el comportamiento del modelo es determinado por su
avaricia, reflejando la ausencia del conocimiento interno del juego. Cuando η ≃ 1, la función
de valor refleja un conocimiento interno del juego perfecto. Esto quiere decir que η controla
si el valor es guiado por una heuŕıstica avariciosa o por la representación correcta de la
estructura del juego.

También simulamos un modelo con un parámetro adicional, σ, que controla independien-
temente: 1) las contribuciones relativas de la heuŕıstica y de la representación correcta a la
función de valor, y 2) un ruido interno adicional a la función de valor. El ruido fue agregado
como:

V̂ (st+1|st−1) = γD(st+1) − nr(st+1, st−1) + n
n ∼ N(0, σ)

(5.2)

donde n es un número aleatorio tomado de una distribución de probabilidad gaussiana con
media cero y desv́ıo estándar σ. En la modificación con ruido, σ alto lleva a estimaciones
totalmente aleatorias del valor y, por lo tanto, a la elección aleatoria de acciones, mientras
que σ ≪ 1 lleva a una representación interna estable del valor.

Aqúı explicitamos algunas suposiciones y limitaciones de nuestro modelo. Primero, tene-
mos un problema bastante simplificado ya que suponemos que los chicos tienen cierto grado
de conocimiento K del juego y son guiados por una heuŕıstica avariciosa G. Esto tiene varias
limitaciones: primero hay otras heuŕısticas espećıficas al dominio que no fueron incorporadas
al modelo. Por ejemplo, los chicos tienen una preferencia a rotar a los personajes de forma
horaria (ver Fig. 5.4.a).
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En segundo lugar, no damos un mecanismo general (o sea no espećıfico al problema)
que genere estas heuŕısticas (Geffner, 2010; Hoffmann and Nebel, 2001). Por ejemplo, la
relajación, un mecanismo por el cual algunas reglas del juego son ignoradas para poder tener
estimaciones rápidas de distancias, es un procedimiento general para producir heuŕısticas.
En nuestro caso, G puede ser obtenida relajando la regla que dice que los personajes no
pueden estar superpuestos en una misma ubicación y que los personajes deben moverse por
las escaleras.

En tercer lugar, no proveemos un mecanismo por el cual los chicos pueden haber obtenido
el conocimiento de la estructura interna del juego (como consiguen computar K).

Nuestro enfoque se basa en derivar una heuŕıstica que incorpora los recursos conocidos
de trabajos previos (Klahr, 1985) y el conocimiento imperfecto del juego representado en D.
El agente que tenga σ = 0 y η = 1 tendrá acceso a un conocimiento perfecto (a pesar de
eso su juego puede no ser perfecto debido a la estocasticidad en el proceso de búsqueda).
A medida que σ aumenta y η disminuye, el conocimiento del juego empeora y es guiado
por el ruido o es exclusivamente avaricioso. En nuestro modelo podemos ajustar, para cada
chico, los pesos relativos de estos parámetros para esta clase fija de heuŕısticas seleccionadas
a mano, y explorar cómo construyen la estimación de valor.

El parámetro γ mapea la estimación de distancia D(st+1) a una estimación de valor.
Esto implementa el decaimiento exponencial de las recompensas futuras de forma análoga
a la recompensa descontada en RL (Sutton and Barto, 1998) para la cual hay un correlato
biof́ısico (Roesch et al., 2007).

La función nr(st+1, st−1) penaliza las movidas de retroceso. Esto implica que esta función
requiere algo de información de la historia de movidas previas del agente, lo que implica que
si el proceso de búsqueda la usa, no se producirán cadenas de Markov. Para valores de nr
grandes, las acciones que lleven a retrocesos se vuelven menos valiosas.

El proceso de búsqueda empieza en el estado s0 en el paso temporal t = 0 y genera
R secuencias de H movimientos consecutivos. Como los movimientos tienen efectos deter-
mińısticos, una secuencia de movidas es equivalente a una secuencia de estados resultantes.
La probabilidad de elegir una movida que dé un estado resultante st+1 durante cada roll-out
fue tomada de una distribución softmax:

P (st+1| {st, st−1}) =
eβV (st+1|st−1)

∑

s′
t+1

alcanzables desde st

eβV (s′
t+1

|st−1)
(5.3)

El parámetro β se llama la temperatura inversa. Cuando es alta, la probabilidad de elegir
el st+1 de valor más alto es casi 1, y cuando es baja la probabilidad de selección se vuelve
uniforme. La distribución softmax ha sido usada para describir la probabilidad de acciones en
diversos experimentos comportamentales (Corrado et al., 2005). Después de tener R planes,
el modelo elige el que tiene el estado final de máximo valor, V (sH |sH−2), y ejecuta todas
las acciones planeadas. Si varios planes tienen el mismo valor final, se elige aleatoriamente
entre ellos. Si el objetivo del juego es alcanzado en el medio del plan (antes de hacer H
movidas), las siguientes movidas no hacen nada y el valor es el de haber llegado al objetivo.
Si el objetivo no se alcanza durante la ejecución del plan, el proceso de búsqueda empieza
de nuevo desde sH y toma en cuenta los estados sH−1 y sH−2 para recalcular la función de
valor.

Para aclarar el funcionamiento del algoritmo, presentamos el pseudocódigo de la porción
de selección del plan (algoritmo 1) y resumimos los parámetros del modelo en la Tabla 5.1.
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Input: Estado inicial s0, estado objetivo G, H, R, γ, η, β y nr
1 Programa principal: begin
2 t← 0;
3 st ← s0;
4 st−1 ← s0;
5 while st ̸= G do
6 plan elegido ←rolloutPlan (st,st−1);
7 Ejecutar las acciones de plan elegido y actualizar st, st−1;
8 t← t+ (Número de acciones en plan elegido );
9 end

10 end

11 Function rolloutPlan (st,st−1): begin
12 plan elegido ←Inicializar un array de H movidas;
13 planes ←Inicializar como una lista de R arrays de H movidas ;
14 for i← 1 to R do
15 plan unico ←Inicializar como un array de H movidas ;
16 for t′ ← 1 to H do
17 a′ ←Movidas ejecutables desde st;
18 s′ ←Estados alcanzables desde st;
19 V ′ ←Computar el valor de s′ con la función V(s′|st−1);
20 st−1 ← st;
21 st ←Elegir un estado de s′ usando la distribución de probabilididad softmax con los

valores V ′;
22 planes [i][t′]←Asignar la acción que produce el estado s′;
23 if El estado elegido cumple que st == G then
24 Terminar el ciclo for;
25 end
26 end
27 end
28 plan elegido ←Elegir el plan en planes que tenga el estado final de máximo valor ;
29 return plan elegido;
30 end

Algorithm 1: Se presenta el pseudocódigo del algoritmo de planificación empleado. Por claridad,

se lo divide en el programa principal, que “juega” al juego, y la función que ejecuta los roll-outs de

planes y elige uno entre ellos. Los datos iniciales que se deben proveer son el estado inicial y objetivo,

el horizonte de planeamiento H, la cantidad de roll-outs R de búsqueda, y los parámetros γ, η, β y nr.

En el caso del modelo extendido, también se debe suministrar el valor del parámetro σ. Las primeras

ĺıneas del programa principal inicializan el valor del paso temporal t, del estado actual st y del último

estado visitado st−1. En la ĺınea 5, comienza el juego y el proceso de planeamiento se ejecuta hasta

llegar al estado objetivo. En la ĺınea 14, empieza a generar R roll-outs independientes. La búsqueda de

la secuencia de H movidas para realizar empieza en la ĺınea 16. Es guiada por el valor de los posibles

estados de salida s′, que son computados en la ĺınea 19. Una vez que todos los R planes se generaron,

se los compara en la ĺınea 28 y se elige uno en la ĺınea 29. El plan elegido se ejecuta (ĺınea 7) y el

valor del paso temporal se incrementa. Una vez que esto se hace, si se alcanza el estado objetivo, el

algoritmo se detiene, si no vuelve a la ĺınea 5.
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Variable Significado
β La temperatura inversa que gobierna la distribución de pro-

babilidad softmax para la búsqueda (Ec. 5.3). Valores altos
de β dan lugar a la selección de las acciones que llevan a los
estados de máximo valor mientras que valores bajos dan una
selección aleatoria y uniforme.

γ El descuento de la recompensa, γ, mapea la distancia estima-
daD(st+1) a una estimación de valor. Es una implementación
del decaimiento exponencial del valor de las recompensas fu-
turas, análogamente a RL (Sutton and Barto, 1998).

η El factor de mezcla entre el conocimiento del juego K y la
heuŕıstica G para la estimación de distancia de un estado
st+1 (Ec. 5.1).

nr La penalización del valor de las movidas de retroceso. Es
usada en la función nr(st+1, st−1) (Ec. 5.1) para penalizar el
valor del estado st+1 si fuera igual que st−1.

σ El desv́ıo estándar del ruido gaussiano agregado al valor del
estado (Ec. 5.2). Este ruido es capaz de dividir la contribu-
ción de la heuŕıstica y la calidad de la representación interna
del juego.

H Horizonte de planeamiento, o sea la máxima profundidad de
búsqueda.

R Cantidad de roll-outs. Refiere al número de planes generados
por el proceso de búsqueda que luego se comparan para elegir
el estado final de máximo valor.

Tabla 5.1: Una lista detallada de las variables del modelo de planificación con su significado.
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Nuestro modelo recorre estocásticamente el grafo del juego pero no lo hace a ciegas.
Tiende a dirigirse hacia los estados de mejor valor aparente. Por ejemplo, si el modelo tiene
un gran nr, el valor de las movidas de retroceso es muy penalizada con lo que son elegidas
con menos frecuencia. Esto implica que el parámetro nr otorga al modelo una forma de
inercia que hace que no vuelva para atrás y siga por el camino que estaba recorriendo sin
cambiar su sentido. Otra caracteŕıstica es que cuando el modelo tiene un β alto, tiende a
elegir únicamente lo que cree que es el mejor estado de salida. Si β es bajo, tiende a elegir
de modo uniformemente aleatorio. Para tener desempeño perfecto, η debe ser igual a 1 y
además tener β muy alto y γ ∈ (0, 1). Para el modelo extendido, el desempeño perfecto
además requiere σ = 0.

El modelo es capaz de distinguir si el desempeño imperfecto de los chicos es debido a
imprecisiones de su función de valor o a un proceso de búsqueda ruidoso. Por ejemplo, una
búsqueda casi determinista con una función de valor imprecisa resulta en errores recurrentes
y estereotipados, correspondientes a máximos locales de la función de valor. Por el otro lado,
una función de valor precisa con un proceso de búsqueda muy ruidosa da lugar a errores no
estructurados.

Los parámetros del modelo de planeamiento son el horizonte de búsquedaH, el número de
planes construidos durante el proceso de búsqueda R, la temperatura inversa β, el descuento
de la recompensa γ y los pesos η y nr de la función de valor. En este trabajo, ajustamos los
valores de los últimos cuatro parámetros para tres valores deH (H = 1, 2 o 3) dejando R = 3,
para minimizar la diferencia cuadrática entre los desempeños de los chicos y del modelo como
función de la distancia. Además hacemos lo mismo con nr = 0 y, por lo tanto, descartando la
inercia en la selección de movimientos. Simulamos el desempeño medio del modelo los estados
correspondientes en los que jugaron los chicos, repitiendo las simulaciones 10 veces, y luego
calculamos el promedio como función de la distancia. Con este valor calculamos la distancia
cuadrática con los datos delos chicos. Por último usamos la función fmincon de MATLAB R⃝

con el algoritmo de punto interior para encontrar los parámetros que minimizaran la distancia
cuadrática. Los valores de los parámetros fueron buscados en los intervalos β ∈ (0, 20],
γ ∈ (0, 1] y {η, nr} ∈ [0, 1]

Los modelos ajustados corresponden a agentes markovianos cuando nr = 0 y no mar-
kovianos cuando nr ̸= 0. En la sección de resultados mostramos la calidad de los ajustes y
concluimos que los chicos son inherentemente no markovianos.

Además, ajustamos los parámetros del modelo extendido, que incluyen σ, para un rango
de valores de β y σ con el fin de mostrar que el modelo no extendido es robusto ante ruido
en la representación.

5.3. Resultados

La sección de resultados está organizada del siguiente modo: en las Secs. 5.3.1 y 5.3.2)
mostramos que el comportamiento observado justifica la elección de nuestro modelo (desem-
peño estacionario, II, y estocástico, III, pero no completamente al azar, IV).

En las Secs. 5.3.3 y 5.3.4) estudiamos la capacidad del modelo de planeamiento para
ajustar los datos comportamentales y las hipótesis enumeradas en Sec. 5.1.2 (A, B y C).
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5.3.1. Evolución del desempeño de los chicos a lo largo de muchas

sesiones

Primero investigamos como cambia el desempeño de los chicos a lo largo del tiempo. En
los primeros 9 ensayos 1 el desempeño era alto, (85± 1)% (Fig. 5.2). A medida que el juego
progresaba, los chicos se enfrentaban a condiciones cada vez más alejadas del objetivo, como
se describió en la sección 5.2.1, y observamos una cáıda significativa el desempeño en esos
ensayos en aproximadamente el 70% de los chicos.

Fig. 5.2: A, muestra el desempeño promediado sobre todos los chicos en una ventana de 10 ensayos que
como función del número de ensayo. La zona sombreada indica el desv́ıo estándar del promedio. La ĺınea
horizontal punteada representa el desempeño promedio sobre todos los ensayos y todos los niños. B, muestra
el desempeño de cada sujeto para cada ensayo. Los sujetos fueron ordenados en un orden creciente de ensayos
jugados en el eje vertical. Los parches negros en el gráfico indican que el ensayo fue resuelto en la cantidad
mı́nima de movidas y los grises indican que no. Los parches blancos indican que no se teńıan datos para ese
ensayo particular. Durante las fases 1 y 2 del juego, los ensayos que juegan los chicos presentan distancias
iniciales crecientes con respecto al objetivo. Como esta progresión es ordenada, la mayor parte de los chicos
juega a la misma distancia inicial a lo largo de los primeros ensayos. Se representa con un eje de colores la
distancia inicial jugada por más de la mitad de los chicos. Este eje se corta en el momento en el que más
de la mitad de los chicos estaba jugando en la fase 3 (con distancia inicial aleatoria). Las ĺıneas verticales
indican transiciones a estados de distancia inicial muy dificiles, que están acompañadas de grandes caidas
del desempeño por la gran mayoŕıa de los sujetos.

Esta cáıda es modesta pero significativa. Un test t que compara el desempeño promedio de
los últimos 200 ensayos contra ventanas de 30 ensayos muestra que la cáıda es significativa
entre los ensayos 30 y 90 (p < 0,0009 df = 29, corregido por Holm-Bonferroni (Dunn,
1961)). Esta cáıda es observada cuando la configuración inicial está a cuatro movidas o más
de distancia del objetivo. Lentamente, el desempeño crece mientras la mayoŕıa de los chicos
juega a cinco movidas de distancia del objetivo (Fig. 5.2). Más allá de esta cáıda inicial, el
desempeño se mantiene estable. Fig. 5.2.B muestra que los chicos siempre mantienen una
fracción de errores a lo largo de todo el experimento.

El aumento en la dispersión del desempeño promedio hacia el final del experimento resulta
del hecho de que cada vez menos chicos alcanzaron a jugar esa cantidad de ensayos.

1En estos, se le dećıa a los chicos que ganaban aún si no consegúıan resolver el problema en la cantidad
mı́nima de movidas, pero para los análisis consideramos que los ensayos eran correctos sólo si se resolv́ıan
en la cantidad mı́nima de movidas
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Basados en estas observaciones concluimos que los supuestos de desempeño estacionario
correspondientes a la condición II de la Sec. 5.1.2 son consistentes con los datos.

5.3.2. Desempeño de los chicos en el espacio de estados

Dado que el desempeño promedio de los chicos a lo largo del tiempo se mantiene aproxi-
madamente constante, juntamos los datos de las 4 fases de juego para analizar el desempeño
en el grafo del juego. Aqúı podemos ver que la forma en que sus acciones los chicos no es
aleatoria. Si ese fuera el caso, los chicos debeŕıan perder con más probabilidad en los estados
de mayor distancia. Sin embargo, se observa que el desempeño alcanza un mı́nimo en los
estados de distancia 5 y luego sube hasta alcanzar un valor muy alto en la ant́ıpoda (Fig.
5.3.A). Esta dependencia no monótona se puede confirmar con un test binomial. Para com-
parar el desempeño de las distancias 4 y 5, suponemos que la cantidad de ensayos resueltos
de forma correcta e incorrecta provienen de una distribución binomial con dos parámetros
diferentes. Calculamos el parámetro de máxima verosimilitud para los datos de la distancia
4 y calculamos la probabilidad de observar una cantidad de aciertos menor o igual a la ob-
servada en la distancia 5. Esto nos da p < 10−30 que el desempeño en la distancia 5 es mayor
o igual a la de distancia 4. Análogamente comparamos las distancias 5 y 6 y observamos que
la probabilidad de que el desempeño a distancia 6 tiene una probabilidad p = 10−10 de ser
menor o igual a la observada en la distancia 5. Esta es una demostración de que el juego de
los chicos está estructurado y no es aleatorio. Por el otro lado, su juego es intŕınsecamente
estocástico. De nuevo, hay muchas formas de demostrar esto pero un indicio claro es que los
chicos muestran niveles intermedios de desempeño en la mayoŕıa de los estados (por ejemplo,
todos los chicos mostraron un desempeño entre 30% y 70% en los estados de distancia 5).

Al analizar el desempeño desde cada estado del grafo del juego (Fig. 5.4.A), observamos
una cáıda abrupta por debajo del “ecuador” del grafo, con una subida pronunciada en
la ant́ıpoda. Más allá de la dependencia previamente descripta con la distancia, en esta
representación también se puede ver que los chicos tienden a elegir rotaciones horarias de los
personajes (Fig. 5.4.A). Además, para ambos estados de distancia cinco del anillo interior
(estados 16 y 20 de la Fig. 5.1.B) los chicos eligen alguna de las movidas correctas con una
probabilidad mucho más baja que al azar (0,35± 0,05% cuando la probabilidad de elección
al azar es 66%).

Estos resultados indican que el comportamiento de los chicos es variable pero que presenta
patrones estereotipados. Combinado con las observaciones expresadas en la Sec. 5.3.1 y el
hecho de que los chicos entend́ıan las reglas del DCM, las cuatro hipótesis necesarias para
que nuestro modelo de planificación fuera razonable se satisfacen (I, II, III and IV in Sec.
5.1.2).

Otra caracteŕıstica muy importante que se observa en los datos es que la poĺıtica de
selección de movidas cambia dramáticamente dependiendo de la historia de movidas pasadas
(i.e. la poĺıtica de selección de movidas de los chicos no es markoviana). Esto es evidente
cuando se comparan las tasas de selección de movidas en un dado estado cuando se empieza
a jugar desde él o cuando se lo visita durante una partida, particular luego de que la primer
movida fuera correcta (Fig. 5.5). Para confirmar que las distribuciones de selecciones de
movimientos son diferentes, usamos un test estad́ıstico de χ2 de Pearson (Plackett, 1983)
y un test G para rechazar la hipótesis de que las distribuciones provienen de la misma
multinomial. Cuando hacemos la prueba para las distribuciones de movimientos para los
datos en conjunto de todos los chicos, encontramos diferencias significativas para todos los
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Fig. 5.3: A muestra la curva del desempeño promedio en función de la distancia inicial. Las barras de error
son el desv́ıo estándar de la media. B muestra dos paneles, con los ajustes del modelo a los datos de los
chicos (curva puntueada en cada panel) para tres valores de H diferentes. El panel de la izquierda contiene
los datos para el modelo con nr = 0 (sin inercia), mientras que el de la derecha es para nr ̸= 0. C muestra el
desempeño medio para los sujetos y modelos con H = 2 con y sin inercia. Las ĺıneas más oscuras representan
el desempeño cuando la primer movida era correcta, mientras que las ĺıneas claras muestran el desempeño
promedio total. El valor de N en la leyenda es la cantidad de ensayos en los que la primer movida era correcta.
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Fig. 5.4: A muestra en una escala de azules, el desempeño promedio al empezar en cada estado del grafo, y en
rojo la tasa de selección de primer movidas desde eses estados. Cada nodo del grafo corresponde a los estados
graficados en la Fig. 5.1.B. El nodo verde indica la posición del estado objetivo y los nodos transparentes
son los estados desde los que nunca se comenzó a jugar. B muestra en tres paneles el desempeño promedio
de los modelos ajustados en el espacio de estados.
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estados (D ≥ 2), incluso después de corregir por Holm-Bonferroni (G-test p < 0,047, Pearson
p < 0,03). Estas diferencias son más pronunciadas para los estados entre distancias 4 y 6
(p < 10−6 para ambos tests con uno o dos grados de libertad dependiendo de si hab́ıa 2 o 3
movidas disponibles). Podemos ver que estas diferencias son significativas para la mayoŕıa de
los chicos realizando los mismos tests sobre la cantidad de movidas correctas e incorrectas,
al empezar y al pasar por los estados de D = 4, 5 y 6. La hipótesis nula en este caso es
que el número de movidas correctas al empezar y al pasar provienen de la misma binomial.
Para asegurarnos de tener suficientes datos como para que las pruebas sean poderosas, las
hacemos para los niños que jugaron más de 125 ensayos (64 de los 73). Todas las pruebas
dan diferencias significativas aún después de corregir por Holm-Bonferroni (p < 0,01).
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Fig. 5.5: Se muestra la tasa de selección de movidas para los datos agrupados de todos los chicos. Las barras
están agrupadas en el eje horizontal de acuerdo al ı́ndice del estado, como se muestra en la Fig. 5.1. Las
barras en cada estado corresponden a las movidas que se pod́ıan hacer alĺı. Las barras verdes son para las
movidas correctas que se pod́ıan realizar en el estado y las rojas las incorrectas. El eje horizontal también
está ordenado para mostrar un incremento de la distancia al objetivo. El panel superior corresponde a la tasa
de selección de la primer movidas y la de abajo a la tasa de selección al pasar por el estado, después de haber
hecho una primer movida correcta (PAFC por su sigla en inglés). Se pueden ver diferencias claras para los
estados que están a entre 4 y 6 movidas de distancia del objetivo, lo que indica una clara no markovianidad
de la poĺıtica de selección de movidas.

5.3.3. Modelo del desempeño de los chicos en el espacio de estados

Como se observó en la Sec. 5.3.1, el desempeño de los chicos se mantiene aproximadamente
constante a lo largo del tiempo. Esto permite modelar la forma de jugar de los chicos por un
agente que planea sus movimientos y no aprende a partir de su experiencia (en el sentido de
mejorar su estimación de valor con lo que su desempeño será estable), como se detalló en la
Sec. 5.2.3.

El modelo propuesto en la Sec. 5.2.3 es controlado por el valor de los parámetros (deta-
llados en la Tabla 5.1). Ajustamos los valores de β, γ, η y nr para cada chico minimizando
la diferencia cuadrática entre el desempeño para cada distancia inicial para los datos y el
modelo. El valor de R fue fijado en 3, pero se realizaron ajustes para tres valores diferentes
de H (1, 2 y 3), dando lugar a conjuntos de parámetros distintos para cada H. También se
realizaron ajustes fijando nr = 0 lo que da lugar a una probabilidad de selección de acciones
markoviana. Nos referimos al ajuste con H = h y nr = 0 como ⟨H=h, nr = 0⟩, y decimos
que carece de inercia. Al caso con inercia lo representamos como ⟨H=h, nr ̸= 0⟩.
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Los modelos sin inercia (Fig. 5.3.B, panel de la izquierda) resultan incapaces de reproducir
el desempeño en función de la distancia. Esto se puede verificar estad́ısticamente con una
prueba χ2 de Pearson que compara si el número de éxitos del modelo y los chicos difiere
significativamente (Plackett, 1983). Para H = 1 y H = 2, p < 10−6; y p < 0,01 para
H = 3, todos con un grado de libertad. Además ⟨H=1, nr = 0⟩ y ⟨H=2, nr = 0⟩ predicen
un desempeño monotónicamente decreciente con la distancia. El ⟨H=3, nr = 0⟩ presenta un
desempeño promedio más alto en la ant́ıpoda (D=7), producto de una propiedad del grafo
de estados. La heuŕıstica avariciosa sesga la selección de movimientos hacia configuraciones
donde la mayoŕıa de las piezas se encuentran en el lugar correcto, y la ant́ıpoda tiene dos
piezas en el lugar correcto con lo que es un óptimo avaricioso. Por lo tanto, un agente guiado
por la heuŕıstica G es atráıdo hacia la ant́ıpoda. Cuando el horizonte de planificación es
par, los planes pueden terminar en la ant́ıpoda, con lo que cuando H = 2 es más probable
que el agente quede atrapado en la ant́ıpoda. Sin embargo, cuando H = 3, ningún plan que
empiece a distancia 7 puede volver a terminar en la ant́ıpoda, lo que implica que se puede
escapar más fácil del óptimo local avaricioso que al planear 2 movidas.

Los modelos inerciales (Fig 5.3.B, panel derecho) ⟨H=1, nr ̸= 0⟩ y ⟨H=3, nr ̸= 0⟩ también
dan ajustes pobres con desempeños que difieren significatimente del de los chicos (p < 10−6,
df = 1). El modelo ⟨H=2, nr ̸= 0⟩ no difiere significativamente (p = 0,95, df=1). Con lo cual
⟨H=2, nr ̸= 0⟩ es el modelo que mejor describe los datos del juego de los chicos en el DCM.
El hecho de que el mejor ajuste se dé para H = 2 es consistente con nuestra hipótesis de
trabajo A, basada en los datos del experimento de Klahr (Klahr, 1985).

Como se hab́ıa dicho en la Sec. 5.3.2, usamos los datos de todos los ensayos jugados por los
chicos para realizar los ajustes. Esto lo hacemos principalmente para que los ajustes tengan
más poder estad́ıstico, pero además hay situaciones en las que no hay suficientes datos en
cada fase de juego para poder hacer ajustes por separado. Sin embargo, cuando analizamos
el desempeño sólo en la fase 4 del juego, se observa que el gráfico de desempeño como función
de la distancia prácticamente no cambia y los ajustes tienen una calidad similar a los que se
basaron en todos los datos (Fig. 5.6).
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El modelo inercial también captura aspectos interesantes de la tasa de selección de mo-
vimientos que los otros modelos no. Se puede ver que los chicos eleǵıan en mayor medida la
movida incorrecta al comenzar a jugar en los estados de distancia 5 del anillo interior (esta-
dos 20 y 16, Fig. 5.4.B). Un comportamiento similar se encuentra en ⟨H=2, nr ̸= 0⟩, aunque
en los otros estados de distancia 5 (estados 7 y 5). Este comportamiento no está presente en
los modelos no inerciales.

Esto probablemente se debe al hecho de que los agentes markovianos (no inerciales),
la tasa de selección de acciones en un dado estado es independiente de los estados que se
visitaron previamente. Por lo tanto, si los parámetros del modelo llevan a sesgar la selección
de la primer movida en los estados de distancia 5 hacia el lugar incorrecto, en primer lugar el
desempeño en esos estados caerá, pero más importante, el sesgo en la selección de la acción
incorrecta también existirá si se arriba a esos estados en algún punto intermedio del juego.
Por lo tanto, al llegar a esos estados, se elegirá la movida incorrecta con más probabilidad,
llevando a una cáıda del desempeño al comenzar en los estados de distancia 6 y 7, que están
obligados a pasar por los de distancia 5 para llegar al objetivo. Como los chicos juegan muy
bien en la ant́ıpoda, para equilibrar el ajuste, los agentes markovianos no pueden tener sesgos
sistemáticos hacia las movidas correctas y por lo tanto presentan una cáıda casi monótona
del desempeño con la distancia al objetivo. Los agentes no markovianos pueden presentar
estos sesgos ya que la inercia (o no markovianidad controlada por nr) lleva a que los sesgos
incorrectos disminuyan al arribar a los estados de distancia 5. La persistencia en errores
sistemáticos es una caracteŕıstica de los agentes con un modelo intŕınseco que funciona en
varias configuraciones pero falla en otras(Sutton and Barto, 1998).

Estos resultados fueron basados en el análisis del desempeño desde cualquier estado
inicial. Las diferencias entre los comportamientos de los modelos inerciales y no inerciales
es más pronunciado en las acciones intermedias de los ensayos. En particular, al observar el
desempeño luego de que la primer movida fuera correcta, se ve que los chicos y el modelo
inercial tienen un desempeño alto, por encima del 80%, cosa que el modelo no inercial es
incapaz de hacer (Fig. 5.3.C). En otras palabras, la probabilidad de que los chicos lleguen
al objetivo después de elegir la primer movida correctamente es alta porque persisten en un
mismo camino, cosa que los modelos no inerciales son incapaces de hacer.

Estas observaciones apoyan la hipótesis de trabajo de que el comportamiento es intŕınse-
camente no markoviano (B en la Sec. 5.1.2).

A pesar de que el modelo ⟨H=2, nr ̸= 0⟩ puede describir varios aspectos de los datos,
no puede explicar todo el conjunto de observaciones. Por ejemplo, no puede explicar la tasa
de selección asimétrica de movidas para los estados que están a la derecha y a la izquierda
del eje formado por el objetivo y su ant́ıpoda en el grafo de estados (Fig. 5.4.A). Como se
mencionó antes, nuestra intención no es ajustar perfectamente los datos con un modelo muy
complicado con mucha información espećıfica al dominio de los datos.

Una primer limitación de nuestro modelo asume que los chicos tienen acceso a la repre-
sentación correcta del juego K, lo cual parece poco probable y, además, no podemos ofrecer
una forma precisa en la que esta representación se compute. La lógica detrás de esta sim-
plificación es la siguiente. En primer lugar, la distancia estimada avariciosamente (G) y la
inercia no pueden ser los únicos recursos disponibles para la función de valor de los chicos.
Supongamos un agente markoviano que sólo tiene la heuŕıstica G para guiar su búsqueda,
para este agente, la tasa de selección de la primer movida debeŕıa siempre estar sesgada
hacia mı́nimos locales de la distancia G. Esto no se observa en los datos de los chicos, en los
estados de distancia 6 y tampoco se observa en algunos de los estados de distancia 5 (Fig.
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5.4.A), que están cerca de la ant́ıpoda que es un mı́nimo local de G. Además, los estados de
distancia 4 hasta 6 forman una meseta de G y para atravesarla, es necesario algún recur-
so además de G. Razonamos que la inercia permite que los agentes puedan atravesar esta
meseta y desempeñarse por encima del azar. Para comprobarlo, construimos un modelo con
nr ̸= 0 y η = 0, o sea un agente no markoviano que sólo tiene disponible la heuŕıstica G. El
desempeño de este modelo es mucho peor que el de los chicos (p < 10−18 df = 1, Fig. 5.7.A),
aunque muestra un incremento del desempeño en la ant́ıpoda para horizontes menores que
H = 3, indicando que la inercia es suficiente para escapar de la meseta de G. El hecho de
que el desempeño de los chicos sea tanto mayor al del modelo indica que tienen recursos
adicionales a la noción de inercia y avaricia.

Fig. 5.7: A, muestra el desempeño medio de todos los chicos en función de la distancia en negro. Las ĺıneas de
colores corresponden a los modelos ajustados conH = 1, 2 y 3 con η = 0 y nr ̸= 0. B y C grafican la diferencia
cuadrática, χ2, que se obtiene en los ajustes del modelo extendido. B, muestra el χ2 promediado sobre todos
los chicos, dividido por el valor máximo observado de χ2. El eje horizontal corresponde a los valores de β
que en la izquierda van desde 0 hasta βopt (el valor obtenido en el ajuste del modelo no extendido) y, en el
panel de la derecha, desde βopt hasta ∞. El eje vertical corresponde a los valores σ y va desde 0 hasta σopt.
Este último valor fue el obtenido al ajustar σ cuando β → ∞, y es igual a σ = 0,01. C, muestra en escala
logaŕıtmica los datos de B, promediados sobre todos los valores de σ.

Una segunda limitación, es que la función de valor es determińıstica. Por este motivo,
también analizamos el desempeño del modelo extendido que agrega ruido a la función de
valor (eq. 5.2). Para valores altos de σ, la función valor es completamente aleatoria. Para
σ bajo, la función de valor representa el conocimiento parcial del juego corrompido por la
heuŕıstica avariciosa. Nuestros resultados (Fig. 5.7.B y C) muestran que hay una gran región
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cóncava para la calidad del ajuste del modelo (χ2) en el espacio de parámetros {σ, β} que
alcanza su mı́nimo en σ ∼ 0 y β similar al valor obtenido para el ajuste sin ruido. Por lo
tanto, estos resultados muestran que los mejores ajustes se obtienen para una función de
valor sin ruido σ ∼ 0.

No hay motivo para suponer que los chicos tengan una representación perfecta del juego
en lugar de tener varios recursos con los que pueden aproximar esta representación. Lo que
muestra nuestro análisis es que la representación aproximada (o el “conocimiento interme-
dio”) a la que tienen acceso los chicos no puede considerarse como la representación perfecta
corrompida por ruido. Esto implica que los chicos deben tener un conjunto de recursos dis-
ponibles para aproximar el desempeño perfecto en el juego de forma determinista (mejor que
si sólo cuentan con la inercia y la heuŕıstica avariciosa).

Otra forma computacionalmente sencilla para intentar mostrar cómo el conocimiento
parcial del juego puede ser incorporado a la función de valor es suponer que los chicos pueden
saber que el juego es resoluble en algunos estados. Este es un enfoque t́ıpico en ciertos
juegos de planificación donde los estados se dividen en dos categoŕıas: 1) un subconjunto
que se consideran “territorio conocido”, donde el valor puede calcularse de forma exacta,
y 2) un dominio más complejo (t́ıpicamente más alejado del objetivo) donde los únicos
recursos disponibles son las heuŕısticas. Como una analoǵıa, un jugador de ajedrez puede
construir la función de valor combinando de forma distinta las heuŕısticas (cantidad de piezas,
número de amenazas, mobilidad de las piezas, etc) y el conocimiento de que cierta posición
es ganable (lleva a un jaque mate en cierta cantidad de movidas). En nuestro modelo, esto
correspondeŕıa a que η dependa del estado. Para algunos estados, los chicos pueden tener un
conocimiento perfecto del juego (o sea η = 1) mientras que en otros estados (seguramente a
mayor distancia) tengan que basarse en heuŕısticas.

De manera equivalente, este escenario puede modelarse con una función K que codifica
la distancia al objetivo sólo para un subconjunto de estados y supone valores uniformes para
los otros estados. Por lo tanto, la minimización de la función de valor es determinada por K
en este subconjunto, y por G en los demás estados. El caso más sencillo de esto corresponde
a suponer que K codifica la distancia real para los estados que están a una distancia menor
a X del objetivo.

Simulamos esto para X = 3, 4, 5 y 6. También implementamos una versión de K que
da valores correctos de la distancia multiplicadas por 10, saturándose para estados mayores
o iguales a 3. Todas las implementaciones de K muestran una calidad de ajuste consis-
tentemente peor a los que se obtiene cuando K representa un conocimiento perfecto (Fig.
5.8).

5.3.4. Modelando la variabilidad de los chicos

En esta sección, analizamos el desempeño medio del ⟨H=2, nr ̸= 0⟩ suponiendo que los
datos de los sujetos son independientes unos de otros. El desempeño vaŕıa mucho entre cada
chico (Fig. 5.9). La variabilidad es más amplia, como es de esperarse, para las condiciones
más dif́ıciles (D = 5 y 6). Una imagen rasterizada muestra que los cambios en los desempeños
del modelo, y de los chicos, están correlacionados para las distancias iniciales (Fig. 5.9.A).
Hacemos una regresión lineal entre los datos de los chicos y sus correspondientes modelos
para D = 5 y D = 6 por separado. Esto muestra una correlación significativa (para D = 5,
el coeficiente de correlación es 0,64, p = 2 ,10−8, df = 71 y para D = 6, el coeficiente de
correlación es, p = 6 ,10−5, df = 71). Además, el modelo no muestra diferencias significativas
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Fig. 5.8: A, muestra el desempeño medio en función de la distancia para todos los chicos y sus modelos
ajustados con diferentes funciones K. B, muestra un box plot de la diferencia cuadrática para todos los
ajustes. Cuando K no satura, se obtiene el mejor ajuste, con el menor chi2 medio y mediano.

en la varianza para estas condiciones. Sin embargo, para distancias cortas, el modelo muestra
una dispersión mayor que la de los sujetos (Fig. 5.9.B).

Probamos que las varianzas de los modelos y los sujetos no difieren significativamente,
para cada distancia inicial, con test de Levene (Levene, 1960) (la hipótesis nula es que
la varianza es la misma). Este análisis muestra que la variabilidad del modelo no difiere
significativamente para distancias largas pero śı lo hace para D = 2 y D = 3 (Tabla 5.2).

Distancia D = 2 D = 3 D = 4 D = 5 D = 6 D = 7
p-valor 0,006 0,019 0,52 0,63 0,12 0,24

Tabla 5.2: Las columnas contienen los p-valores de la prueba de Levene para cada distancia inicial.

Todos los chicos, incluso los que tienen el peor desempeño, son virtualmente perfectos
cuando empiezan a jugar a distancia 2 y 3, y el modelo muestra un desempeño peor y
mayor variabilidad. Esto se debe a que la poĺıtica de búsqueda de planes del modelo no
cambia durante el ensayo, o sea β, que controla la probabilidad de selección de acciones
menos valiosas, es siempre la misma. Sin embargo, podŕıa ocurrir que los chicos cambiaran
su poĺıtica de juego una vez que llegaran al territorio conocido D = 2 o 3, cambiando su
valor de β. Por lo tanto, los chicos podŕıan usar recursos cognitivos diferentes en situaciones
sencillas que en situaciones complicadas, de una forma similar a la suma de números que usa
recursos diferentes cuando los números son pequeños o grandes (Dehaene, 1997).

Un objetivo importante de esta investigación es determinar si los parámetros individuales
del modelo son informativos sobre el desempeño de los chicos en situaciones más allá del juego
DCM espećıfico. Nuestra hipótesis (C, descrita en la Sec. 5.1.2), es que los parámetros que
afectan la función de valor no serán informativos mientras que los que controlan la búsqueda,
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Fig. 5.9: A. Cada punto corresponde a al desempeño de una instancia del modelo como función del desempeño
de su correspondiente sujeto. Cada color está asociado a una distancia inicial como se indica en la leyenda
de la figura. Se muestran por separado los gráficos para las distancias 5 y 6 (junto a su ajuste lineal) en
los paneles de la derecha. B. Muestra el desempeño medio de cada sujeto para cada distancia inicial en
una escala de grises (blanco es desempeño igual a 0 y negro desempeño igual a 1). El eje vertical indica el
ı́ndice del sujeto (para el gráfico del modelo es el sujeto al cual se ajustó), ordenados de modo de tener un
desempeño medio creciente. El panel de arriba corresponde a los datos de los sujetos y el de abajo a los del
modelo. C. Se grafica la diferencia entre los desempeños medios de cada sujeto y su correspondiente modelo
para cada distancia inicial.
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debeŕıan “transferir” su conocimiento a otras situaciones. Para examinar esto, buscamos
correlacionar los parámetros ajustados para cada sujeto para el modelo ⟨H=2, nr ̸= 0⟩ con
indicadores del desempeño. Los valores medios de los parámetros ajustados son β = 9,5±4,8,
γ = 0,46± 0,30, η = 0,44± 0,21 y nr = 0,50± 0,26.

En primer lugar, investigamos la correlación entre los parámetros del modelo y el desem-
peño de los chicos en el DCM. De alĺı vemos que η está correlacionado positivamente
(0,18 ± 0,13) con el desempeño, cosa esperable ya que sólo dice que los sujetos con una
mejor representación de la distancia del juego, jugarán mejor. Por el otro lado, β, γ y nr no
tienen correlaciones significativas con el desempeño (0,01±0,12, −0,09±0,10 and 0,11±0,13
respectivamente). Estos parámetros también muestran interacciones esperables. Por ejemplo,
es razonable esperar que el grupo de chicos que se mueve más al azar (bajo β) no debeŕıa
mostrar una correlación entre η y el desempeño. Confirmamos esto comparando la correla-
ción entre desempeño y η para dos sub grupos de chicos divididos de acuerdo a su valor de
β. Un grupo que es el 25% de los chicos con el β más bajo, y el 25% de los chicos con el
β más alto. La correlación para β bajo (alto) es igual a 0,05 (0,57), con un p-valor de que
estén correlacionados al azar igual a 0,41 (0,008) (Fig. 5.10).
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Fig. 5.10: Desempeño medio de los chicos en función del valor ajustado de η. El tamaño de los puntos es
proporcional a la cantidad de ensayos jugados por el chico, y el color corresponde al valor de β ajustado.

Este análisis es mayormente confirmatorio. La pregunta más interesante es si los paráme-
tros obtenidos por el modelo son informativos del desempeño en un juego diferente. Para
esto, aprovechamos el hecho de que los chicos jugaron al juego ToL durante las sesiones de
prueba antes y después de jugar al DCM. Para medir las correlaciones entre los paráme-
tros del modelo y el desempeño en ToL, dividimos los datos de los chicos en cinco grupos
(sus correspondientes aulas en las escuelas). Después hacemos una regresión lineal entre los
parámetros del modelo y las medidas de desempeño. En DCM, el desempeño es el cociente
entre la cantidad de ensayos que resolvieron en la cantidad mı́nima de movidas y la can-
tidad de ensayos jugados. En ToL, usamos varias medidas de desempeño (si el se llegó al
objetivo, si lo alcanzaban en la cantidad mı́nima de movidas, y el nivel máximo de dificultad
alcanzado). Después realizamos un test t sobre los regresores y usamos los coeficientes de
correlación para medir la fuerza de las correlaciones. La hipótesis nula es que el valor medio
de los coeficientes de correlación es 0. Observamos que η, que teńıa un impacto grande en el
desempeño de DCM, no tiene una influencia significativa en el desempeño de ToL (p = 0,31,
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df = 29). Por el otro lado, γ y más notablemente β, son indicativos (p = 0,03 y df = 29
para ambos). El parámetro nr no muestra una correlación significativa tampoco (p = 0,1 y
df = 29).

También realizamos la prueba agregando el desempeño en el juego de DCM como regresor.
Con esto, hallamos que este desempeño está significativamente correlacionado con el de ToL,
pero el parámetro β sigue siendo significativamente informativo (p = 0,03 y df = 29). Sin
embargo, el parámetro γ deja de ser significativo (p = 0,11). Estos resultados están en
ĺınea con nuestra hipótesis de trabajo, de que los parámetros no espećıficos al juego DCM
(β) debeŕıan ser informativos del desempeño en otras tareas de planificación, mientras que
los parámetros espećıficos del juego (o de la función de valor, η, nr y γ) no debeŕıan ser
informativos (C en la Sec. 5.1.2).

5.4. Discusión

Nuestro trabajo está inspirado en el de Klahr (Klahr, 1985) en que 1) usamos el juego
DCM para investigar el desempeño de niños en una versión “amigable” de un N-puzzle, 2)
modelamos a los chicos como agentes estocásticos que “caminan” por el grafo de estados del
juego y 3) apuntamos a detectar los “métodos débiles” y estrategias de búsqueda usados por
los chicos para resolver el juego. Las diferencias principales con el trabajo original de Klahr
son 1) la investigación de la dinámica del juego y 2) la disponibilidad de un gran cuerpo
de datos con varias sesiones de juego por niño, que nos permitieron separar los diferentes
aspectos de la estrategia de planeamiento (Geffner, 2010): la función de valor, construida
por las heuŕısticas y el conocimiento espećıfico del juego, y la estrategia de búsqueda. Los
modelos presentados aqúı, ajustan mejor los datos del juego que los usados por Klahr (ver el
apéndice 5.A). De hecho, Klahr sólo fue capaz de estudiar unas pocas distancias iniciales y
estados de partida, y su observación fue que la distancia no ayuda a predecir el desempeño.
Aqúı, magnificamos este resultado, revelando un patrón robusto que relaciona la distancia
con el desempeño, cosa que nos permitió identificar los recursos computacionales de los chicos
para la resolución del problema.

Nuestra suposición principal es que los chicos actúan estocásticamente, cosa que se con-
firma en los datos comportamentales, guiados por una combinación de simulaciones de posi-
bles resultados (el proceso de búsqueda) y el uso de una estimación de valor (que usa tanto
heuŕısticas como conocimiento espećıfico). Aunque no estudiamos los tiempos de juego, su-
ponemos que el proceso de planificación es un cómputo recursivo y lento, mientras que la
función de valor se computa de manera rápida.

En primer lugar, los datos revelaron un desempeño mayormente estacionario (Fig. 5.2).
Es más, los chicos jugaron con un desempeño superior que el del juego al azar desde el
primer ensayo. Esto demuestra que no deben atravesar un proceso lento de prueba y error
para aprender las habilidades necesarias para jugar al juego.

En segundo lugar, los datos mostraron una persistencia en cometer los mismos errores en
algunas configuraciones espećıficas del juego (Fig. 5.4.A). Esta es una caracteŕıstica t́ıpica de
modelos - como el que proponemos - basados en búsqueda estocástica en funciones de valor.
Para conseguir un desempeño alto (como el de los chicos), el modelo debe tener niveles
relativamente bajos de estocasticidad en su proceso de búsqueda (alto β), lo cual no es
suficiente para evitar que el planeador pueda caer en mı́nimos locales de la función de valor.

En tercer lugar, la tasa de selección de movimientos difiere, para varios estados, de acuerdo
a la historia de movimientos previos (Fig. 5.5). Esto indica que el desempeño no puede ser
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descripto por un agente markoviano, que decide sólo basandose en el estado presente del
juego, sin tomar en cuenta cómo se llegó hasta ah́ı. Esto justifica la inclusión de un costo a
las movidas de retroceso en la función de valor. La incorporación de este procedimiento es
similar a la noción de costo incurrido en economı́a (Arkes and Blumer, 1985), que se refiere
al costo pasado en el cual ya se incurrió y no puede recuperarse, pero que sin embargo,
condiciona las acciones subsiguientes.

Nuestro enfoque de modelado puede vincularse con el campo de racionalidad acota-
da (Gigerenzer and Selten, 2002) que establece que las decisiones perfectamente racionales
usualmente son impracticables, debido a recursos computacionales reducidos. La racionali-
dad de los individuos es limitado por ciertos cosas, como la información disponible, el tiempo
disponible para tomar la decisión y las habilidades cognitivas. Los “métodos débiles” obser-
vados en los chicos pueden ser interpretados desde esta óptica. Sin embargo, consideramos
que dentro de este campo, nuestro modelo agrega conceptos espećıficos. Más allá de la falta
de conocimiento, los chicos tienen tendencias espećıficas y estereotipadas, como evitar movi-
das de retroceso. La inercia puede ser un recurso adecuado en ciertas situaciones pero evita
que el juego sea óptimo desde un punto de vista general.

Estas observaciones comportamentales justifican la clase de modelo elegida. Esto es im-
portante porque nuestro procedimiento de ajuste puede seleccionar cuál, dentro del subcon-
junto de modelos propuestos, ajusta mejor los datos (qué valor de H, si tiene inercia o no,
etc). Sin embargo, no describe cómo es que estos modelos pueden ser generados en primer
lugar. Una vez que nos comprometimos con un tipo de modelo los ajustes sirven para dos
objetivos, 1) inferir los parámetros que son significativos para el comportamiento y 2) los
parámetros que son informativos del desempeño en tareas diferentes.

El desempeño por individuo en dos problemas estructuralmente idénticos puede variar
debido a cuestiones espećıficas del dominio. Nuestro esfuerzo de modelado puede ser vista
como una manera para distinguir las contribuciones de aspectos espećıficos del dominio,
dentro de la función de valor. De hecho, al analizar los parámetros informativos en otros
problemas observamos esto.

Nuestro trabajo tiene varias limitaciones que debeŕıan resolverse en investigaciones fu-
turas. En primer lugar, durante nuestro trabajo asumimos una estructura para la función
heuŕıstica y el conocimiento del juego. Esperamos que estos no son los métodos verdadera-
mente usados por los chicos, pero aproximaciones generales que son adecuadas para el juego
DCM. Reconocemos que la inclusión de la distancia correcta como un factor pesado dentro
de la función de valor es una simplificación de los recursos de resolución del problema. En
segundo lugar, una cuestión muy importante es cómo incorporar heuŕısticas escaleables e in-
dependientes del dominio, en lugar de las heuŕısticas codificadas a mano dentro del modelo.
Las primeras de estas son construidas con procedimientos generales como, por ejemplo, el
método de relajación de reglas, mientras que las segundas son afinadas para las caracteŕısticas
espećıficas del juego.

5.A. Comparación con el modelo de Klahr

En su trabajo original (Klahr, 1985), Klahr modeló el comportamiento de los chicos
usando dos “caminantes” (agentes artificiales que recorren el grafo de estados del juego). Su
primer caminante (modelo A) seleccionaba una acción con probabilidad uniforme en cada
estado con dos excepciones. En primer lugar, estaba prohibido elegir movidas de retroceso, y
en segundo lugar, si el estado al que se llegaba estaba a distancia 2 o menos del objetivo, se
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eleǵıa siempre la movida correcta. El segundo caminante (modelo B) introdućıa dos paráme-
tros (P1 and P2) y una función de evaluación parcial del estado llamada EV. Esta función
contaba cuantas piezas estaban en su posición correcta, de forma análoga a la heuŕıstica G.
El modelo B seleccionaba entre las acciones que no eran de retroceso con una probabilidad
1 − P1, y retroced́ıa con probabilidad P1. En el primer caso, se seleccionaba la movida que
llevara al estado con mayor EV con una probabilidad P2. En caso de empate en el valor de
EV, la movida era elegida al azar entre las alternativas.
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Fig. 5.11: Se muestra el desempeño medio en función de la distancia para: los chicos (en negro y ĺınea
punteada) y los dos modelos de Klahr. El modelo A es casi un caminante al azar sin parámetros. Los
parámetros del modelo B fueron determinados para minimizar la diferencia cuadrática entre los datos de
cada chico y del modelo.

Klahr estimó el valor de P1 como la fracción de movidas de retroceso observada en el juego
de todos los chicos. Después ajustó un valor para P2 minimizando la distancia cuadrática
con la curva de desempeño como función de la distancia de los chicos. Aqúı, ajustamos
los parámetros P1 y P2 para cada chico, y promediamos el desempeño como función de la
distancia predicho para los distintos modelos (Fig. 5.11). Esta curva era similar a la que se
obteńıa con el procedimiento de Klahr (determinar P1 y luego ajustar el parámetro restante).

Es claro que ambos modelos A y B, producen ajustes peores de los datos de los chicos que
los que conseguimos con nuestro modelo de planificación. Creemos que conseguimos esto por
dos motivos. En primer lugar, porque nuestro modelo separa claramente la función de valor
de la etapa de selección de movimientos. El modelo de Klahr introduce una probabilidad de
elegir una movida avariciosa, P2, y no usa el valor propio de EV. En segundo lugar, porque
nuestro modelo incluye el conocimiento parcial del juego K que da cuenta de otros recursos
de planeamiento. Klahr no incluyó esto porque estudió los datos del juego de sólo un puñado
de ensayos del DCM
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Conclusiones

A lo largo de esta tesis, estudiamos el problema de la toma de decisiones en el cerebro.
Nuestro enfoque fue abarcativo, intentando analizar las diversas escalas del problema, desde
modelos neurofisiológicos para decisiones sencillas hasta el encadenamiento de decisiones
individuales para formar programas complejos.

Para esto nos basamos en el conocimiento extenso que se tiene sobre la neurofisioloǵıa
que subyace a las decisiones perceptuales sencillas, detallada en el caṕıtulo 1. A partir de
registros electrofisiológicos en monos y ratas que fueron entrenados para hacer tareas de
discriminación perceptual, se observó que existen neuronas sensibles a las categoŕıas que
se deben responder, cuya actividad rampea hasta un nivel donde señalan la decisión. Esto
se interpreta como que las neuronas integran evidencia sensorial ruidosa hasta alcanzar un
nivel de certeza suficiente como para decidir. Esta interpretación se deriva de la estrategia
de inferencia bayesiana óptima para toma de decisiones en presencia de ruido, que repro-
duce varias de las observaciones experimentales (detallada en el caṕıtulo 2). Sin embargo,
no está claro cómo es que esta inferencia se instancia en el cerebro, ni a nivel algoŕıtmi-
co ni neurofisiológico. En el caṕıtulo 3, estudiamos una propuesta particular, la inferencia
aproximada por un proceso de muestreo de una distribución de probabilidad. Estudiamos
este mecanismo al nivel neurofisiológico, implementando una red de neuronas que forman
un ensemble de atractores dinámicos. En particular, nos enfocamos en cómo es que esta
implementación permite codificar de forma natural la medida de la confianza que tienen
los sujetos en la elección que tomaron, dentro de la dispersión de la actividad. Mostramos
que nuestro modelo es capaz de reproducir las relaciones conocidas entre la confianza y la
dificultad de la tarea (confianza alta para ensayos fáciles), y la confianza y el RT (confianza
alta para decisiones rápidas). Más importante aún, nuestro modelo es capaz de explicar la
influencia asimétrica de las fluctuaciones sobre la confianza, algo en lo que los demás modelos
de confianza fallan.

La suposición clave de nuestro modelo es que la confianza es decodificada de la distribu-
ción inter-módulo de las tasas de disparo de las neuronas sensibles a la opción seleccionada.
Asumimos que la actividad de cada módulo puede ser interpretada como una muestra de la
integral de la evidencia sensorial a lo largo del tiempo. Si los sujetos tienen acceso a una
representación de la densidad de probabilidad de dichas integrales, pueden estimar su cer-
teza de haber decido correctamente, o sea su confianza. Esta interpretación se basa en la
noción bayesiana de confianza. Nuestros resultados abren nuevas preguntas como: “¿cuál es
el origen de la topoloǵıa de la red?” que podŕıan estudiarse con experimentos de registros
simultáneos de muchas neuronas en la corteza parietal durante tareas de decisión.
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Por otra parte, el cerebro no está limitado a resolver tareas de tomas de decisiones percep-
tuales simples. Es claro que es una máquina capaz de realizar cómputos de manera flexible
y versátil, pero que además presenta circuitos especializados en ciertos cómputos espećıficos
como el trazado visual de una curva, la detección de la orientación, del contraste, del mo-
vimiento, etc. Estos circuitos configuran una red de procesadores especializados, capaces de
operar en paralelo pero que para realizar los cómputos flexibles y versátiles, a veces deben
encadenarse de forma serial. Los mecanismos espećıficos detrás del encadenamiento de las
operaciones ‘elementales’ del cerebro son mayormente desconocidos. En el caṕıtulo 4 estu-
diamos los requisitos computacionales que deben ser satisfechos para que las operaciones
configuren programas comportamentales flexibles y complejos.

Las ideas presentadas intentan ligar la neurofisioloǵıa de decisiones sencillas con el control
de operaciones secuenciales. Nuestro marco teórico propone un conjunto espećıfico de meca-
nismos por los que circuitos neuronales son capaces de controlar cómputos de muchos pasos.
La selección de acciones es determinada por una competencia en paralelo entre neuronas que
acumulan evidencia sensorial y mnemónica hasta un umbral. Concebimos las acciones en un
sentido amplio de la palabra, ya que pueden estar asociadas a efectos motores o cambios
internos del estado de la memoria. La ejecución de estas producciones da lugar a cambios
discretos en una red meta-estable, resultando en un mecanismo robusto ante el ruido que
permite el flujo lógico de los cómputos. Por otro lado, para conseguir flexibilidad, forma-
lizamos el concepto de variables en los programas comportamentales como poblaciones de
neuronas que almacenan temporalmente el valor al que se asocian en los pesos sinápticos a
un dominio de valores. Sobre esta base, enunciamos las operaciones por las cuales se pueden
comparar variables, recordar su valor, asignarles otro y controlar el flujo de operaciones a
través de ellas.

El entendimiento de la neurofisioloǵıa detrás de esta serialidad está dificultada por lo
complicado que es entrenar primates no-humanos para realizar tareas complejas de muchos
pasos. Las ideas que presentamos en el caṕıtulo 4 pueden servir para guiar experimentos en
la búsqueda de los mecanismos necesarios para la realización de estas tareas. Por ejemplo,
la acumulación de actividad de las neuronas debeŕıa observarse incluso en ausencia de una
respuesta abierta, por ejemplo en la corteza prefrontal (en particular el Frontal Eye Field,
FEF) en monos despiertos para el control de la atención. Las neuronas de memoria debeŕıan
evidenciar transiciones rápidas entre estados metaestables, en promedio cada ∼ 100−250ms,
un tiempo compatible con los tiempos medios entre acciones de arquitecturas cognitivas
conocidas.

Por último, en el caṕıtulo 6 extendemos la implementación del proceso de muestreo
para explicar, al nivel algoŕıtmico, una forma de encadenamiento de decisiones individuales.
En particular, estudiamos cómo es que chicos de entre 6 y 7 años se desempeñan en un
juego sencillo de planeamiento. Proponemos un mecanismo de encadenamiento de acciones
individuales (proceso de planeamiento o de búsqueda) que nos permite ajustar el desempeño
de los chicos en la tarea. Más importante aún, nos permite sondear las estrategias de los chicos
para orientar o sesgar la búsqueda de cadenas de acciones (el mecanismo de asignación de
valor de las acciones o la heuŕıstica).

Nuestra suposición principal es que los chicos actúan estocásticamente, cosa que se con-
firma en los datos comportamentales, guiados por una combinación de simulaciones de posi-
bles resultados (el proceso de búsqueda) y el uso de una estimación de valor (que usa tanto
heuŕısticas como conocimiento espećıfico). Aunque no estudiamos los tiempos de juego, su-
ponemos que el proceso de planificación es un cómputo recursivo y lento, mientras que la
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función de valor se computa de manera rápida.
Uno de nuestros resultados principales es la influencia no despreciable que tiene la historia

previa de acciones sobre la forma de juego. Esta caracteŕıstica, junto con los errores estereo-
tipados ponen en evidencia los mecanismos sub-óptimos por los que los chicos organizan su
comportamiento. A partir de estos, nos fue posible separar usando un modelo computacional
de planificación, las contribuciones del proceso de búsqueda, de la capacidad de estimar el
valor de los estados del juego. Gracias a nuestro modelo, observamos que los chicos tienen un
horizonte reducido de planificación a futuro y observamos que los parámetros que controlan
la búsqueda son informativos del desempeño de los chicos en otras tareas de planificación.
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L. Péret and F. Garcia. On-line search for solving markov decision processes via heuristic
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J. Slaney and S. Thiébaux. Blocks world revisited. Artificial Intelligence, 125(1):119–153,
2001.

P. L. Smith and C. R. L. McKenzie. Diffusive information accumulation by minimal recurrent
neural models of decision making. Neural computation, 23:2000–2031, 2011.

P. L. Smith and R. Ratcliff. Psychology and neurobiology of simple decisions. Trends in
Neurosciences, 27(3):161–168, 2004.

A. Soltani and X.-J. Wang. A biophysically based neural model of matching law behavior:
melioration by stochastic synapses. The Journal of neuroscience : the official journal of
the Society for Neuroscience, 26(14):3731–44, 2006.

A. Soltani and X.-J. Wang. From biophysics to cognition: reward-dependent adaptive choice
behavior. Current opinion in neurobiology, 18(2):209–16, 2008.

A. Soltani and X.-J. Wang. Synaptic computation underlying probabilistic inference. Nature
neuroscience, 13(1):112–9, 2010.

G. Sperling. The information available in brief visual presentations. Psychological Mono-
graphs: General and Applied, 74:1–29, 1960.

L. P. Sugrue, G. S. Corrado, and W. T. Newsome. Matching behavior and the representation
of value in the parietal cortex. Science, 304(5678):1782–1787, 2004.

R. S. Sutton and A. G. Barto. Reinforcement learning: An introduction. IEEE Transactions
on Neural Networks, 9(5):1054–1054, 1998.

R. G. Swensson and W. Edwards. Response strategies in a two-choice reaction task with a
continuous cost for time. Journal of Experimental Psychology, 88(1):67–81, 1971.



110 Bibliograf́ıa

S. Thorpe, D. Fize, and C. Marlot. Speed of processing in the human visual system. Nature,
381(6582):520–522, 1996.

D. Thura, J. Beauregard-Racine, C.-W. Fradet, and P. Cisek. Decision making by urgency
gating: theory and experimental support. Journal of Neurophysiology, 108(11):2912–2930,
2012.

P. N. Tobler, C. D. Fiorillo, and W. Schultz. Adaptive coding of reward value by dopamine
neurons. Science, 307(5715):1642–1645, 2005.

D. Y. Ts’o, C. D. Gilbert, and T. N. Wiesel. Relationships between horizontal interactions
and functional architecture in cat striate cortex as revealed by cross-correlation analysis.
The Journal of Neuroscience, 6(4):1160–1170, 1986.

G. E. Uhlenbeck and L. S. Ornstein. On the theory of the brownian motion. Phys. Rev., 36
(5):823–841, 1930.

S. Ullman. Visual routines. Cognition, 18(1-3):97–159, 1984.

M. Usher and J. L. McClelland. The time course of perceptual choice: The leaky, competing
accumulator model. Psychological Review, 108(3):550–592, 2001.

D. Vickers. Decision Processes in Visual Perception. Academic Press, New York, 1979.

D. Vickers and J. Packer. Effects of alternating set for speed or accuracy on response time,
accuracy and confidence in a unidimensional discrimination task. Acta Psychologica, 50
(2):179–197, 1982.

D. Vickers, J. Burt, P. Smith, and M. Brown. Experimental paradigms emphasising state
or process limitations: I effects on speed-accuracy tradeoffs. Acta Psychol, 59(2):129–161,
1985a.

D. Vickers, J. Burt, P. Smith, and M. Brown. Experimental paradigms emphasising state or
process limitations: Ii effects on confidence. Acta Psychol, 59(2):163–193, 1985b.

J. Volkmann. The relation of time of judgment to certainty of judgment. Psychol Bull, 31:
672–673, 1934.

J. Von Neumann. The computer and the brain. Yale University Press, 1958.

J. D. Wallis, K. C. Anderson, and E. K. Miller. Single neurons in prefrontal cortex encode
abstract rules. Nature, 411(6840):953–956, 2001.

C. Wang, D. M. Blei, and D. Heckerman. Continuous time dynamic topic models. In D. A.
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