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Comparación Interactiva de Modelos de Minería de 
Datos Utilizando Técnicas de Visualización 

 

 

 

 

 

Resumen 
El siguiente trabajo presenta una metodología para la generación automÆtica de mœltiples Ærboles 
de decisión y la posterior evaluación de los resultados en forma visual  e interactiva. El foco 
principal reside en el anÆlisis de la incidencia de los parÆmetros de configuración de Ærboles de 
decisión en los resultados de los mœltiples modelos generados. El objetivo del mismo consiste en 
contribuir a la creciente disciplina de Visual Analytics, la cual es en una combinación de tØcnicas 
de Visualización de la Información y Minería de Datos con el fin de involucrar a las  personas en 
los procesos de aprendizaje automÆtico. El enfoque presentado se basa en herramientas 
disponibles en el mercado, sugiriendo la adaptación de las mismas para lograr los objetivos de 
interacción del usuario. Con el fin de demostrar la potencialidad de la metodolog ía se presenta al 
finalizar un caso de uso real de una empresa de Telecomunicaciones.  

 

 

Palabras Clave: visualización, minería de datos, Ærboles de decisión, visual analytics, 
exploración espacio de parÆmetros.    
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 En el capítulo III explicamos cómo es desarrollado un modelo de Ærbol de decisión en la 

actualidad ejemplificando con una de las herramientas comerciales mÆs utilizadas del mercado. 

Explicamos el algoritmo de Ærboles de decisión seleccionado, junto con los parÆmetros que es 

preciso configurar. Son los efectos de estos parÆmetros los que luego visualizaremos en forma 

interactiva en nuestra propuesta, siendo esta contribución la mÆs novedosa. En esta misma sección 

tambiØn hacemos referencia a los principales mØtodos de evaluación de la efectividad de los 

modelos, concentrÆndonos principalmente en curvas ROC y Lift. Éstas, ademÆs de ser las formas 

visuales mÆs representativas de los resultados, son las de mayor uso en la comunidad de Minería 

de Datos. 

 Una vez presentada la metodología actual, en el capítulo IV desarrollamos nuestra 

metodología en forma teórica, para luego aplicar la misma en un caso de uso real. Nuestra 

propuesta consiste en cinco pasos que explicamos en la sección teórica y que luego repetimos 

para el caso de uso real. Este caso de uso es de una empresa de telecomunicaciones argentina que 

actualmente realiza tareas de Minería de Datos de la forma tradicional y que podrÆ beneficiarse 

con la metodología.  

 Por œltimo, en el capítulo V resumimos las contribuciones del trabajo tanto para Minería 

de Datos como Visualización de la Información. Finalizamos presentando a lgunos posibles 

futuros pasos para seguir desarrollando la metodología.  
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limpieza de datos, la integración de datos y el procesamiento en líne a analítico (OLAP por sus 

siglas del inglØs on-line analytical processing).   

A pesar de que la tecnología OLAP permite el anÆlisis multidimensional y la toma de 

decisiones, es preciso contar con herramientas analíticas mÆs potentes que permitan llevar a cabo 

otro tipo de tareas, tales como clasificación, predicción o agrupamient o (clustering).  Gracias a 

esta necesidad de anÆlisis avanzado y la creciente disponibilidad de datos, surge lo que hoy se 

conoce como Minería de Datos.    

El segundo enfoque para analizar la evolución de Minería de Datos, consiste  en 

identificarla como la disciplina convergente de sus tres componentes principales: estadística, 

inteligencia artificial  y aprendizaje automÆtico (Kumar & Bhardwaj, 2011). 

Los estadísticos han utilizado las computadoras por dØcadas como medio para demostrar 

o refutar hipótesis sobre los datos. La estadística es la base sobre l a que han sido construidas la 

mayoría de las tecnologías de Minería de Datos. Sin embargo el uso de la estadística continœa 

asumiendo un conocimiento previo sobre los datos y posterior comprobación, mient ras que la 

Minería de Datos se trata de todo lo contrario. 

La Inteligencia Artificial es otro de los grandes componentes de Minería de Datos.  Esta 

disciplina estÆ construida sobre la heurística como oposición a la estadística y pretende aplicar 

procesamiento similar al pensamiento humano a los procesos estadísticos.  Dado que este enfoque 

requiere gran capacidad de procesamiento computacional, no fue prÆctico hasta los aæos ochenta, 

cuando las computadoras se hicieron mÆs poderosas. El Aprendizaje AutomÆtico puede ser 

considerado como una evolución de la Inteligencia Artificial (AI por sus siglas en inglØs), dado 

que mezcla la heurística de AI con mØtodos estadísticos avanzados.  Esta disciplina le permite a 

las computadoras aprender sobre los datos para luego aplicar el conocimiento aprendido sobre 

otros datos.  

Tradicionalmente las tØcnicas de Minería de Datos pueden dividirse segœn el fin que 

tienen: extracción o identificación de patrones, agrupamiento de datos (clust ering), clasificación 

o categorización predictiva. Cada uno de estos grupos ha experimentado una ev olución diferente.  

La tØcnica mÆs conocida de extracción de patrones es la de Reglas de Asociación 

propuesta por Agrawal (Agrawal, Imielinski, & Swami, 1993) para la detección de patrones de 

compra en tickets de supermercados. Una regla de asociación es una reg la probabilística que 

determina que si ciertos conjuntos de datos ocurren en forma simultÆnea, entonces otros conjuntos 

de atributos tambiØn tienen posibilidades de ocurrir.  Esta tØcnica ha sido muy utilizada en la 

comunidad de Minería de Datos y a la vez referenciada en la mayor parte de los trabajos de la 

disciplina. Luego de este primer trabajo, el algoritmo se extendió a otras aplicaciones. Hoy el 

mismo es utilizado por muchos sistemas de recomendación para sugerir í tems de interØs a las 

personas de acuerdo a su comportamiento de compra.  

Otra de las grandes categorías de algoritmos utilizados en Minería de Datos es la de 

agrupamiento o clustering. Esta tØcnica consiste en agrupar los datos en grupos pero sin 

conocimiento previo de los mismos. A diferencia de la mayoría de los algoritmos de Minería de 

Datos, se trata de una tØcnica exploratoria.  Berkhin (2009) presenta una extensa investigación 

sobre los diferentes tipos de clustering y su aplicación específica  en Minería de Datos.  La división 
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El campo de Minería de Datos experimentó y sigue experimentado un c recimiento muy 

rÆpido dada su amplia posibilidad de aplicación a diversas industrias. Las empresas de 

telecomunicaciones y de tarjetas de crØdito, líderes en la aplicación de tØcnicas de Minería de 

Datos, utilizan algoritmos por ejemplo para detectar fraude en el uso de sus servicios. Las 

compaæías de seguros y mercados de valores tambiØn estÆn interesadas en la aplicación para el 

mismo fin. Las prÆcticas en medicina tambiØn son diversas. La estadística ha estado siempre 

presente en esta ciencia y la Minería de Datos logró hacerse un lugar en el campo. Se pueden 

utilizar diferentes tØcnicas predictivas para evaluar la efectividad de procedimientos quirœrgicos 

o medicamentos. La industria de supermercados utiliza la Minería de Datos para decidir quØ 

productos tener en inventario como así tambiØn para mejorar sus promociones y ofertas al poder 

predecir la efectividad de las mismas.  En general las Æreas de marketing directo son las mÆs 

beneficiadas por el uso de tØcnicas de Minería de Datos, ya que permiten detectar quØ personas 

estarÆn mÆs dispuestas a aceptar una promoción, logrando reducir los costos en las iniciativas de 

comercialización. Estos son sólo algunos de los ejemplos de campos de aplicación de KDD en la 

actualidad.  Cada vez mÆs disciplinas hacen uso de Minería de Datos para generar conocimiento 

sobre sus grandes bases de datos. 

La complejidad creciente en varios de los campos de aplicación y los avance s en la 

tecnología han impuesto nuevos desafíos para la disciplina; entre ellos diferentes formatos de 

datos, ubicaciones dispares, avances en redes, nuevos contextos de negocio, por mencionar sólo 

algunos. La integración con tØcnicas de Visualización de la Informaci ón tambiØn es un gran reto 

y es lo que pretende resolver la corriente de investigación de Visual  Analytics que desarrollaremos 

en la sección siguiente.  

II.3.3 Proceso de KDD 

 El proceso de KDD delineado por Fayyad y otros en 1996 (Fayyad, Piatetsky-Shapiro, & 

Smyth, From Data Mining to Knowledge Discovery in Databases, 1996) sigue siendo hasta el día 

de hoy vigente. Este proceso es interactivo e iterativo y estÆ compuesto por varios pasos que 

requieren de decisiones a ser tomadas por el usuario. En la Figura II.10 puede observarse un 

esquema del mismo. 

Antes de realizar la selección de datos, es preciso comprender el  dominio de aplicación y 

el objetivo para el cual se llevarÆ adelante el proceso de KDD. Una vez comprendido esto, debe 

seleccionarse la información sobre la cual serÆn realizadas las tareas de descubrimiento de 

patrones. Estos datos deben ser pre-procesados, implicando esto la limpieza de los mismos, 

eliminación de ruidos y valores extremos, tomar decisiones sobre el  tratamiento de datos faltantes 

y considerar los datos que cambian con el tiempo. Una vez procesados los datos, los mismos 

pueden ser transformados para reducir la dimensión del problema. El nœmero de variables a 

considerar puede reducirse o se pueden buscar nuevas formas de representar los datos.  Con los 

datos ya transformados, se debe decidir quØ tØcnica de minería de datos se ajusta mÆs al objetivo 

del proceso de KDD bajo estudio. Se podrÆ elegir por tanto entre modelos de clasificación, 

regresión, agrupamiento (clusters), redes neuronales, entre otros. El m odelo producirÆ una serie 

de patrones que deberÆn ser interpretados y evaluados para finalmente convertirlos en 

conocimiento.  Este nuevo conocimiento servirÆ para ejecutar acciones basadas en información. 
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II.4.3 Proceso de Visual Analytics 

El proceso de Visual Analytics presentado por Keim (Keim, Kohlhammer, Ellis, & 

Mansmann, 2010) combina mØtodos automÆticos y visuales con la interacción humana para ganar 

conocimiento sobre los datos.  

En la Figura II.12 puede observarse el modelo propuesto por Keim. El primer paso 

consiste en la preparación y transformación de los datos para su poste rior exploración. Luego de 

esta tarea, el analista puede elegir entre el anÆlisis visual o el automÆtico. Si se utilizan primero 

mØtodos automÆticos, se aplican algoritmos de Minería de Datos para el modelado de los mismos.  

Una vez que se crea el modelo, el analista debe evaluar y refinar el mismo, lo cual puede ser 

realizado de mejor forma a travØs de la interacción con los datos. Las visualizaciones permiten a 

los analistas interactuar con los mØtodos automÆticos al modificar parÆmetros o seleccionar otros 

algoritmos. Luego se pueden visualizar los modelos para evaluar los conocimientos generados 

por los mismos.  

 

 

Figura II.12 El proceso de Visual Analytics (traducción de (Keim, Kohlhammer, Ellis,  & Mansmann, 
2010)). 

 

 Otra forma de anÆlisis es comenzar por la exploración visual de los datos para confirmar 

una hipótesis generada por los mØtodos automÆticos. La interacción es necesaria para revelar 

información œtil que permita mejorar los procesos de anÆlisis automÆtico.   

 Este proceso tiene como objetivo integrar fuertemente los procesos automÆticos con los 

de interacción visual. En nuestro trabajo nos enfocaremos en la visual ización del refinamiento de 

parÆmetros.  
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II.5 Resumen 

En el presente capítulo hemos presentado la visión de Visual Analytics  como resultado 

de la conjunción de las disciplinas de Visualización de la Información y  Minería de Datos. 

Repasamos los conceptos y evolución de cada una de las tØcnicas, junto con los procesos para 

generar visualizaciones y modelos de Minería de Datos.  

Gracias al estudio del estado del arte en el Ærea de Visual Analytics, pudimos detectar la 

necesidad analizar la influencia de la configuración de los parÆmetros de algoritmos de minería 

de datos mediante tØcnicas de visualización. Nuestro trabajo se centra en este punto, 

contribuyendo al desarrollo de la disciplina. 

En los siguientes capítulos desarrollaremos nuestra idea y presentaremos una 

metodología para analizar visualmente los cambios en el poder predictivo de Ærboles de decisión 

debido a las diferentes configuraciones de los parÆmetros. Presentaremos un mØtodo interactivo 

de anÆlisis en contraste a un mØtodo interactivo de construcción.  
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El objetivo del procedimiento CHAID es dividir la población sucesivame nte en dos o mÆs 

grupos, a partir de una variable independiente que mejor explique la clase a la cual pertenece cada 

instancia evaluada. Esta evaluación del mejor predictor se hace utiliz ando el p-valor  de la 

distribución Chi-Cuadrado, de ahí su nombre.  

El p-valor es utilizado en Estadística para realizar contrastes de hipótesis. Este parÆmetro 

indica cuÆl es el menor nivel de significación que puede escogerse para el cual se aceptaría una 

hipótesis alternativa, siendo la hipótesis de nulidad la que se desea probar. El p-valor, aplicado al 

algoritmo CHAID, representa la probabilidad observada entre el predictor y la variable 

dependiente que se presentaría si fueran estadísticamente independientes. Por ejemplo, un p-valor 

de 0.05, significa que la relación observada entre el predictor y la variable dependiente se 

presentaría solamente 5% de las veces, si las variables fueran independientes.  

CHAID utiliza el estadístico Chi-cuadrado para analizar si las diferencias entre la 

distribución de los valores observados y la distribución de los valores esperados son debidas al 

azar, o bien si no cumple la hipótesis establecida. En el caso de los Ærboles de decisión, la hipótesis 

nula es que las variables son independientes. El algoritmo calcula el estadístico Chi-cuadrado para 

cada combinación de la variable dependiente con respecto a la independiente y determina el valor 

del mismo segœn la tabla de contingencia.   

Una tabla de contingencia es una tabla de doble entrada en donde en cada casilla figura 

la cantidad de casos o individuos que poseen las ambas características analizadas. Por ejemplo, 

en la Tabla III-1 se observa una tabla de contingencia de 2x2 en donde cada celda contiene la 

cantidad de individuos de determinado sexo (hombre o mujer) que cumplen con una condición de 

fumador (no fuma, fuma).  

 

 Sexo  

 Hombre Mujer Marginal 

Fumador 65 58 123 

No Fumador 43 67 110 

Marginal 108 125 233 

Tabla III-1 Tabla de Contingencia Sexo versus Fumador 

      

Con estos valores se puede calcular el estadístico Chi-Cuadrado para analizar la 

dependencia de las variables. Su cÆlculo permite conocer con un nivel de confianza estadístico 

determinado si los niveles de una variable influyen en los niveles de otra variable. Para el caso de 

ejemplo de la Tabla III-1, el estadístico determinarÆ si el sexo de una persona es un factor 

determinante en su condición de fumador. Pearson planteó la utilización de l estadístico Chi-

Cuadrado (x2) definido por:  
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III.2.2 El Algoritmo 

El algoritmo consiste en tres grandes pasos: fusión, división y detención.  

Fusión 

Para cada variable predictora X, unir las categorías no significativas. Cada categoría final de X 

resultarÆ en un nodo hijo si X es utilizada para dividir el nodo.  El paso de fusión tambiØn calcula 

el p-valor ajustado que serÆ utilizado en el paso de división.  

1. Si X tiene una sola categoría, parar y fijar el p-valor ajustado en 1.  

2. Si X tiene dos categorías, ir al paso 8.  

3. Si no se cumplen ninguna de las condiciones anteriores, encontrar el par de categorías de 

X que es significativamente menos diferente (mÆs similar). El par mÆs similar es aquel 

cuyo test estadístico tiene el mayor p-valor con respecto a la variable dependiente Y.  

4. Para el par que tiene el p-valor mayor, verificar si el mismo es mayor que el definido por 

el usuario. Si lo es, este par es fusionado en una sola categoría compuesta. Luego un 

nuevo conjunto de categorías X es formado. Si no lo es, ir al paso 7. 

5. Si la nueva categoría X formada consiste de 3 o mÆs categorías originales,  entonces 

encontrar la mejor división binaria dentro de la categoría compuesta en donde el p-valor 

sea el menor.  Realizar esta división binaria si el p-valor no es mayor que un valor alfa 

de división.  

6. Ir al paso 2.  

7. Cualquier categoría que tenga muy pocas observaciones (comparado con el mínimo 

seleccionado por el usuario), es unida con la categoría mÆs similar, medida por el p-valor 

mÆs grande.  

8. Se calcula el p-valor para las categorías fusionadas aplicando los ajustes de Bonferroni.  

División 

La mejor división para cada predictor es encontrada en el paso de f usión. El paso de división 

selecciona el mejor predictor para dividir el nodo. Esta selección es  realizada comparando cada 

p-valor ajustado asociado a cada predictor. El p-valor ajustado es obtenido en el paso de fusión.  

1. Seleccionar  el predictor que tenga el menor p-valor ajustado, es decir, el mÆs 

significativo.  

2. Si el p-valor ajustado es menor o igual al valor definido por el usuario, dividir el nodo 

utilizando este predictor. Caso contrario, no dividir el nodo. Se convierte en un nodo 

terminal.  

Detención 

El paso de detención corrobora si el proceso de crecimiento del Ærbol debe continuar o si debe 

detenerse teniendo en cuenta las siguientes reglas.  

1. Si el nodo es puro (todos los casos en el mismo tienen la clase de la variable dependiente), 

no se dividirÆ el mismo convirtiØndose en nodo terminal.  

2. Si todos los casos en el nodo tienen valores idØnticos para cada predictor,  el nodo no serÆ 

dividido.  





 

39 
 

A partir de la tabla de contingencia (Tabla III-3) puede evaluarse el estadístico Chi-

Cuadrado para saber si las variables son independientes. El cÆlculo del mismo se realiza con la 

fórmula propuesta por Pearson. Para ello es necesario calcular las fr ecuencias esperadas para cada 

combinación de atributos. Estos cÆlculos pueden observarse en la Tabla III-4.  

 

 Variable Dependiente  

Aæo Otros JMB TUEC NSC Total 

1960 11 35 100 24 170 

1961 12 36 103 25 176 

1962 11 33 94 23 160 

1963 11 33 96 23 163 

Total 44 137 392 96 669 

Tabla III-4 Frecuencias Esperadas para los valores Aæo de Ingreso y ComitØ Evaluador 

Luego se calcula el x2 con la fórmula antes expuesta:  

 

�T�6 L ��
�Ã �Ã �:�J�Ü�ÝF �'�Ü�Ý�;�6
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�Ý�@�5
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�' �Ü�Ý
L �s�{�ä�s 

 

Dado que se busca disminuir la cantidad de categorías, el algoritmo evalœa las 6 

combinaciones posibles para los valores de aæo de ingreso y calcula los valores Chi-Cuadrado 

para cada combinación. El valor aæo de ingreso es tomado en este caso como una variable libre, 

es decir que se toma como categórica y no ordinal, pudiendo realizar as í combinaciones de aæos 

no consecutivas.  

La Tabla III-5 muestra los valores para la combinación de los 2 primer os aæos en una sola 

categoría. Esta combinación otorga como resultado un estadístico Chi-Cuadrado de 2.2.   

 

 Variable Dependiente  

Aæo Otros JMB TUEC NSC Total 

1960, 1961 20 73 219 34 346 

1962 11 30 93 26 160 

1963 13 34 80 36 163 

Total 44 137 392 96 669 

Tabla III-5 Tabla de Contingencia Aæo de Ingreso versus ComitØ Evaluador con los dos primeros valores 
unificados 

El algoritmo evalœa a continuación las 3 fusiones posibles. La tabla 3.6 contiene 2 valores 

posibles para la categoría aæo. Esta fusión produce un valor Chi-Cuadrado de 3. 
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 Variable Dependiente  

Aæo Otros JMB TUEC NSC Total 

1960, 1961 20 73 219 34 346 

1962, 1963 24 64 173 62 323 

Total 44 137 392 96 669 

Tabla III-6 Tabla de Contingencia Aæo de Ingreso versus ComitØ Evaluador con los dos primeros valores 
unificados 

La œltima fusión posible (las 2 nuevas categorías), arroja un valor Chi-Cuadrado de 13.7, 

el cual es significativo con un nivel de confianza de 0.0035, por lo cual la unión no es realizada. 

Como no se puede fusionar mÆs la categoría, se acepta esta tabla de 2x4 como la mejor y se estima 

su significación con el ajuste de Bonferroni en 0.024. 

Este trabajo es realizado para cada una de las variables predictoras. Una vez que se tienen 

todas las tablas finales, se comparan los valores Chi-Cuadrado y se elige el mÆs significativo para 

hacer la división del grupo en el primer nivel del Ærbol. La variable mÆs significativa resultó ser 

el nœmero de materias comerciales, agrupado en 4 categorías como muestra la Figura III.1 (Kass, 

1980). Cada uno de los 4 grupos es luego utilizado para armar seguir dividiendo en grupos, 

excepto en el caso en donde se haya llegado a un grupo de 100 estudiantes (valor definido por el 

usuario).  Para cada grupo (nodo del Ærbol) se procede de la misma forma que para el grupo total. 

En el caso de ejemplo, la variable tipo de escuela, resultó ser la me jor predictora para ambos 

subgrupos, generando 4 grupos en el segundo nivel del Ærbol. De estos grupos sólo 2 pueden ser 

subdivididos ya que tienen el nœmero suficientes de observaciones. Sin embargo, para el grupo 

de 140 estudiantes, ninguna variable predictora superó el mínimo de nivel  de significación 

configurado por el usuario, por lo que no pudo ser dividido.  

III.3.3 Los Parámetros 

En varios de los pasos del algoritmo descripto anteriormente, se compara el resultado 

obtenido versus un parÆmetro definido por el usuario. Estos parÆmetros determinan el modelo 

final, al fijar los límites de división de las ramas del Ærbol. A su vez estos parÆmetros determinan 

las reglas de parada del algoritmo. 

P-Valor 

Uno de los parÆmetros a definir por el usuario es el p-valor. Este valor serÆ el que se 

compare contra el valor Chi-cuadrado en los pasos de fusión y divisi ón. Por lo general este 

estadístico suele fijarse en 0.05, aunque en algunos programas de minería de datos, el valor estÆ 

predeterminado en 0.2.  Recordemos que en el caso de los Ærboles de decisión, la hipótesis nula 

es que las variables son independientes, por lo tanto, mientras  menor es el valor del estadístico, 

mayor es la dependencia entre las variables. Al fijar un valor pequeæo, se le exige a las variables 

que sean mÆs dependientes, por lo tanto mÆs explicativas. 
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 Clase Verdadera 

Positiva Negativa 

C
la

se
 

Pr
on

os
tic

ad
a Positiva Verdaderos 

Positivos (VP) 

Falsos Positivos 

(FP) 

Negativa Falsos Negativos 

(FN) 

Verdaderos 

Negativos (VN) 

Totales Positivos (P) Negativos (N) 

Tabla III-7 Matriz de Confusión 

Los nœmeros en la diagonal principal representan las decisiones correctas, mientras que 

la diagonal inversa representa los errores, tambiØn llamados confusión, entre las clases. Esta 

matriz deriva en las mØtricas bÆsicas de anÆlisis de un clasificador: 
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La tasa de verdaderos positivos (tasa vp), suele llamarse tambiØn sensibilidad. Otra 

mØtrica que se utiliza es la de especificidad,  que no es mÆs que la tasa de verdaderos negativos 

(tasa vn). 

Estas mØtricas suelen no ser suficiente en la mayoría de los casos en donde se necesita 

ademÆs de la clasificación, un ranking de posibles resultados positivos (Ling, Huang, & Zhang, 

2003). Para solucionar esta limitación, surge el uso de las curvas ROC en el Æmbito de la Minería 

de Datos. A continuación explicaremos las mismas.  

Curva ROC  

 La curva ROC (del inglØs Receiver Operating Characteristic Curve) es una tØcnica grÆfica 

que sirve para visualizar, organizar y seleccionar clasificadores basados en su performance 

(Fawcett, 2004).  El uso de curvas ROC se extiende a varios tipos de clasificadores, no sólo a 

Ærboles de decisión. Dado el alcance de este trabajo, sólo detallaremos su uso para el anÆlisis de 

este tipo de clasificadores.  
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sistemas de Minería de Datos tienen diferentes estrategias para graficar y suavizar la curva. Sin 

embargo en tØrminos generales la mayoría de ellos funcionan de la forma anteriormente expuesta.  

A diferencia de las curvas ROC para modelos que ordenan (rankeadores), cuando se trata 

de curvas ROC de modelos clasificadores, no se utiliza un nivel de corte (cutoff) para generar las 

mismas. Sin embargo algunas herramientas de Minería de Datos tienen la posibilidad de modificar 

el punto de corte de las hojas de los Ærboles. Es decir, se puede exigir que una determina hoja del 

Ærbol clasifique todos los casos de la misma en positivos, sólo si, por ejemplo, el 80% de los casos 

son positivos. La manera por defecto es clasificar la hoja segœn la mayoría, es decir, por encima 

del 50%.  

Área bajo la Curva ROC (AUC) 

Si bien las curvas ROC son fÆcilmente comparables visualmente, a veces es preciso contar 

con una sola medida escalar que determine quØ modelo clasifica mejor. Una forma de realizar 

esto es mediante el cÆlculo del Ærea bajo la curva ROC (AUC) (Bradley, 1997). Este valor serÆ 

siempre variarÆ entre 0.5 y 1, ya que ningœn modelo puede dar una AUC menor que el azar, que 

es la diagonal que produce un Ærea bajo la curva de 0.5.  

Curva Lift 

La curva Lift es muy utilizada por los analistas de minería de datos en Æreas de marketing 

o ventas (Vuk, 2006).  El lift es una medida de efectividad de un modelo predictivo calculada 

como la relación entre los resultados obtenidos con el modelo predictivo, ver sus los obtenidos sin 

el mismo. El lift se calcula por lo general dividiendo la base en deciles y ordenando los registros 

de mayor probabilidad de respuesta a menor probabilidad. Luego para cada decil se calcula la 

proporción de casos positivos que identificó el modelo versus el de la pobl ación en general.  Estos 

datos se trasladan a un grÆfico de dos ejes, en donde el eje de las x representa los deciles y el de 

las y la relación calculada (Figura III.3 ). 

En la figura se observa ademÆs de la curva Lift, otra curva muy utilizada que es la curva 

Lift acumulada. Con esta curva es posible determinar quØ nivel de ganancia (lift) se obtiene al 

realizar el corte de la base en determinado punto. Así por ejemplo para el caso de la Figura III.2 

si seleccionamos el 40% de la base, obtendremos un lift de 2.05, es decir una proporción del doble 

de casos positivos que si hubiØsemos seleccionado casos al azar. Esta curva es de gran utilidad en 

Æreas de marketing directo. Si bien la curva es muy similar a la curva ROC, la misma difiere 

bÆsicamente en que la curva lift depende de la cantidad de casos, mientras que la ROC no. 

III.4 Metodología Actual para la Construcción y Evaluación de Árboles de 
Decisión de tipo CHAID 

III.4.1 Proceso de Modelado Tradicional 

En el capítulo II  detallamos el proceso de KDD tradicional (Figura II.10), compuesto por 

5 etapas: selección, pre-procesamiento, transformación, minería de datos y evaluación e 

interpretación.  La etapa de minería de datos consiste en elegir e l modelo que mejor se ajuste al 

objetivo propuesto. Por lo general en esta etapa son evaluadas diversas tØcnicas de minería de 

datos, tales como regresión, Ærboles de decisión, redes neuronales, entre otras. Cada uno de los 
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algoritmos debe ser configurado con diversos parÆmetros que luego producirÆn distintos 

resultados. 

A continuación enumeramos los pasos que se realizan generalmente para  construir un 

Ærbol de decisión basado en un algoritmo CHAID, ejemplificando este proceso con el uso de la 

herramienta de minería de datos SAS Enterprise Miner. Dado que el foco del presente trabajo es 

en las etapas de modelado y anÆlisis de resultados, no detallaremos las tareas que involucran la 

selección, el procesamiento y transformación de datos.  

 

Figura III.3 Caso Ejemplo Curva Lift y Lift Acumulado (adaptado de Coppock, (Coppock, 2002)) 

 

III.4.1.1 Configuración inicial de los parámetros selec cionados 

Una vez que el conjunto de datos y las variables a utilizar estÆn seleccionadas, se procede a elegir 

el algoritmo a utilizar y configurar los parÆmetros del mismo. Por lo general el analista selecciona 

unos pocos parÆmetros a variar para realizar diversas configuraciones. Estos parÆmetros suelen 

ser los de parada del algoritmo: mÆxima profundidad y mínima cantidad de casos por hoja. 

TambiØn suele configurarse la apertura mÆxima en ramas que se desea. Este parÆmetro no 

constituye un criterio de parada pero es muy utilizado por los analistas.  
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SAS Enterprise Miner cuenta con un algoritmo de Ærboles de decisión propio, el cual puede ser 

aproximado a CHAID ajustando las opciones de configuración del mismo 8. Este algoritmo es 

accedido mediante un nodo que contiene diversos parÆmetros que pueden ser ajustados (Figura 

III.4). El usuario de la herramienta debe ingresar los valores que desee en cada parÆmetro en el 

panel de la izquierda.  

 

 

III.4.1.2 Ejecución de las combinaciones seleccionadas  

Por lo general estas combinaciones no son mÆs de 3 o 4 ya que se prioriza el tiempo de ejecución.  

A su vez, la configuración de diferentes opciones suele ser un proceso tedioso en las herramientas 

de Minería de Datos ya que es preciso colocar un nodo por cada configuración que  se desee hacer. 

Esta apreciación es vÆlida para aquellos programas de Minería de Datos en donde no se utiliza 

código de programación sino una interfaz de usuario con flujos de trabaj o, tales como SAS 

                                                      
8 Para aproximar el algoritmo a un CHAID, deben seguirse los pasos que se encuentran detallados en el 
manual de la herramienta. 

 

Figura III.4 Generación de un Ærbol de Decisión con SAS Enterprise Miner 



http://support.sas.com/documentation/cdl/en/emgsj/66375/PDF/default/emgsj.pdf
http://pic.dhe.ibm.com/infocenter/spssmodl/v15r0m0/index.jsp
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Figura III.7 Pantalla de Resultados del Nodo r̀bol de Decisión de SAs Enterprise Miner  

 

Este nodo permite comparar los resultados de 2 o mÆs Ærboles de decisión, aunque 

tambiØn sirve para poder generar la curva ROC de un solo Ærbol. A diferencia de la pantalla de 

resultados de la Figura III.7, este nodo no muestra el Ærbol de decisión en sí (Figura III.99). El 

resto de las mØtricas si son repetidas (curvas lift, curvas de ganancia, mØtricas de accuracy, etc.).  

 

 

Figura III.8 Nodo Comparación de Modelos SAS Enterprise Miner 

 

Como puede observarse, no hay forma de relacionar estos resultados con las diferentes 

configuraciones de parÆmetros seleccionadas. Para comprender la relación entre las diferentes 

configuraciones de parÆmetros y los resultados es preciso que el analista recuerde cómo nombró 

cada Ærbol. 
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interactiva. Sin embargo los mismos autores plantean la necesidad de evaluar esta nueva 

propuesta en conjuntos de datos del mundo real, ya que el caso de estudio fue realizado con un 

conjunto de datos pequeæo. A su vez tampoco poseen otro tipo de evaluaciones mÆs consistentes 

como AUC o Lift, evaluaciones que ya hemos enunciado como necesarias. 

 

 

Figura III.11 Selección de la variable a utilizar para dividir el nodo raíz en ramas  

 

III.5 Resumen 

 En el presente capítulo presentamos el algoritmo CHAID y lo explicamos mediante un 

simple ejemplo manual de un caso disponible en la bibliografía. Luego explicamos el proceso de 

modelado llevado a cabo actualmente por la mayoría de los analistas de Minería de Datos que 

utilizan las herramientas disponibles en el mercado para llevar a cabo sus tareas de anÆlisis. 

Particularmente seleccionamos la herramienta SAS Enterprise Miner por ser la herramienta al 

alcance.  Incluimos tambiØn la descripción de los mØtodos de anÆlisis de resultados mÆs usuales 

y la forma de visualizar los mismos, utilizando ejemplos genØricos.  

En todos los casos resaltamos la falta de herramientas para evaluar la incidencia de la 

configuración de los parÆmetros en los resultados de los Ærboles de decisión generados. En el 

próximo capítulo presentaremos un nuevo enfoque mediante el cual pretendemos  mejorar la 

metodología actual para poder analizar los resultados de las diferentes combinaciones de 

parÆmetros en forma visual.  
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IV. Análisis Interactivo de Árboles de Decisión  

IV.1 Introducción 

En los capítulos anteriores hemos realizado un recorrido por el estado actual del proceso 

de Minería de Datos y su intersección con Visualización de la Inform ación. Detallamos el 

procedimiento actual llevado a cabo por analistas de Minería de Datos para construir Ærboles de 

decisión enumerando algunas limitaciones que podrían ser cubiertas media nte un enfoque de 

Visual Analytics.  

Dentro de las limitaciones que se mencionaron en la metodología actual, es de especial 

interØs la falta de integración entre el anÆlisis de resultados y la evaluación de la incidencia de la 

configuración de los parÆmetros de Ærboles de decisión en los mismos. Desarrollar tØcnicas que 

permitan entender cómo un modelo cambia cuando uno o mÆs parÆmetros son modificados fue 

declarado por Bertini (Bertini & Lalanne, 2009) como un Ærea de especial interØs en Visual 

Analytics. Segœn el autor, en las herramientas actuales es casi imposible lograr este nivel de 

interacción. No sólo porque la mayoría de los parÆmetros son difíciles  de interpretar, sino tambiØn 

porque el usuario es forzado a realizar una serie de pasos de prueba y error, cambiando los 

parÆmetros, esperando la construcción de un nuevo modelo, evaluando los resultados e iterando 

hasta que el resultado sea lo suficientemente correcto. Este mismo punto fue el que comprobamos 

en el capítulo anterior al detallar los pasos en la creación de modelos de Ærboles de decisión en 

una de las herramientas de minería de datos mÆs utilizadas del mercado.    

  En función de esta oportunidad de mejora detectada, presentaremos una metodolog ía que 

consiste en el uso de tØcnicas de Visualización para la interpretación y comparación del efecto de 

la configuración de los parÆmetros en los resultados de Ærboles de decisión.  La evaluación de 

resultados no sólo comprenderÆ el anÆlisis de la precisión de los modelos (por ejemplo curvas 

ROC), sino tambiØn el estudio de las diferentes reglas generadas por las diferentes 

configuraciones de los algoritmos. Se pretende con este enfoque facilitar la tarea de anÆlisis para 

los usuarios de aplicaciones comerciales. A diferencia de otros enfoques, proponemos la 

construcción de mœltiples modelos en forma automÆtica y la posterior interpretación a travØs de 

la visualización interactiva de los resultados. 

 En este capítulo desarrollaremos primero nuestro enfoque en tØrminos conceptuales, 

introduciendo posibles desarrollos para la mejora de las herramientas actuales. Al finalizar 

demostraremos la aplicación en un problema de negocios. 

IV.2 Alcance de la Metodología Propuesta 

 Tal como mencionamos en el capítulo anterior, explicaremos nuestro enfoque utilizando 

el algoritmo CHAID. Sin embargo, creemos que nuestro trabajo podrÆ expandirse fÆcilmente a 

otras tØcnicas de minería de datos que involucren la configuración de diversos parÆmetros para el 

entrenamiento de los algoritmos, como por ejemplos redes neuronales.  

 Nuestro trabajo consiste en plantear una metodología de anÆlisis interactivo de Ærboles de 

decisión y la incidencia de los parÆmetros de configuración de los mismos. Para ello sugerimos 

el uso de diferentes herramientas disponibles. No desarrollamos una herramienta nueva, sino que 
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proponemos llevar nuestra metodología a las herramientas actuales del mercado. Para poder 

plasmar la idea en imÆgenes, presentamos posibles pantallas sugeridas que podrían verse 

implementadas en las diferentes soluciones.  

IV.3 Nuestra Metodología 

 Teniendo en cuenta las limitaciones del proceso tradicional y del proceso interactivo, 

desarrolladas en el capítulo III, presentamos una alternativa para la construcción de Ærboles de 

decisión y su evaluación. Nuestra propuesta combina la generación automÆtica de Ærboles de 

decisión junto con la evaluación interactiva de diferentes resultados, ce ntrÆndonos en la 

incidencia de los parÆmetros en la efectividad de los modelos. Presentaremos primero el 

desarrollo teórico o conceptual y luego aplicaremos el mismo al mode lado de un caso de negocios 

de la vida real.  

  Nuestra metodología consiste en los pasos enumerados en la Figura IV.1. Explicaremos 

cada uno de ellos en las secciones siguientes haciendo referencia a las diferencias con el 

procedimiento actual explicado en el capítulo anterior.  

 

 

Figura IV.1 Proceso de Modelado y Evaluación Interactiva de Modelos  propu esto 

 

Los pasos propuestos son posteriores a la definición del conjunto de datos de 

entrenamiento y la definición de las variables a utilizar. Dentro del proceso de KDD (Figura 

II.10), nuestra metodología se aplicaría a partir del paso de minería de datos, involucrando 

tambiØn la evaluación e interpretación de los resultados.  

1. Configuración de los Límites de Variación de los Parámetros

2. Generación Automática de Modelos según Todas las 
Combinaciones de los Parámetros Posibles

3. Generación de las Métricas y Gráficos de Resultados

4. Evaluación Visual e Interactiva de los Resultados

5. Selección del Modelo más Apto
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IV.3.1 Configuración de los Límites de Variación de los Parámetros 

Actualmente para realizar pruebas de diferentes parÆmetros de CHAID, el analista debe 

seleccionar los valores de cada uno de ellos y ejecutar cada combinación de  una por vez (sección 

III.4.1.1).  

En nuestra metodología, proponemos que el analista configure para cada parÆmetro del 

algoritmo que desee variar el límite superior e inferior, así como el incremental que desea para 

cada uno de estos parÆmetros. Otra opción sería la configuración de lista de valores a utilizar para 

el caso en donde los intervalos de variación no sean regulares.  

Por ejemplo si desea evaluar cómo afecta el mÆximo de profundidad del Ærbol al resultado 

predictivo del mismo, podría fijar para el parÆmetro mÆxima profundidad un mínimo 5 niveles y 

un mÆximo 10 y que este a su vez se incremente de a una unidad. Es decir que la herramienta 

debería generar automÆticamente Ærboles de 5, 6, 7, 8, 9 y 10 niveles de profundidad. Para el 

parÆmetro mínima cantidad de casos por hoja podría resultar poco significativo incrementar el 

mismo en una unidad, por lo que podría configurarse para este parÆmetro una variación, por 

ejemplo, de 10 en 10 o un valor porcentual del total de casos de entrenamiento. Para el parÆmetro 

mínima cantidad de casos por hoja, tal vez sea mejor colocar una lista de valores posibles en 

lugar de intervalos ya que es un parÆmetro que no genera grandes variaciones en los resultados 

segœn diversas pruebas realizadas.  Otro tipo de configuración para este parÆmetro,  podría una 

fórmula. Sin embargo, sería preciso analizar quØ tipo de fórmula podría  colocarse ya que no en 

todos los casos sería aplicable por el tamaæo del conjunto de datos o por la precisión que se espera 

en el modelo.  

Este tipo de pruebas de combinación de parÆmetros puede ser realizado actualmente en 

la mayoría de las herramientas disponibles a travØs del uso de código de programación. Nuestro 

enfoque pretende facilitar la tarea de analistas no familiarizados con lenguajes de programación, 

por lo que proponemos que las herramientas de Minería de Datos dispongan de una pantalla 

amigable para el usuario en donde el mismo pueda configurar las combinaciones deseadas.  

Tomando como ejemplo el nodo de Ærboles de decisión de SAS Enterprise Miner, podría 

incluirse en el mismo la opción de configuración de los límites en e l menœ de configuración de 

parÆmetros. En la Figura IV.2 comparamos la pantalla de configuración actual con una sugerida. 

En esta œltima, incluimos la posibilidad de expandir las opciones de configuración en los 

parÆmetros de Nivel de Significación (Significance Level), MÆxima Cantidad de Ramas 

(Maximum Branch), MÆxima Profundidad (Maximum Depth) y Tamaæo de la Hoja (Leaf Size). 

Utilizamos el ícono de puntos suspensivos al ser esta la forma en que SAS Enterprise Miner indica 

que existen mÆs opciones de configuración.  

En las opciones de configuración actual, el analista debe ingresar un œnico valor para cada 

opción de configuración. En nuestro enfoque sugerimos la posibilidad de ingresar  intervalos de 

valores o listas, en contraposición al enfoque actual. Al hacer click e n los puntos suspensivos en 

cada parÆmetro a configurar, el analista podría establecer los límites de los parÆmetros para 

generar las combinaciones deseadas de los mismos o la lista de valores a utilizar. En la Figura 

IV.3 puede observarse un ejemplo de interfaz de usuario sugerida creada para la configuración 

del parÆmetro MÆxima Profundidad.  
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En la mayoría de las herramientas de minería de datos, el uso de sistemas de MVC para el 

anÆlisis de resultados es limitado. En SAS Enterprise Miner se encuentra implementado en cierta 

forma un sistema de mœltiples vistas tanto para el anÆlisis de resultados del nodo de Ærboles de 

decisión como para el resultado de comparación de modelos (Figura III.7, Fi gura III.9). Sin 

embargo, la coordinación entre las vistas es bastante limitada. Sólo algunos grÆficos pueden ser 

analizados en conjunto mediante el uso de relaciones de tipo selección y resaltado. A su vez no 

es posible analizar la curva ROC de un Ærbol junto con la visualización del Ærbol en sí, ya que 

ambos grÆficos se encuentran en ventanas diferentes y no guardan ningœn tipo de relación.  

Esta limitación se observa en la mayoría de los sistemas de Mine ría de Datos, como así 

tambiØn en otras aplicaciones que requieren el uso de sistemas de tipo MVC (Andrienko & 

Andrienko, 2007).  

Siguiendo con el ejemplo de SAS Enterprise Miner, presentamos en la Figura IV.4 una forma 

para poder convertir las ventanas de resultados actuales en un sistema de tipo MVC.  

 

Figura IV.4 Ventana de Resultados Integrada para SAS Enterprise Miner  

 

Los 4 grÆficos superiores son producidos por el nodo de Comparación de Resultados de la 

herramienta, mientras que los dos inferiores son generados sólo en cada  nodo de Ærbol de decisión. 

En nuestro enfoque, proponemos la integración de estos grÆficos. El analista debería poder 

observar el Ærbol subyacente a la curva ROC seleccionada como así tambiØn analizar la relación 

entre la matriz de confusión (representada grÆficamente por el grÆfico de clasificación, 

Classification Chart). TambiØn es necesario contar con una visión general de los diferentes 

Ærboles para poder comparar los mismos. Siguiendo con los principios de MVC, el usuario debería 

poder seleccionar un elemento de un grÆfico  y ver cómo el resto cambia en función de la 

selección.   
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IV.3.4 Evaluación Visual e Interactiva de los Resultados 

Una vez que la herramienta generó todos los Ærboles y los grÆficos necesarios para analizar los 

mœltiples Ærboles de decisión, el analista podrÆ dedicarse a la tarea de anÆlisis interactivo de los 

resultados. Las MVC servirÆn al analista para poder evaluar la incidencia de los parÆmetros, 

observar diferentes resultados y seleccionar aquØl que mÆs œtil le sea, no sólo en tØrminos de 

efectividad, sino tambiØn como herramienta de negocio.  Esta información le servirÆ para limitar 

en un futuro la configuración de los parÆmetros y así poder disminuir la cantidad de 

combinaciones a analizar.  

En un  sistema como ComVis estas funciones son muy simples de realizar, ya que existe la 

posibilidad de relacionar varios grÆficos y así sacar conclusiones a travØs de la interacción.  

La tØcnica mÆs usual de interacción es la de resaltado.  Esta tØcnica consiste en seleccionar datos 

interactivamente en una representación visual. La intención es resalta r estos datos en diferentes 

visualizaciones del conjunto de datos bajo anÆlisis.  

ComVis soporta dos tipos de pinceles, simple y compuesto. El compuesto permite al usuario 

utilizar operaciones de tipo booleanas (OR, AND, SUB) de forma interactiva. Esto permite al 

analista ampliar (operación de tipo OR) o acotar (AND, SUB) su se lección para descubrir 

características interesantes en los datos.  

En la Figura IV.5 observÆbamos la vista de la configuración inicial del sistema. En la figura 4.6 

el usuario ha realizado una selección sobre las curvas ROC mÆs interesantes utilizando un pincel 

de tipo simple. Esta selección se refleja en el resto de los grÆficos en donde se resaltan sólo los 

resultados que corresponden a tales curvas.  

 

Figura IV.6 AnÆlisis de Resultados mediante el uso de ComVis aplicado a mœltiples Ærboles de 
decisión. 

Este tipo de interacción le permite al usuario descubrir relaciones entre los datos d e forma visual 

y simple, que de otra forma hubiese implicado varias consultas a una base de datos. En el ejemplo 

de aplicación al caso de negocio explicaremos esta funcionalidad con mayor detalle.  
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IV.3.5 Selección del Modelo más Apto 

Luego de interactuar con todos los resultados visualmente, el analista habrÆ seleccionado aquel 

modelo que le resulte mÆs adecuado para su problemÆtica. Esta selección no necesariamente serÆ 

en tØrminos de poder predictivo del Ærbol de decisión, sino tambiØn por las reglas que Øste generó, 

influenciadas por los parÆmetros de configuración. 

En el grÆfico de parÆmetros se podrÆ conocer la configuración necesaria para arribar a los 

resultados seleccionados. El analista podría utilizar estos datos para volver a configurar la 

herramienta sólo con estos parÆmetros y así generar el modelo para los nuevos datos empleando 

menos tiempo.  

Lo ideal, sin embargo, sería tener la posibilidad de seleccionar el modelo mÆs adecuado 

a travØs de las vistas generadas. Así por ejemplo el analista podría pararse sobre cualquiera de los 

grÆficos generados, hacer click derecho e indicarle a la herramienta que ese resultado es el 

seleccionado como modelo final. Podemos ver un ejemplo de aplicación de esta modalidad en la 

Figura IV.7. Esta funcionalidad no estÆ disponible en la herramienta ComVis, sino que es una 

sugerencia de mejora. 

Figura IV.7 Ejemplo para la selección visual del modelo final de minería de datos 

 

Con este œltimo paso, el analista finalizaría su tarea de anÆlisis de mœltiples Ærboles de 

decisión. A travØs del proceso, el usuario pudo descubrir diferentes características que no habrían 

sido posibles sin herramientas interactivas.  Esta metodología podría ser aplicada a diversos 

problemas de Minería de Datos.  

 

IV.4 Aplicación a un Caso Real 

Con el fin de demostrar nuestra metodología en la prÆctica, solicitamos la colaboración 

de una empresa de telecomunicaciones de Argentina que realiza tareas de minería de datos para 

generar modelos predictivos para diferentes problemÆticas. En esta oportunidad trabajamos en la 
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generación de un modelo predictivo para la detección de aquellos clientes que tienen mayor 

probabilidad de falta de pago de su factura telefónica en los próximos 60 días.  

Dado que nuestro enfoque comienza desde la etapa de generación de modelos, sin tener 

en cuenta la preparación de los datos, obtuvimos un conjunto de datos listo pa ra modelar. El 

conjunto de datos contiene 90.000 filas y 144 columnas que sirven para poder identificar los 

clientes que tendrÆn mayor propensión a no pagar su factura telefónica en los próximos 60 días. 

De las 144 variables, 132 son variables numØricas, incluyendo la variable target y el identificador 

de cliente, y 12 categóricas. Entre las variables numØricas podemos encontrar variables de 

facturación, uso de los servicios, variables de tendencias tales como v ariación en el uso y 

consecuente variación en la facturación, y las propias variables de mor a. Las variables categóricas 

son de identificación de segmento de cliente, productos que posee y demogrÆficas. 

El conjunto de datos es una muestra del total de líneas de la compaæía y a su vez se 

encuentran balanceadas las clases. El balanceo es una tØcnica que se utiliza para poder 

incrementar la proporción de casos positivos versus los negativos con el  fin de identificarlos mÆs 

fÆcilmente. En el conjunto de datos proporcionado el 25% de los casos no pagarÆn su factura 60 

días luego del vencimiento. El porcentaje real de casos no se informa por temas de 

confidencialidad.  

El proceso de modelado en la empresa es del tipo tradicional. Los analistas utilizan SAS 

Enterprise Miner para generar Ærboles de decisión para calcular la propensión de los clientes a no 

pagar sus facturas. Una vez generado el conjunto de datos correspondiente el mismo es utilizado 

como base para entrenamiento. Se realiza la partición en conjunto de entrenamiento y validac ión 

y se selecciona el nodo de Ærboles de decisión de la herramienta. Este tipo de algoritmo es 

preferido a otros por la facilidad para explicar los resultados al Ærea comercial. Las reglas 

generadas pueden ser fÆcilmente traducidas a acciones de negocio.  Los analistas utilizan la 

pantalla de configuración de SAS Enterprise Miner para generar diversos  Ærboles de decisión. Por 

lo general los analistas comienzan la tarea de anÆlisis con la configuración por defecto de la 

herramienta y luego van ajustando los parÆmetros en función de los resultados obtenidos. Dado 

que la herramienta presenta ciertas limitaciones a la hora de visualizar los resultados, aquellas 

combinaciones de parÆmetros que no producen buenos resultados son eliminadas del anÆlisis sin 

ser incluidas en el nodo de comparación de modelos. Los analistas realiza n algunas corridas y 

luego de algunos intentos se quedan con el modelo que mejores resultados produjo para la 

problemÆtica bajo anÆlisis. Este proceso es de duración variable, ya que depende del poder de 

cómputo de los sistemas y de la cantidad de pruebas que se realicen. Una vez  seleccionado el 

modelo mÆs conveniente, se pone en prÆctica el mismo, generando todos los meses la puntuación 

correspondiente para cada cliente.  

A continuación demostraremos la aplicación de la metodología propuesta para  el caso de 

uso planteado. Detallaremos para cada paso de nuestro enfoque las herramientas utilizadas y los 

procedimientos llevados a cabo. Si bien en este caso hemos utilizado ciertas herramientas, 

creemos que el enfoque propuesto puede ser logrado con otras que posean capacidades similares. 

Haremos hincapiØ en las diferencias versus en enfoque tradicional de prueba y error que suele 

llevarse a cabo en la mayoría de los casos.    
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IV.4.1 Configuración de los diferentes parámetros 

Para generar los diferentes Ærboles de decisión utilizamos SAS Enterprise Miner, 

particularmente el nodo de Ærboles de decisión.  La herramienta permite generar Ærboles de 

decisión mediante la programación de código SAS 11. Sin embargo existen ciertos resultados 

necesarios para generar mØtricas de medición y comparación de los modelos que no son generados 

por este procedimiento. Por este motivo se decidió realizar un procedimiento manual para poder 

generar todos los resultados necesarios.    

Si bien el nodo de Ærboles de decisión de la herramienta cuenta con 24 parÆmetros 

configurables, para nuestro ejercicio seleccionamos 4 de ellos. Estos parÆmetros son los mÆs 

utilizados por analistas de minería de datos.  En la Tabla III-1 se detallan los parÆmetros utilizados 

y las variaciones de los mismos.  

 

ParÆmetros Valores Valores 
Posibles 

Nivel de Significación 0.05 0.1 0.15 0.2  4 

MÆxima Cantidad de Ramas 2 3 4 5  4 

Profundidad MÆxima 5 6 7 8 9 5 

Tamaæo mínimo de la hoja 10 20 50   3 

Combinaciones Totales 240 

Tabla IV-1 Configuración de parÆmetros del nodo de Ærboles de decisión de SAS Enterprise Miner  

La configuración por defecto de estos parÆmetros en el nodo de Ærboles de decisión de 

SAS Enterprise Miner es: nivel de significación 0.2, mÆxima cantidad de ramas 2, profundidad 

mÆxima 6, tamaæo de la hoja 5. Para nuestro ejemplo fijamos el nivel de significación de 0.05 a 

0.2, con un incremento de 0.05. Como indicamos en el capítulo 3, este parÆmetro permite 

controlar la precisión del cÆlculo de dependencia de variables. Mientras menor es el nivel de 

significación mayor es la dependencia entre las variables, es decir son mÆs explicativas. Para la 

apertura en ramas, seleccionamos un intervalo de 2 a 5, con incrementos de una unidad. Esta 

apertura permitirÆ crear mayores intervalos para las variables numØricas, así como tambiØn 

asignar menor cantidad de categorías a cada rama en caso de ser necesario. Como profundidad 

mÆxima, fijamos un intervalo de 5 a 9, con incrementos de una unidad. Si bien por lo general no 

se recomienda generar Ærboles de gran profundidad por el riesgo de sobreajuste, se desea 

comparar los resultados de las diferentes combinaciones. Un Ærbol mÆs profundo puede tambiØn 

ser mÆs preciso sin necesidad de estar sobreajustado. Cada resultado podrÆ ser evaluado en 

función de las necesidades del negocio.  Por œltimo, fijamos la cantidad mínima de hojas en 10, 

20 y 50. En este caso en un lugar de un rango de valores, se trata de una lista. Seleccionamos estas 

variaciones para el œltimo parÆmetro ya que en pruebas iniciales comprobamos que pequeæas 

variaciones no producían diferencias significativas en los resultados.  

                                                      
11 http://support.sas.com/documentation/onlinedoc/miner/em43/allproc.pdf  

http://support.sas.com/documentation/onlinedoc/miner/em43/allproc.pdf
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en las bases de datos (in data base) y por grilla de servidores (grid computing)12. El desarrollo de 

estos temas estÆ fuera del alcance de este trabajo.  

IV.4.3 Generación de las Métricas y Gráficos de Resultados 

 SAS Enterprise Miner genera automÆticamente grÆficos y mØtricas de resultados para 

cada Ærbol de decisión como así tambiØn para cada nodo de comparación de modelos que se 

utilice. Estos grÆficos se alimentan de tablas de datos que pueden ser utilizadas en otros programas 

para otro tipo de anÆlisis.  

En nuestro enfoque proponemos el uso de una herramienta de Mœltiples Vistas 

Coordinadas para la visualización interactiva de resultados. Dado que SA S Enterprise Miner no 

posee esta funcionalidad, tomamos las tablas de datos generadas por la herramienta para 

visualizarlas en ComVis (Matkovic, Freiler, Gracanin, & Hauser, 2008). Esta herramienta permite 

generar grÆficos interactivos con una amplia cantidad de opciones de personalización las cuales 

explicaremos en esta sección.   

De todos los resultados generados por SAS Enterprise Miner tomamos los datos 

necesarios para graficar las curvas ROC, Lift, Lift Acumulada y Respuesta Acumulada. A su vez, 

tomamos los datos de diseæo de los Ærboles finales para la representación de los mismos en 

ComVis.  

Ninguna de las tablas generadas por SAS Enterprise Miner contiene información sobre la 

configuración de los parÆmetros del algoritmo que produjo cada resultado. Por tal motivo fue 

necesaria la construcción de una tabla específica con estos datos. Cada Ærbol fue identificado con 

un nombre y 4 columnas, una por cada parÆmetro configurado: Nivel de Significación, MÆxima 

Profundidad, MÆxima Cantidad de Ramas y Mínima Cantidad de Casos por Hoja. Plasmar esta 

información en un formato tabular para la explotación de los datos a travØs de visualizaciones, es 

uno de los principales aportes de nuestra metodología.  Al poder unir la información de los 

parÆmetros con las tablas de resultados, es posible visualizar toda la información en forma 

interactiva.  

ComVis fue desarrollado con el objetivo de ser lo suficientemente flexible para poder ser 

adaptado a diferentes casos de uso (Matkovic, Freiler, Gracanin, & Hauser, 2008), lo cual 

permitió adaptarlo nuestra problemÆtica. Para poder implementar nuestra metodología, se trabajó 

especialmente en la generación del archivo de entrada de la herra mienta. Todas las tablas de 

resultados generadas por SAS Enterprise Miner y la creada manualmente con la configuración de 

los parÆmetros, fueron unidas en una sola tabla que permite relacionar luego las diferentes vistas.  

Una de las principales características de ComVis es la forma en que maneja la 

información de curvas para poder graficar y analizar las mismas . La herramienta se centra en la 

representación de familias de curvas a travØs de un œnico registro en una tabla de datos (Figura 

IV.9).  

La principal aplicación de este concepto fue pensada para grÆficos de series de tiempo 

(Konyha, Lez, & Matkovic, 2012). En la Figura IV.9 se muestran dos formas de almacenar 

información sobre diferentes simulaciones de temperaturas para una r egión en particular. La 

                                                      
12 http://www.sas.com/en_us/software/high-performance-analytics.html 
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Figura IV.9(a) muestra la forma convencional de almacenar este tipo de información. Para cada 

simulación se genera una nueva línea en donde los escalares (Diff_H y Diff_V ) deben repetirse 

para cada uno de estos registros, duplicando la información. En el caso de la Figura IV.9(b) en 

lugar de duplicar las filas, se genera una nueva columna que contiene la curva en sí, que en este 

caso representa la variación de la temperatura simulada en las diferentes corrida s. 

 

Figura IV.9 Dos estrategias para el manejo de información de curvas. (a) Tiempo  representado por 
una dimensión adicional. Los registros del 1 al 500 representan una œnica curva. (b) La curva es 

representada como un tipo atómico en la tabla. Las columnas de esta tabla representan familias de 
curvas. (extraído de (Konyha, Lez, & Matkovic, 2012)). 

 

Si bien esta tØcnica de tratamiento de datos de curvas fue pensada para series de tiempo, 

rÆpidamente pudo observarse su aplicación para otro tipo de grÆficos bidimensionales. En nuestro 

caso esta forma de manejar los datos de curvas puede aplicarse a los grÆficos de curvas ROC, 

Lift, Lift Acumulado, Respuesta y Respuesta Acumulada.  

El archivo de entrada de ComVis contiene una œnica línea para cada Ærbol generado, es 

decir 240 registros, y 58 columnas representando las diferentes características de estos Ærboles 

que serÆn analizadas visualmente. De estas 58 columnas, 12 corresponden a las familias de curvas, 

mientras que el resto son escalares tales como KS, error cuadrÆtico, etc, datos que tambiØn 

obtuvimos de las salidas por defecto de SAS Enterpirse Miner.  

IV.4.4 Evaluación Visual e Interactiva de los Resultados 

Una vez que se generaron los archivos y se cargaron en ComVis, el analista puede 

comenzar con las tareas de anÆlisis que lo guiarÆn en la selección del modelo final que mÆs se 

ajuste a su necesidad.  

Acorde a nuestra metodología, el analista sólo debería interactuar e n la etapa de 

configuración de parÆmetros, en la evaluación y selección final. Los dos pasos  que describimos 

anteriormente (generación de modelos y generación de mØtricas y g rÆficos) deberían ser 

ejecutados por la herramienta en forma automÆtica. Es decir, una vez que la herramienta genera 

los modelos y sus resultados, debería mostrarlos directamente en una vista como la de la Figura 

IV.10 sin necesidad que el analista tenga que cargar el archivo. Esto se podría lograr en una 

herramienta totalmente integrada.  



 

70 
 

 

 

Una vez que el archivo plano es cargado en ComVis, puede personalizarse la 

visualización de diferentes grÆficos que luego servirÆn para realizar la evaluación visual e 

interactiva de los diferentes Ærboles de decisión. En la Figura IV.10 se muestran la mayoría de los 

grÆficos disponibles.  

 

Figura IV.10 Pantalla Inicial con información del archivo de entrada de ComVis. 

 

Para el caso que estamos analizando, deseamos conocer el modelo que mejor identifique 

aquellos clientes que son mÆs propensos a no pagar su factura en un lapso de 60 días. Los modelos 

cuya curva ROC estØ mÆs cercana al eje y son los mÆs interesantes, ya que son los que mejor 

capacidad de predicción tienen. TambiØn podemos utilizar la curva Lift para evaluar la bondad 

del modelo. En este caso la curva mÆs alta serÆ la que represente el modelo con mayor ganancia.  

En la Figura IV.11 podemos observar a grandes rasgos que varios modelos tienen la 

misma curva ROC, muy pocas sobresalen sobre otras. Sin embargo al hacer zoom en el eje de las 

y (Figura IV.12) podemos observar que algunos de ellos son mÆs interesantes que otros ya que 

sus curvas ROCs se separan de las otras. Para poder analizar los parÆmetros que generaron cada 

curva, seleccionamos la curva de interØs mediante la funcionalidad de resaltado, la cual permite 

seæalar una curva en este grÆfico y observar la selección en los grÆficos restantes. El hacer zoom 

en el eje y nos permite seleccionar las curvas con mayor precisión.  

Al hacer esta primera selección es interesante descubrir que una œnica curva representa 8 

Ærboles diferentes. Esto se visualiza fÆcilmente en la vista de Mœltiples Ærboles (extremo inferior  

de la Figura IV.13) en donde hay 8 cuadros seleccionados. Esto quiere decir que diferentes 

combinaciones de parÆmetros produjeron los mismos resultados en tØrminos de curva ROC.  
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Figura IV.11 Resultados Generales sin utilizar filtros ni zoom 

 

 

Figura IV.12 Zoom en curvas interesantes y anÆlisis de los parÆmetros asociados. 

 

En la vista de parÆmetros cruzados de la Figura IV.13 tambiØn podemos observar 

fÆcilmente que la curva resaltada se obtiene configurando la mÆxima cantidad de ramas 

(Max_Branch) en 3, la mÆxima profundidad (Max_Depth) en 8 ó 9, y la mínima cantidad de casos 

por hoja (Leaf_Size) en 10. El nivel de significación (Significance_Level)  no parece tener 

incidencia ya que todos los valores posibles se encuentran resaltados.  En este primer anÆlisis 

podríamos concluir que el mejor modelo se obtiene al configurar la mÆxima cantidad de ramas en 
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3, y  la profundidad en 8 ó 9, sin embargo esto no sería vÆlido ya que sólo hemos seleccionado 8 

de los 60 Ærboles que tienen este nivel de apertura.  Para poder validar el punto, es preciso realizar 

otros anÆlisis contrastantes.  

 

 

Figura IV.13 Selección de curva mÆs interesante y anÆlisis de parÆmetros 

 

En la Figura IV.14 se puede observar un nuevo grÆfico en la visualización en el panel 

inferior derecho. Seleccionamos un grÆfico de dispersión para representar la relación entre el 

parÆmetro mÆxima cantidad de ramas y el Ærea bajo la curva ROC13. En el eje de las x 

representamos el parÆmetro MÆxima Cantidad de Ramas (Max_Branch) y en el eje de las y el Ærea 

bajo la curva ROC. De esta forma podemos seleccionar fÆcilmente aquellos puntos que estÆn por 

debajo del óptimo para el parÆmetro Max_Branch=3 y observar las diferencias versus la curva 

seleccionada en la Figura IV.12.  

En el grÆfico de la curva ROC podemos ver que se trata de una de las curvas medias. En 

la vista de parÆmetros podemos observar que hemos seleccionado 44 Ærboles de los 60 posibles y 

que la mayoría corresponden a Ærboles de poca profundidad, aunque tambiØn hay una menor 

cantidad de Ærboles de 8 y 9 de profundidad. Por lo tanto no podemos todavía asegurar que el 

mejor resultado se obtenga con una configuración de mÆxima apertura de ramas en 3 y mÆxima 

profundidad en 8 y 9 niveles.  

Para realizar un anÆlisis mÆs profundo de los resultados obtenidos, seleccionamos otras 

variables y las representamos en nuevos grÆficos. En la Figura IV.155 se puede observar el panel 

dividido en 6. En la parte superior encontramos tres grÆficos de dispersión. El primero (de 

izquierda a derecha) es el mismo de la Figura IV.144. Los dos adicionales representan la relación 

                                                      
13 SAS Enterprise Miner utiliza el acrónimo AUR para referirse al Ærea bajo la curva ROC en lugar de 
utilizar AUC, que es el acrónimo mÆs utilizado en general.  
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entre el parÆmetro configurado y la real dimensión obtenida en cada modelo. En el grÆfico del 

medio observamos la relación entre el parÆmetro Mínima Cantidad de Casos por Hoja (Leaf_Size) 

y el real menor tamaæo de hoja en cada Ærbol. En el grÆfico de la derecha podemos observar la 

relación entre el parÆmetro MÆxima Profundidad y la real profundidad del Ærbol.  Estas mØtricas 

fueron calculadas para poder representarlas ya que SAS Enterprise Miner no las genera.  

 

 

Figura IV.14 AnÆlisis contrastante para parÆmetro MÆxima Cantidad de Ramas 

 

En la Figura IV.155 se encuentran seleccionados los Ærboles con mejor Ærea bajo la curva 

ROC. Tanto Ærboles de 2 ramas como de 3 producen los mejores resultados. La mÆxima 

profundidad configurada en ambos casos es de 8 y 9 niveles. Sin embargo, si observamos el  

grÆfico del extremo superior derecho, podemos observar que en realidad ningœn Ærbol pudo llegar 

a tener 9 niveles de profundidad (el par 9,9 no existe). Esto quiere decir que las reglas de parada 

del algoritmo podaron el Ærbol antes de llegar a esta profundidad. La mínima cantidad de casos 

por hoja, en cambio, sí fue alcanzada.  

El usuario puede ahora seleccionar aquel modelo que mÆs se ajusta a sus necesidades. 

Tiene información de todas las pruebas generadas y conoce los resultados que puede obtener de 

sus datos. La selección del modelo mÆs conveniente involucrarÆ tambiØn decisiones basadas en 

datos cualitativos, como por ejemplo quØ modelo resultarÆ mÆs fÆcil de comprender por aquellos 

que tienen que luego implementarlo.  

IV.4.5 Selección del Modelo más Apto 

 Las evaluaciones realizadas en el paso anterior concluirÆn con la selección del modelo 

mÆs apto para la problemÆtica bajo anÆlisis. En este ejemplo en particular el usuario puede elegir 

entre un Ærbol de 2 ramas y uno de 3. El Ærbol de 2 ramas produce reglas mÆs simples por lo que 

por lo general se preferirÆ antes que un Ærbol mÆs ancho.  
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Figura IV.15 Comparación de Configuración de ParÆmetros versus resultados reales 

 

Para seleccionar el modelo, el usuario debería hacer click en cualquiera de los grÆficos e 

indicar que es su modelo elegido. Este modelo quedarÆ implementado de forma tal que mes a mes 

puedan generarse las puntuaciones que reflejan la probabilidad de falta de pago de la factura 

telefónica. Para lograr este tipo de integración, es preciso que toda la  plataforma sea integrada, 

reduciendo al mínimo la cantidad de interacciones del usuario para tareas operativas y no de 

anÆlisis. 

IV.4.6 Conclusiones 

 Mediante el caso desarrollado demostramos la forma en que un analista podría evaluar 

diferentes resultados posibles de forma visual e interactiva sin necesidad de tener que invertir su 

tiempo en la configuración por prueba y error de los Ærboles de decisión, como debe hacer 

mediante la metodología tradicional. Al poder evaluar mœltiples combinaciones el usuario puede 

decidir cuÆl es la mÆs conveniente, asegurÆndose que analizó una cantidad suficiente de 

posibilidades.   

A su vez demostramos que para el caso analizado, diferentes combinaciones produjeron 

los mismos resultados, lo cual le sirve al usuario para limitar las combinaciones posibles en el 

futuro y sólo seleccionar los rangos de parÆmetros que pueden producir resultados mÆs dispares. 

Al ejecutar una gran cantidad de modelos sin necesidad de hacerlo en forma iterativa, el usuario 

puede analizar los resultados de mœltiples combinaciones de parÆmetros, encontrando mejores 

resultados o resultados mÆs adecuados a sus necesidades.   

IV.5 Resumen 

En este capítulo presentamos nuestro enfoque para el anÆlisis interactivo de Ærboles de decisión 

junto con un caso de aplicación. Nuestra metodología tiene como objetivo contr ibuir a la 
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disciplina de Visual Analytics en un Ærea que hasta el momento no ha sido lo suficientemente 

explorada (Bertini & Lalanne, 2009). El principal diferencial de nuestro enfoque consiste en 

incluir como parte de la visualización de resultados, la visualizac ión de los parÆmetros de 

configuración de Ærboles de decisión. El objetivo de ello es poder contribuir al aprendizaje del 

analista sobre la incidencia de los parÆmetros del algoritmo de Ærboles de decisión en la 

efectividad del modelo. Para ello es preciso contar con sistemas de visualización que soporten el 

anÆlisis a travØs de mœltiples vistas.  La metodología aquí presentada no estÆ presente en 

ninguna de las herramientas de minería de datos del mercado. El enfoque se basa en los principios 

de la disciplina de Visual Analytics, en donde el usuario tiene mayor incidencia en las etapas de 

anÆlisis, interactuando de manera Ægil e intuitiva con la interfaz. La Minería de Datos suele tener 

un enfoque contrario, orientado a la mayor automatización de las tareas . Nuestra propuesta 

consiste en utilizar la automatización de la minería de datos e n las etapas de ejecución de los 

algoritmos y generación de resultados e involucrar al humano en las tarea s que requieran anÆlisis 

y conocimiento del dominio. Combinando ambas disciplinas se pueden producir resultados no 

sólo óptimos en tØrminos matemÆticos, sino tambiØn œtiles para el negocio.  

 En el capítulo siguiente presentaremos las conclusiones del trabajo y las mejoras 

propuestas que constituirÆn la base de trabajos futuros.  
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V. Conclusiones y Futuros Pasos 

V.1 Introducción 

En este trabajo hemos desarrollado una metodología para la evaluación visual e 

interactiva de mœltiples Ærboles de decisión. El objetivo de este desarrollo fue contribuir a la 

creciente disciplina de Visual Analytics, cubriendo falencias de las herramientas actuales en lo 

que respecta a la visualización del espacio de parÆmetros.  

En la actualidad existen mœltiples desarrollos tendientes a acortar la brecha entre 

Visualización de la Información y Minería de Datos. Muchos de ellos  se concentran 

específicamente en la exploración visual de los datos y en los re sultados de los modelos, pero 

ninguno hace referencia a las configuraciones de esos modelos.   

Nuestra propuesta es un enfoque metodológico que bien podría implementarse en 

cualquiera de las herramientas de Minería de Datos, Visualización de la Información o las 

conocidas como herramientas de Business Intelligence. Si se deseara implementar esta 

metodología en una herramienta de Minería de Datos, sería necesario desarrollar los componentes 

de visualización de forma tal de lograr la interacción deseada entre todos los componente s. Si en 

cambio nuestro enfoque fuese adoptado por una herramienta de visualización, se  debería 

desarrollar el algoritmo de Ærboles de decisión, junto con los componentes necesarios para generar 

las combinaciones de parÆmetros.  

Actualmente las herramientas de Visual Analytics estÆn proliferando a un ritmo muy 

acelerado. Este desarrollo estÆ siendo liderado principalmente por los proveedores de 

herramientas de Visualización que comienzan a ofre cer dentro de sus capacidades 

funcionalidades analíticas. Los líderes de herramientas de Minería de Datos todavía no presentan 

un claro camino hacia la integración de Minería de Datos y Visualización.  

Empresas tales como Tableau, líder en Business Intelligence,  en lugar de desarrollar 

capacidades propias, se integra con la plataforma R para poder cubrir las necesidades analíticas 

de sus usuarios. Microstrategy tambiØn opta por esta alternativa otorgando la capacidad de 

integrar código desarrollado en R para mejorar sus capacidades analític as. En ambos casos la 

integración se realiza a nivel de resultados, es decir que se utili zan las capacidades grÆficas para 

evaluar las salidas de los modelos de R, pero no para configurar los mismos visualmente.  

SAS, empresa líder en Minería de Datos, aprovecha sus modelos analíticos para incluirlos 

en sus nuevos desarrollos visuales, tales como la herramienta SAS Visual Analytics. Esta 

herramienta en constante cambio pretende llevar el poder de Minería de Datos a los usuarios de 

negocios en forma visual. Tal es así que una de sus funcionalidades es la construcción de Ærboles 

de decisión. Esta capacidad sigue siendo limitada a la construcción de  un Ærbol por vez. IBM, otro 

de los grandes proveedores de herramientas de Minería de Datos, no presenta una estrategia tan 

clara en la integración de sus modelos de Minería de Datos (adquiridos mediante la compra de 

SPSS) y su plataforma de Business Intelligence.  

Si bien nuestro enfoque estÆ desarrollado sólo para visualizar Ærboles de decisión, nuestra 

metodología podría aplicarse a otros algoritmos de Minería de Datos que involucren tareas de 

configuración de parÆmetros, como por ejemplo Redes Neuronales.  En este sentido sería 
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interesante complementar el software Matlab, especialista en este tipo de modelos, con las 

capacidades de visualización interactiva de ComVis propuestas.  

En el este capítulo repasaremos las contribuciones de nuestro enfoque al proceso de 

Visual Analytics y presentaremos algunas ideas sobre las cuales podrían trabajarse para que la 

metodología cubra mÆs etapas del ciclo.  

 

V.2 Contribución al Proceso de Visual Analytics 

 Nuestra propuesta tiene como objetivo mejorar alguna de las tareas del proceso de Visual 

Analytics presentado por Keim (Keim, Kohlhammer, Ellis, & Mansmann, 2010). Como puede 

observarse en la Figura V.114 con nuestro aporte cubriríamos las tareas de construcción de 

modelos, visualización de los mismos y refinamiento de los parÆmetros. En el trabajo elaborado 

no hicimos foco en las etapas iniciales del proceso relacionadas con los datos de entrada, sino que 

nos concentramos en la visualización de los modelos en sí y en el anÆlisis de sus características y 

resultados. A continuación detallamos cada una de las contribuciones par a luego explorar y 

proponer Æreas de mejora.  

 

  

Figura V.1 El proceso de Visual Analytics (traducción de (Keim, Kohlhamm er, Ellis, & Mansmann, 
2010)). 

 

V.2.1 Construcción de Modelos y Minería de Datos 

La metodología que hemos desarrollado comienza desde la etapa del modelado, por lo 

que supone la preexistencia de un conjunto de datos ya transformados y listos para modelar.  Por 

lo general la mayoría de las herramientas de Minería de Datos precisa de datos en formato tabular, 

o tambiØn llamados datos estructurados. En el caso de nuestro desarrollo, las condiciones sobre 

                                                      
14 Esta figura es la misma que la Figura II.12. Repetimos nuevamente la misma para facilitar la lectura.  
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permite visualizar las relaciones entre parÆmetros y resultados de la forma en que proponemos en 

nuestro desarrollo metodológico.  

Observando la incidencia de la configuración de parÆmetros en los resultados, es posible 

tomar decisiones respecto a los mismos, contribuyendo a la tarea de refinamiento de parÆmetros 

propuesta por Keim para el proceso de Visual Analytics. Así por ejemplo para el caso de estudio 

se pudo observar que varias configuraciones produjeron los mismos resultados, lo cual sirve para 

limitar en un futuro la cantidad de combinaciones a generar. 

Se observó tambiØn que el nivel de significación no influyó en la may oría de los 

resultados, por lo que este parÆmetro podría no ser de interØs para futuras pruebas. Es decir que 

en corridas sucesivas podría seleccionarse un œnico valor para este parÆmetro, disminuyendo así 

la cantidad de modelos generados y por ende el tiempo de cómputo de los modelos. Este punto, 

sin embargo, debería validarse con otros conjuntos de datos. Arribar a estas conclusiones 

mediante la metodología disponible en herramientas de Minería de Datos es mÆs difícil ya que el 

analista debe ir evaluando una a una, por prueba y error, las diferentes pruebas que realiza. 

Otra característica de las propuestas que resulta de gran valor para el refinamiento de 

parÆmetros, es la posibilidad de comparar la configuración del modelo versus los niveles 

alcanzados. En el caso de ejemplo demostramos que ciertas configuraciones de profundidad y 

cantidad de casos por hoja mínimo no fueron logradas en los Ærboles de decisión resultantes. Es 

decir que si bien el usuario configuró la herramienta para obtener un Ærbol de determinada 

profundidad, la misma no fue alcanzada en algunos casos debido a la interacción con el resto de 

los parÆmetros. Este tipo de información es œtil a la hora de generar nuevas combinaciones ya que 

limita la cantidad de pruebas a realizar. El dato sobre los reales niveles de profundidad y el tamaæo 

de las hojas fue calculado a partir de los datos de los Ærboles de decisión generados por la 

herramienta de Minería de Datos, siendo esto una innovación ya que no es un dato disponible en 

tal herramienta. Si bien para este trabajo sólo desarrollamos estas dos  mØtricas, tambiØn podría 

generarse el mismo cÆlculo para la cantidad de ramas del Ærbol.  

 

V.3 Futuros Pasos 

En la metodología propuesta hemos cubierto sólo algunas de las etapas d el proceso de 

Visual Analytics, concentrÆndonos específicamente en la visualización de Ærboles de decisión y 

generación de conocimiento sobre la configuración de parÆmetros de los mismos. Nos enfocamos 

en estas tareas ya que eran las que presentaban menor progreso en la bibliografía estudiada.  

Sin embargo a lo largo del desarrollo de nuestro enfoque fuimos detectando Æreas de 

mejora que podrían ser desarrolladas en trabajos futuros. En esta sección presentamos algunas de 

estas ideas. 

 

V.3.1 Visualización de Reglas de Decisión 

En nuestra metodología no planteamos mejoras en la visualización de reglas  de decisión. 

Por lo general las reglas de decisión generadas por los modelos se r epresentan a travØs de una 
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representados visualmente. En desarrollos futuros, podría trabajarse en la posibilidad de mostrar 

sólo aquellos modelos que presenten diferencias sustanciales y resumir en una œnica vista las 

características de aquellos que no difieren de los otros. Si bien podría decidirse eliminar estos 

Ærboles del anÆlisis, consideramos que no sería correcto ya que descubrir que diferentes 

combinaciones de parÆmetros producen los mismos resultados, puede ser tambiØn de interØs para 

el analista. En el caso de existir resultados repetidos, deberían tomarse decisiones sobre cuÆl de 

todos los modelos mostrar, existiendo mœltiples opciones para ello.  

Otra forma de limitar la cantidad de resultados a visualizar podría ser dÆndole la 

posibilidad al usuario de predefinir filtros para ciertas mØtricas. Así por ejemplo el usuario podría 

determinar que sólo desea visualizar los Ærboles que tienen como mínimo una cierta precisión o 

AUC. En nuestra implementación este filtro puede ser realizado una vez gen eradas todas las 

visualizaciones a travØs de los pinceles de selección. Este filtro podría realizarse antes de la 

producción de las visualizaciones, introduciØndolo como parÆmetro en la generación. Sin 

embargo la información sobre las configuraciones que no alcanzaron el m ínimo deseado debería 

estar tambiØn disponible como resumen para conocimiento del analista.  

 

V.4 Conclusión 

 La disciplina de Visual Analytics sigue creciendo y cada vez son mÆs numerosos los 

trabajos y desarrollos que se realizan en esta Ærea. El punto central es acercar al humano al anÆlisis 

de datos a travØs de herramientas visuales e interactivas. Si bien estas características se 

contradicen con el objetivo de automatización de Minería de Datos, cre emos que nuestro enfoque 

toma los puntos mÆs sobresalientes de cada ciencia para plantear una forma de trabajo que se 

ajuste a la definición de Visual Analytics.  

 A lo largo de este trabajo demostramos cómo es posible unir los mundos de  Visualización 

de la Información y Minería de Datos mediante la adaptación de herr amientas y formas de trabajo 

actuales. Creemos que nuestra metodología presenta características de gran valor y esperamos en 

un futuro poder contar con una solución integral que tenga todos los componentes  necesarios para 

llevar a cabo las tareas aquí planteadas.  
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